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Naslov teze: Pracenje pokretnih objekata u sekvenci kratkotalasnih infracrvenih slika korelacionim
metodama i tehnikama robusne Kalmanove filtracije

Rezime:

Primena kamera koje rade u kratkotalasnom infracrvenom spektralnom opsegu u video
sistemima moze obezbediti komplementarne informacije u izazovnim uslovima propagacije u kojima
su termalne i kamere koje rade u vidljivom opsegu neefikasne, a jedna od najvaznijih komponenti
svih inteligentnih video sistema jeste sposobnost pra¢enja pokretnih objekata.

U disertaciji je analiziran problem pracenja jednog pokretnog objekta u sekvenci
kratkotalasnih infracrvenih slika. Cilj je posti¢i dugotrajno pracenje pokretnog objekta u realnom
vremenu u razli¢itim izazovnim situacijama na sceni. U fokusu disertacije su metode za pracenje
zasnovane na korelacionim filtrima, prvenstveno zbog svojih dobrih performansi u regularnim
uslovima scene, ali i njihove racunske efikasnosti. Pracenje pokretnih objekata korelacionim filtrima
se zasniva na detekciji vrsne vrednosti U Korelacionom odzivu dobijenog korelacijom izmedu
uspostavljenog modela korelacionog filtra i prostora pretrage na svakoj slici sekvence. Ako se tokom
pracenja izmedu sukcesivnih slika sekvence objekat pomeri u odnosu na poziciju na prethodnoj slici
sekvence, generisani korelacioni odziv treba da ima isti iznos pomeraja lokacije vr$ne vrednosti.
Medutim, korelacioni filtri nisu dovoljno robusni da se nose sa izazovima poput promene veli¢ine i
orijentacije objekta, promene u osvetljenju scene, a poseban izazov je prisustvo razli¢itih tipova
okluzija. Dodatni izazov predstavlja nedostatak informacija o boji i generalno nizak kontrast
kratkotalasne infracrvene slike.

U okviru disertacije je formulisan nov sistem za pracenje pokretnih objekata koji primenom
Kalmanovog filtra kao estimatora stanja objekta, modula za detekciju okluzija i neregularnosti u
prac¢enju, modula za estimaciju veli¢ine objekta, a zatim adaptivnim azuriranjem kontekstno
regularizovanog korelacionog filtra postize znacajno poboljSanje performansi pracenja u navedenim
izazovnim situacijama u odnosu na sistem oslonjen samo na korelacioni filtar. Posebno, za
prevazilazenje okluzija prepoznatih kao najizazovniji problem u video pracenju, u disertaciji se
predlaze primena Kalmanovog filtra kao prediktora stanja objekta i metode za proSirenje oblasti
pretrage. ProSirivanje oblasti pretrage pomaze u ponovnoj identifikaciji objekta nakon okluzije, ali 1
dovodi do povremene pojave greSaka u podacima merenja koje mogu dovesti do gubitka objekta i
prestanka pracenja. Ove greske se mogu tretirati kao loSi podaci ili autlajeri. Pojava autlajera u
mernim podacima za posledicu ima lose performanse optimalnog Kalmanovog filtra, obzirom da time
nije zadovoljena Gausova raspodela suma merenja Sto je jedna od osnovnih pretpostavki na kojima
se optimalna tehnika estimacije zasniva.

U disertaciji je predstavljen dizajn tehnike robusne Kalmanove filtracije, otporne na prisustvo
autlajera koji kontaminiraju Gausovu raspodelu merenja. Prvo, klasa M-robustifikovanih algoritama
dinamicke stohasti¢ke aproksimacije je izvedena minimiziranjem u svakom koraku vremenski
promenljivog M-robusnog indeksa performansi, koji je opsti za porodicu razmatranih algoritama.
Matrica pojacanja estimatora se izracunava u svakom koraku minimizacijom dodatnog kriterijuma
aproksimativne minimalne varijanse, koriste¢i metod statisticke linearizacije. Kombinovanjem
predlozenog M-robusnog estimatora sa jednokora¢nom optimalnom predikcijom, u smislu minimalne
srednje kvadratne greske, izvedena je nova statisticki linearizovana M-robustifikovana tehnika
Kalmanove filtracije. Dve jednostavne prakti¢ne verzije predlozenog M-robustifikovanog estimatora



stanja su izvedene aproksimacijom optimalnog srednje kvadratnog koeficijenta statisticke
linearizacije sa fiksnim i vremenski promenljivim faktorima.

Medutim, povecanje robusnosti moze dovesti do smanjenja efikasnosti estimatora. Kako bi se
napravio balans izmedu efikasnosti estimatora i robusnosti u odnosu na autlajere, u disertaciji je
predlozen nov pristup gde se funkcija uticaja robusnog estimatora prilagodava u zavisnosti od
situacije na sceni, pri ¢emu je uspostavljena relacija izmedu praga saturacije Huberove funkcije
uticaja i vrsne vrednosti korelacionog odziva evaluiranog uzorka slike korelacionim filtrom. Dodatno
unapredenje sistema za pracenje je postignuto i adaptacijom statistika Suma merenja u robusnom
Kalmanovom filtru. Na ovaj nacin je obezbedena sveobuhvatna adaptacija robusnog sistema za
pracenje pokretnih objekata uslovima na sceni, kako u regularnim, tako i u scenarijima koji se
smatraju veoma izazovnim za prac¢enje pokretnih objekata u sekvenci slika.

Kljuéne refi: pracenje pokretnih objekata, kratkotalasna infracrvena slika, korelacioni filtri,
Kalmanov filtar, robusna estimacija, adaptivne robusne metode.
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UZa naucna oblast: Upravljanje sistemima i obrada signala
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Dissertation title: Moving object tracking in short-wave infrared video sequence based on correlation
filters and robust Kalman filtering techniques

Abstract:

The application of cameras operating in the short-wave infrared spectral range in video
systems can provide complementary information in challenging propagation conditions where
visible-light and thermal cameras are ineffective. Additionally, one of the most important components
of intelligent video systems is the ability to track moving objects.

The main research topic of this dissertation is the tracking of a single moving object in short-
wave infrared video sequence. The goal is to achieve long-term tracking of a moving object in real-
time in various challenging situations on the scene. The focus is on the tracking methods based on
correlation filters, primarily due to their good performance under regular scene conditions, but also
due to their computational efficiency. The tracking of moving object using correlation filter is based
on the detection of a peak in the correlation response obtained by correlation between the established
correlation filter model and the search area in each frame. If the object is moved relative to the
position in the previous frame of the video sequence, the generated correlation response should have
the same displacement of the peak location. However, correlation filters are not robust enough to deal
with challenges such as changes in object size and orientation, changes in scene illumination
conditions, and a particular challenge is the presence of different types of occlusions. An additional
challenge is the lack of color information and the low contrast of the short-wave infrared image.

Dissertation formulates a system for moving object tracking that applies the Kalman filter as
an estimator of the object state, a module for occlusion and failure detection, a module for object size
estimation, as well as adaptive updating the context-aware correlation filter and achieves a significant
improvement in tracking performance in the specified challenging situations compared to a system
based only on a correlation filter. In particular, to overcome occlusions, recognized as the most
challenging problem in video tracking, a Kalman filter as a predictor and an extended search area
were used, so that tracking can be continued even in the case of full occlusion. Although using an
extended search area helps in better re-detection of the object after occlusion, it may also lead to
occasional errors in the measurement data that can result in object loss. These errors can be treated
as bad data or outliers. The appearance of outliers in the measurement data may cause significant
deviations from the theoretically optimal performance of the Kalman filter, since the distribution of
the measurement data which contain outliers does not satisfy the Gaussian distribution, which is one
of the basic assumptions on which the optimal Kalman filter is based.

In this dissertation, the design of a robust Kalman filtering technique that is insensitive to
outliers contaminating Gaussian distributed measurements, is presented. First, a class of M-
robustified dynamic stochastic approximation algorithms is derived by minimizing at each step the
time-varying M-robust performance index, which is general for the family of algorithms to be
considered. The gain matrix of a particular estimator is calculated at each step by minimizing an
additional criterion of the approximate minimum variance type, using the statistical linearization
method. By combining the proposed M-robust estimator with one-step optimal prediction, in terms
of minimum mean-square error, a new statistically linearized M-robustified Kalman filtering
technique has been derived. Two simple practical versions of the proposed M-robustified state



estimator are derived by approximating the mean-square optimal coefficient of statistical linearization
with fixed and time-varying factors.

However, strong robustness to outliers may decrease the estimator’s efficiency under regular
conditions. To make a balance between desired estimator efficiency and robustness to outliers, a new
adaptive approach was proposed in the dissertation. Influence function of the robust estimator is
adjusted depending on the situation on the scene, whereby a relationship between the saturation
threshold of Huber's influence function and the peak of the correlation response map has been
established. Additional improvement of the tracking system was achieved by adapting the noise
statistics in the robust Kalman filter. In this way, a comprehensive adaptation of a robust moving
object tracking system to scene conditions is provided, both in regular and challenging video tracking
scenarios.

Keywords: moving object tracking, short-wave infrared imagery, correlation filter, Kalman filter,
robust estimation, adaptive robust methods.

Scientific field: Electrical Engineering and Computer Science
Scientific subfield: System Control and Signal Processing

UDC number: 621.3
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1 Uvod

Pracenje pokretnih objekata u sekvenci slika predstavlja proces estimacije trajektorije kretanja
objekata na osnovu datog inicijalnog stanja objekta na prvoj slici sekvence [1]. Jedan je od
fundamentalnih problema u kompjuterskoj viziji. Sposobnost da se precizno prate objekti u
dinamic¢kim i nepredvidivim okruzenjima predstavlja osnovu za razvoj inteligentnih sistema koji
mogu interagovati sa svojim okruZenjem na efikasan nacin. Spektar primena video prac¢enja objekata
je sirok i ukljucuje oblasti kao $to su inteligentni video nadzor, pra¢enje saobracaja, autonomna
voznja, robotika, prepoznavanje aktivnosti, sportska analitika, medicinska dijagnostika, interakcija
Covek — racunar, proSirena realnost, kao i mnoge druge. Nezavisno od primene, primarni ciljevi
razvoja svakog algoritma za pracenje jesu ostvarivanje visoke preciznosti pracenja u razli¢itim
okolnostima na sceni, moguénost dugotrajnog pracenja, kao 1 postizanje brzine procesiranja dovoljne
za rad u realnom vremenu. Pocetna komponenta u svakom sistemu za pracenje jeste senzor, Koji se
koristi za snimanje scene.

Najcesce koris¢ene kamere su one koje rade u vidljivom opsegu, odnosno kolor kamere. Stoga
je 1 razvoj algoritama za video pracenje dominantno usmeren na prac¢enje objekata u sekvencama
snimljenim kamerama koje rade u vidljivom opsegu [2] — [7]. Za uspe$no pracenje objekata u
uslovima slabog osvetljenja ili potpunog mraka, u sistemima za video pracenje se ¢esto primenjuju i
termalne kamere. Iz tog razloga, razvijeni su i mnogi algoritmi za pracenje objekata u sekvencama
termalnih slika [8] — [11]. Medutim, u uslovima snimanja scene na kojoj ima prisustva dima,
izmaglice ili magle, isparenja, kao 1 jake kiSe, kamere koje rade u vidljivom opsegu imaju tendenciju
da generiSu slike limitirane u detaljima 1 informativnim obelezjima, te na taj nacin direktno uticu na
performanse celokupnog sistema za pracenje objekata. U ovim izazovnim uslovima scene, moguénost
efikasnog snimanja moze se obezbediti korisS¢enjem kamera koje rade u kratkotalasnom infracrvenom
opsegu (eng. Short-Wave InfraRed - SWIR) i obezbeduju slike bogatije detaljima [12], [13]. lako se
svetlost u SWIR opsegu reflektuje od objekata na sli¢an nacin kao i1 u vidljivom opsegu, vidljivost je
u navedenim izazovnim uslovima sredine poboljSana usled duzih talasnih duZina u SWIR opsegu,
koje su manje pod uticajem efekata rasejanja [12]. S druge strane, kamere koje rade u termalnom
infracrvenom opsegu mogu da obezbede snimanje u uslovima izmaglice, magle ili dima, ali u opStem
slu¢aju mogu samo da detektuju prisustvo toplijeg objekta na hladnijoj pozadini. Primenom SWIR
kamera moze se posti¢i identifikacija objekta i pruziti viSe informacija o objektu u navedenim
izazovnim vremenskim uslovima. Pored toga, SWIR kamere imaju i mogucnost snimanja slika kroz
staklo. Zbog svojih prednosti koje se odnose na smanjene efekte rasejanja, SWIR kamere sve vise
nalaze primenu u razli¢itim sistemima video nadzora 1 analitike.

Fokus razvoja algoritama kompjuterske vizije za primenu u kratkotalasnom infracrvenom
opsegu je dominantno usmeren ka modelima masinskog i dubokog ucenja za detekciju objekata na
SWIR slikama [14] — [17]. U oblasti prac¢enja objekata u sekvencama SWIR slika u literaturi se
uglavnom razmatra pracenje vise objekata na osnovu detekcija, gde su detekcije generisane modelima



masinskog ili dubokog ucenja [18] — [22]. Nasuprot tome, predmet istrazivanja ove doktorske
disertacije je pracenje jednog pokretnog objekta u sekvenci SWIR slika snimljenih jednom kamerom.

Cilj disertacije je postizanje dugotrajnog pracenja u izazovnim scenarijima nezavisno od tipa
objekta, uz moguénost rada u realnom vremenu. Prac¢enje u pristupima oslonjenim na detekcije
dobijene modelima neuralnih mreza podrazumeva da su klase objekata koji se mogu pratiti unapred
definisane tokom obucavanja modela za detekciju objekata. Za svaki novi tip objekata koji se zeli
pratiti, mora se prvo obuciti model za detekciju, Sto predstavlja otezavajucu okolnost za ispunjenje
cilja da se kreira sistem za pracenje nezavisan od tipa objekta. Pristupi za pracenje jednog objekta
nezavisni od tipa objekta koji se prati obuhvataju tradicionalne algoritme i algoritme zasnovane na
dubokom ucenju. Metode za prac¢enje objekata zasnovane na dubokom ucéenju postizu veoma dobre
performanse, ali sa potrebom za velikim skupovima podataka za obucavanje. Za rad u realnom
vremenu, ove metode zahtevaju procesiranje na grafickim procesorskim jedinicama, a pored toga
imaju 1 nepoznato ponasanje u scenarijima za koje nisu obucavane. S druge strane, tradicionalne
metode za pracenje pokretnih objekata, koje obuhvataju generativne i diskriminativne algoritme,
mogu postici brzine izvrSavanja dovoljne za rad u realnom vremenu i bez procesiranja na grafickim
procesorskim jedinicama. Kod generativnih algoritama pracenje se vrsi pretragom za regionom slike
koji najbolje odgovara referentnom modelu objekta, koriste¢i samo informacije o objektu. Kod
diskriminativnih algoritama se pored informacija o objektu koriste i informacije 0o neposrednoj
pozadini objekta. Performanse generativnih algoritama ograniene su dimenzijama prostora za
reprezentaciju modela objekta, a u kompleksnijim scenarijima pokazuju manju sposobnost
diskriminacije objekta od okoline. Zahvaljujuci uvr§éenju i pozadinskih informacija u model objekta,
diskriminativni algoritmi imaju bolju sposobnost da obuhvate $iri spektar promena u izgledu objekta.
Medu diskriminativnim algoritmima za pracenje, sa moguc¢nosc¢u rada u realnom vremenu, posebno
se izdvajaju diskriminativni korelacioni filtri [6], [7]. Analizom prirode SWIR slike, kao i osobina
diskriminativnih algoritama, moze se zakljuciti da pristupi zasnovani na korelacionim filtrima pruZaju
dobru osnovu za razvoj efikasnog sistema za prac¢enje pokretnih objekata u sekvenci SWIR slika.

U regularnim uslovima, korelacioni filtri pokazuju veoma dobre performanse u pracenju
objekata. Medutim, korelacioni filtri generalno nisu dovoljno robusni da se nose sa promenama
veli¢ine ili orijentacije objekta, promenama u osvetljenju scene, a poseban izazov predstavlja
prisustvo razli€itih tipova okluzija.

Polaze¢i od ogranicenja korelacionih filtara, u ovoj disertaciji se najpre predlaze dizajn
sistema za pracenje sa modulima za estimaciju veliine objekta, detekciju okluzija, ponovnu
identifikaciju objekta nakon perioda pod okluzijom, kao i adaptivno aZuriranje modela korelacionog
filtra. Budu¢i da su okluzije identifikovane kao najizazovniji problem, a posebno manevar pracenog
objekta pod okluzijom, u sistem za pracenje je dalje implementiran Kalmanov filtar kao prediktor
stanja objekta i modul za pretragu objekta u proSirenoj oblasti. Ovim bi se omogucilo prevazilazenje
okluzija i ponovna detekcija objekta nakon perioda okluzije. ProSirivanje oblasti za pretragu objekta
pomaze u efikasnijoj ponovnoj detekciji pracenog objekta nakon okluzije, ali takode dovodi do pojave
greSaka u podacima estimacije pozicije objekta, koje mogu dovesti do gubitka objekta i prestanka
pracenja. Greske u estimaciji pozicije objekta velikog intenziteta, koje dovode do prekida pracenja,
u kontekstu estimacionih procedura mogu se tretirati kao losi podaci ili autlajeri (eng. outliers) [23].
Iz tog razloga, disertacija ima za cilj da istrazi karakteristike autlajera prilikom pracenja objekata u
sekvenci SWIR slika sistemom zasnovanim na korelacionim filtrima. Medutim, u javno dostupnim
skupovima sekvenci za razvoj i evaluaciju algoritama za pracenje, kako u vidljivom opsegu [2] — [7],
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[24] —[29], tako i u infracrvenom [8] — [11], nedostaju sekvence snimljene SWIR kamerom. Stoga je
za potrebe istrazivanja ove disertacije kreiran novi reprezentativni skup SWIR video sekvenci. Pored
kretanja objekta u regularnim uslovima, skup obuhvata i sekvence sa izazovnim scenarijima za
pracenje. Statisticka analiza greSaka dizajniranog sistema koji obuhvata korelacioni filtar sa
proSirenom zonom pretrage i Kalmanov filtar, ukazuje na uobiCajene greske koje degradiraju
performanse pracenja, kao 1 na gresSke koje dovode do potpunog gubitka objekta.

U slucaju kada u mernim podacima postoje greske koje se po svojoj prirodi mogu tretirati kao
autlajeri, standardni Kalmanov filtar, kao prediktor u dizajniranom sistemu za pracenje, ne predstavlja
optimalno reSenje. Da bi se dobile optimalne performanse Kalmanovog filtra, neophodno je
obezbediti tacan apriori opis dinamike stanja sistema 1 statistike slu¢ajnih merenja. U tom smislu, ako
dinamika stanja sistema i pridruzena merenja imaju izrazene nelinearnosti, koje se ne mogu pravilno
opisati linearizacijom kao i ako osnovne stohasticke sekvence nemaju Gausovsku (normalnu)
raspodelu, performanse Kalmanovog filtra mogu biti znac¢ajno degradirane [30], [31]. Dakle, postoji
interes za klasu estimacionih procedura koje ne moraju biti optimalne, prema odredenoj statistickoj
meri ucinka, ali imaju ogranic¢enu ukupnu greSku estimacije u prakti¢nim primenama.

Porodica procedura dinamicke stohasticke aproksimacije (eng. dynamic stochastic
approximation) nudi prihvatljiv razuman izbor, obezbedujuéi dobre rezultate koji su potvrdeni u
razli¢itim aplikacijama [32] — [36]. U tom smislu, svaki Kalmanov filtar sa pogresnom sekvencom
pojacanja, usled odstupanja od teorijski optimalnih uslova u praksi, moze se posmatrati kao algoritam
dinamicke stohasti¢ke aproksimacije. Konkretno, optimalni Kalmanov filtar je osetljiv na prisustvo
autlajera u mernoj sekvenci usled linearne zavisnosti estimacije stanja objekta od merenja, odnosno
nije robusan na prisustvo autlajera u mernoj sekvenci. Stoga, postoji dodatni prakti¢ni interes za
dizajniranje klase robusnih tehnika filtriranja, koje efikasno rade u prisustvu autlajera. U statistickoj
literaturi je za potiskivanje dejstva autlajera predlozeno vise robusnih procedura [23], [37] — [39]. U
inzenjerskoj praksi se Cesto primenjuje Huberov M-robusni estimator, jer aproksimira optimalni
estimator maksimalne verodostojnosti (eng. maximum likelihood — ML), $to ga ¢ini prirodnim
izborom koji se lako implementira u praksi [40]. U tom smislu, u literaturi su predlozene razlicite
kombinacije M-robusnog estimatora i optimalnog Kalmanovog filtra [41] — [45].

Uopsteno govoreéi, svaka procedura estimacije je kombinacija kriterijuma koji treba
minimizirati, modela varijabli stanja koje se estimiraju i algoritma za estimaciju nepoznatih stanja na
osnovu merenja. U tom smislu, robusni estimatori u literaturi mogu se klasifikovati u dve grupe. Prva
grupa je porodica nerekurzivnih (eng. offline) robusnih procedura sa paketnom obradom mernih
podataka. Robusnost ovih estimatora postize se po cenu povecanja racunarskih zahteva, te nisu
pogodni za primenu u realnom vremenu. Zbog toga, za rad u realnom vremenu, rekurzivne robusne
procedure imaju prednost u odnosu na nerekurzivne. U tom smislu, drugu grupu robusnih metoda
predstavlja porodica estimatora koji rekurzivno izraCunavaju estimacije stanja sistema na osnovu
raspolozivih merenja. U novijoj literaturi je predloZen rekurzivni robusni estimator, koji predstavlja
kombinaciju Huberovog M-robusnog estimatora sa specifi¢cnim kvazi-linearnim oblikom dinamicke
stohasticke aproksimacije, kako bi se redizajnirao korak korekcije u optimalnom Kalmanovom filtru
[44], [45]. Pored toga, mnogi suboptimalni nelinearni estimatori stanja sistema su dizajnirani
primenom Tejlorovog reda za opisivanje dinamike stanja nelinearnog sistema [46] — [48]. Druga ¢esto
koriS¢ena metoda je statistiCka aproksimacija, koja generalno daje bolju aproksimaciju nelinearnosti
u estimacionoj proceduri od metode Tejlorovog reda [46] — [48]. Najjednostavniji oblik takve metode
je poznat kao statisticka linearizacija. Metod statisticke linearizacije ima potencijalnu prednost za
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projektovanje suboptimalnog nelinearnog filtra (estimatora stanja sistema) [46] — [48]. Stoga je
predlozen novi estimator stanja dinamickog sistema koji je zasnovan na kombinaciji Huberovog M-
robusnog estimatora i algoritma dinamicke stohasticke aproksimacije, uz primenu metode statisticke
linearizacije za aproksimaciju nelinearne robusne Kriterijumske funkcije u M-robusnom estimatoru
[49] - [51]. U tom smislu, Huberov M-robusni koncept se koristi za dizajniranje porodice M-robusnih
procedura dinamicke stohasticke aproksimacije, minimiziranjem u svakom koraku vremenski
promenljivog M-robusnog indeksa performansi, zasnovanog na Huberovoj M-robusnoj nelinearnoj
kriterijumskoj funkciji. Da bi se postigla brza konvergencija, matrica pojacanja robusnog nelinearnog
estimatora stanja sistema se izvodi u svakom koraku minimiziranjem aproksimativnog Kkriterijuma
minimalne varijanse greske, po analogiji sa optimalnim Kalmanovim filtrom. Postavljeni problem
nelinearne optimizacije je aproksimativno re§en primenom metode statisticke linearizacije. Stavise,
aproksimacijom koeficijenta statistiCke linearizacije, optimalnog u srednje kvadratnom smislu, sa
usrednjenim nagibom Huberove M-robusne funkcije uticaja, koja predstavlja prvi izvod osnovne
robusne kriterijumske funkcije, izvedena je nova statisticki linearizovana M-robustifikovana
procedura dinamicke stohasticke aproksimacije. Dodatno, aproksimacijom usrednjenog nagiba
Huberove funkcije uticaja trenutnim uzorkom, dobijena je adaptivna verzija predloZzenog robusnog
rekurzivnog estimatora stanja sistema. Polaze¢i od optimalne strukture Kalmanovog filtra, u kojoj su
koraci predikcije i korekcije nezavisni, izvedeni robusni rekurzivni estimator stanja sistema se koristi
za redizajniranje koraka korekcije, dok korak predikcije stanja ostaje neizmenjen po analogiji sa
optimalnim Kalmanovim filtrom. Na taj nacin, korak predikcije je jednokora¢ni optimalni prediktor
stanja sistema u srednje kvadratnom smislu.

Implementacijom predlozene M-robustifikovane verzije Kalmanovog filtra u sistem za
pracenje korelacionim filtrom, u disertaciji se dalje predlaze nov pristup za pracenje objekata u
sekvenci SWIR slika. Takode, nova adaptivna verzija M-robustifikovanog Kalmanovog filtra je
dizajnirana koristeé¢i informacije iz korelacionog 0dziva za prilagodavanje praga saturacije Huberove
M-robusne funkcije uticaja. Na taj na¢in, robusni algoritam za prac¢enje postize prihvatljiv kompromis
izmedu efikasnosti pracenja manevra objekta zasnovanog na estimaciji stanja sistema i robusnosti
sistema za pracenje u smislu eliminacije uticaja autlajera na kvalitet pracenja.

1.1 Organizacija disertacije

Disertacija, pored uvoda, obuhvata jo§ Sest medusobno povezanih poglavlja u kojima su kroz
postupnu analizu detaljno prikazani predmet istraZivanja disertacije, kao 1 ostvareni rezultati.

U drugom poglavlju se nakon definicije elektromagnetnog spektra analizira priroda senzora
koji rade u kratkotalasnom infracrvenom opsegu. Potom je izvrSena karakterizacija slike sa SWIR
kamere i analizirane su osobine SWIR kamera u razmatranim izazovnim uslovima sredine. Uz
eksperimentalne testove u istim uslovima scene izvrSena je komparativna analiza slika sa SWIR,
termalne i kamere koja radi u vidljivom opsegu. Nakon potvrde efikasnosti SWIR kamera u
karakteristiénim uslovima scene, prikazan je detaljni razvoj algoritama kompjuterske vizije za
detekciju i pracenje objekata na SWIR slici. Analizom javno dostupnih skupova sekvenci za razvoj i
evaluaciju algoritama za pracenje, utvrdeno je da ne postoji skup reprezentativnih sekvenci koje su
snimljene SWIR kamerom. Stoga, u poslednjem segmentu drugog poglavlja se predlaze nov
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reprezentativni skup SWIR video sekvenci za razvoj i testiranje metoda za pracenje pokretnih
objekata u SWIR opsegu.

Trece poglavlje definiSe problem pracenja pokretnih objekata u sekvenci slika. Prikazane su
osnovne komponente algoritama za pracenje, a zatim detaljno analizirani izazovi koji se javljaju u
pracenju pokretnih objekata u sekvenci slika. Potom su razmatrane metode inicijalizacije pracenja
objekata 1 predlozene dve nove metode za automatsku inicijalizaciju pracenja. Prva se zasniva na
detekciji pokreta u sekvenci slika, dok se druga oslanja na modele dubokog ucenja za detekciju
objekata definisane klase. Za obucavanje modela dubokog ucenja za detekciju objekata na SWIR
slici, u ovom poglavlju se predlaze novi automatizovani metod kros-spektralne anotacije skupova
SWIR slika. Na kraju, dat je detaljni prikaz razvoja algoritama za pracenje pokretnih objekata u
sekvenci slika.

Cetvrto poglavlje se bavi korelacionim metodama za praéenje pokretnih objekata. Prikazan je
razvoj od fundamentalnih do savremenih korelacionih filtara, koji se koriste u algoritmima za
pracenje pokretnih objekata. U skladu sa izazovima u pracenju prikazanim u treCem poglavlju,
izvrSena je analiza tehnika adaptacije korelacionih filtara koje imaju za cilj prevazilazenje navedenih
izazova. Analiza obuhvata sledeCe aspekte: estimaciju veli¢ine objekta, detekciju okluzija,
regularizaciju i azuriranje korelacionih filtara, prevazilazenje okluzija i fuziju prediktora sa
korelacionim filtrima. Zatim je dat predlog dizajna sistema za praéenje pokretnih objekata
zasnovanog na kontekstno regularizovanom korelacionom filtru i Kalmanovom filtru. Za tako
dizajniran kombinovani sistem izvrSena je statistiCka analiza rezultata rada i ustanovljeni su osnovni
uzroci greSaka, posebno u estimaciji pozicije objekta. Kao posebno izazovan tip greSaka izdvojene
su greSke veoma velikog intenziteta, oznacene kao autlajeri.

U cilju kreiranja robusnog sistema za pracenje pokretnih objekata, u petom poglavlju se
razmatra robusna estimacija stanja stohastickih sistema. Najpre je prikazan standardni Kalmanov
filtar kao linearni optimalni estimator stanja sistema u smislu minimalno moguce varijanse greske
estimacije, a zatim su razmatrane osobine i1 ogranienja standardnog Kalmanovog filtra. Drugi
segment ovog poglavlja se bavi tehnikama robusne estimacije stanja dinamickih sistema. Zatim,
polaze¢i od metode dinamicke stohasticke aproksimacije izloZene u trecem segmentu ovog poglavlja,
u Cetvrtom segmentu poglavlja se predlaze novi statisti¢ki linearizovani M-robusni tip Kalmanovog
filtra i teorijski se izvodi optimalni koeficijent statisticke linearizacije Huberove M-robusne
nelinearne funkcije uticaja tipa zasicenja. Takode, dat je prikaz razli¢itih robusnih funkcija uticaja,
koje se mogu primeniti u robustifikaciji Kalmanovog filtra. U poslednjem segmentu poglavlja
prikazan je M-robusni Kalmanov filtar sa adaptivnim estimacijama statistika Sumova stanja i merenja,
paralelno sa robusnom estimacijom stanja sistema.

Sesto poglavlje predlaZe robusni sistem za praéenje pokretnih objekata inkorporiranjem
robusnog estimatora, predstavljenog u petom poglavlju, u dizajnirani sistem za pracenje zasnovan na
korelacionom filtru, iz Cetvrtog poglavlja. Nakon opisa postupka inicijalizacije sistema, analizirani
su rezultati video pracenja sistema koji primenjuje standardni Kalmanov filtar. Nakon potvrde
efikasnosti M-robusnog Kalmanovog filtra na simuliranim podacima u drugom segmentu ovog
poglavlja, dalje su analizirane performanse pracenja celokupnog sistema primenom robusnog
Kalmanovog filtra, a zatim je razmatrana primena razliitih funkcija uticaja u robusnom Kalmanovom
filtru. U narednom segmentu je predlozen nov metod za adaptivno podesavanje parametra Huberove
funkcije uticaja na osnovu informacija iz korelacionog odziva. Dalje su prikazane i performanse
pracenja robusnog sistema u kome se adaptivno azuriraju statistike Suma merenja u robusnom
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Kalmanovom filtru sa adaptivnom estimacijom parametara funkcije uticaja. Na kraju je izvrSena
komparativna analiza predlozenog adaptivnog robusnog sistema za pracenje i poznatih efikasnih
algoritama za pracenje pokretnih objekata iz referentne literature.

Sedmo poglavlje ¢ine zakljucak disertacije sa predloZzenim pravcima daljeg istraZivanja.

Na kraju disertacije navedena je referentna literatura, koja obuhvata knjige 1 nauc¢ne radove
objavljene u celini u ¢asopisima i zbornicima sa referentnih nau¢nih skupova, koriS¢ena tokom
istrazivanja i prilikom izrade ove doktorske disertacije.



2 Kratkotalasna infracrvena slika

Odabir pravog senzora za problem prac¢enja objekata je od velike vaznosti. Izbor senzora moze
imati znacajan uticaj na mogucénost efikasnog rada sistema u razli¢itim situacijama i uslovima
okruzenja. Radi boljeg razumevanja kratkotalasnih infracrvenih senzora, najpre ¢e biti objasnjen
pojam elektromagnetnog spektra. Elektromagnetni spektar, ilustrovan na slici 2.1, obuhvata opsege
zrac¢enja poznate kao (navedene po redosledu povecanja talasne duzine): gama zraci, rendgenski (X)
zraci, ultraljubicasto zracenje, vidljivo svetlo, infracrveno zracenje, mikrotalasi i radio talasi.

Porast energije

500 nm 600 nm

Gama zraci X zraci ’ Ultraljubicasto Vidljivi Infracrveni Mikrotalasi | Radio talasi

zraenje opseg opseg

| | I I 1 I
0.01 nm 10 nm 1m

Visoke frekvencije Niske frekvencije

075 1 3 8 12 1000
Talasna duzina [pum]

Slika 2.1 Elektromagnetni spektar sa izdvojenim infracrvenim spektrom.

Infracrveno zracenje se definiSe kao deo spektra talasnih duzina duzih od onih koje je ljudsko
oko u stanju da percipira, priblizno od oko 0.7 pm $to je granica crvene boje u vidljivom opsegu, ali
kra¢ih od onih u mikrotalasnom opsegu, koji nominalno pocinje od 1000 um talasne duzine.
Infracrveni opseg se dalje moze podeliti na podopsege, bazirane na svojim specifiénim svojstvima:
bliski infracrveni opseg (eng. Near Infrared - NIR) talasnih duzina 0.75-1 pm, kratkotalasni
infracrveni opseg (eng. Short-Wave Infrared - SWIR) talasnih duzina 1-3 pm, srednjetalasni
infracrveni opseg (eng. Mid-Wave Infrared - MWIR) talasnih duzina 3-8 um, dugotalasni infracrveni
opseg (eng. Long-Wave Infrared - LWIR) talasnih duzina 8—12 um, i daleki infracrveni opseg (eng.
Far Infrared - FIR), talasnih duzina 12—1000 um. U literaturi se cesto MWIR i LWIR opsezi zdruzeno
nazivaju termalni infracrveni opseg (eng. Thermal Infrared - TIR).

Podela infracrvenog opsega zracenja najceSce je definisana kombinacijom transmisije u
atmosferi i opsezima detekcije dostupnih senzora [12]. Dok se NIR spektar moze meriti CMOS (eng.
Complementary Metal Oxide Semiconductor) ili CCD (eng. Charge Coupled Device) tehnologijom,
SWIR spektar zahteva drugaciji detektor [52]. Tako se SWIR opseg moze definisati kao deo
elektromagnetnog spektra od tacke gde reakcija silicijumskog detektora pada pa do pocetka MWIR



atmosferskog prozora prenosa. lako je SWIR opseg izvan NIR opsega, SWIR senzori prvenstveno
reaguju na reflektovanu elektromagnetnu energiju od objekata, a ne na emitovanu energiju, pa se
nominalno ne koriste za merenje toplotne emisivnosti. Vecina energije u SWIR opsegu se odbija ili
apsorbuje od strane objekata, sli¢no svojstvima svetlosti u vidljivom i NIR opsegu. Na slici 2.2 je
prikazan grafik transmisivnosti po talasnim duzinama dobijen MODTRAN (eng. MODerate
resolution atmospheric TRANsmission) atmosferskim modelom prostiranja [53] za srednje
geografske Sirine u letnjim uslovima uz domet senzora do 5 km 1 zenit od 45°.
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Slika 2.2 Atmosferska propustljivost za razli¢ite talasne duzine (MODTRAN model).

U protekle dve decenije, SWIR detektori su postali dostupniji i komercijalne kamere koje rade
u SWIR opsegu se mogu naci na trziStu. Materijali na kojima se zasnivaju SWIR detektori su:
germanijum (Ge), indijum galijum arsenid (InGaAs), indijum antimonid (InSb), zivin kadmijum
telurid (HgCdTe) [12], kao i oni koji sadrze strukture super reSetke tipa II [54]. Tehnologija
infracrvenih fotodetektora kvantne jame (eng. Quantum Well Infrared Photodetector - QWIP)
nedavno je postigla znacajan napredak u aplikacijama za LWIR slike [54], [55]. Medutim, zbog
relativno niske kvantne efikasnosti, primena QWIP tehnologije u SWIR opsegu ne izgleda izvodljivo
u aplikacijama gde je detektor izloZen veoma niskom fluksu zracenja kao $to su no¢ni uslovi snimanja
pod prirodnim izvorima osvetljenja. lako InGaAs tehnologija (na indijum-fosfor (InP) supstratu) nudi
najbolji odnos performansi i cene, grani¢na talasna duzina ovih senzora je ograni¢ena na 1.7 um kako
bi se izbegli degradiraju¢i efekti neuskladenosti resetke. Fotodetektori Ings3Gaos7As uskladenih
reSetki dostupni su sa gustinom tamne struje na sobnoj temperaturi reda veli¢ine nA/cm? (§to
odgovara tamnim strujama piksela reda veli¢ine fA) omogucavajuci snimanje pod veoma niskim
nivoima fluksa. Medutim, postoje mnoge aplikacije sa zahtevom da senzor pokrije proSireni opseg
talasnih duzina sa granicnom talasnom duzinom od 2.5 pm ili vise, pri ¢emu postoji velika
neuskladenost reSetke izmedu InGaAs apsorbera i InP supstrata. [ako tehnologija HgCdTe nema ovo
ogranicenje, infrastruktura materijala 11-VI i visokokvalitetni CdZnTe supstrati nisu tako Siroko
dostupni kao 111-V, $to ovu tehnologiju ¢ini jo§ uvek skupom, posebno za komercijalne primene. S
druge strane, tehnologija super resetke tipa II jo$ uvek nije ponudila o¢ekivane performanse detektora
na nivou kvantne efikasnosti i tamne struje.

U poredenju sa drugim infracrvenim senzorima ili termalnim senzorima, troSkovi SWIR
senzora su obi¢no veéi, manje su rezolucije i vece tezine [52]. Medutim, jedinstvena svojstva SWIR
senzora mogu pruziti vredne informacije tamo gde su senzori koji rade u vidljivom opsegu, NIR ili
termalni senzori neefikasni.



2.1 Karakteristike SWIR kamera, prednosti i ogranicenja

Cilj sistema za video pracenje pokretnih objekata jeste da obezbedi moguénost efikasnog rada
nezavisno od doba dana ili no¢i, kao i u svim vremenskim uslovima. Kada je scena koja se snima
dobro osvetljena (prirodnim ili vestackim izvorom osvetljenja) i kada su vremenski uslovi povoljni,
kamere koje rade u vidljivom opsegu, prvenstveno kolor kamere, daju najinformativniju i ljudskom
oku najprijemciviju sliku. Za rad u noénim uslovima i uslovima slabog osvetljenja, infracrvene
kamere koje rade u MWIR ili LWIR opsegu predstavljaju neophodnu komponentu sistema za video
praéenje. Ove kamere snimaju temperaturnu raspodelu na sceni, u mogucénosti su da detektuju
temperaturnu razliku izmedu objekta i pozadine i na taj nacin obezbeduju sliku dobrog kontrasta. Ovo
je posebno vazno za detekciju i pracenje objekata na velikim rastojanjima u no¢nim uslovima. SWIR
kamere su komplementarne MWIR, LWIR i kolor kamerama u odredenim uslovima lose vidljivosti
na sceni poput situacija gde postoji prisustvo dima ili isparenja, ali i u vremenskim uslovima kao $to
su izmaglica i magla [56].

lako se svetlost u SWIR opsegu reflektuje od objekata na sli¢an nacin kao i u vidljivom i NIR
opsegu, vidljivost je u navedenim izazovnim uslovima sredine poboljsana usled duzih talasnih duzina
u SWIR opsegu koje su manje pod uticajem Rejlijevog efekta rasejanja [52]. Dok male cestice
(izmaglica ili Cestice dima) dovode do rasipanja vidljive svetlosti, efekti rasipanja u SWIR opsegu su
manji. Interagovanje svetlosti sa atomima i molekulima koji su znacajno manji od talasne duzine
svetlosti utice da se svetlosni zraci rasipaju (odnosom suprotno proporcionalnom talasnoj duzini, na
4. stepen) 1 predstavlja fenomen poznat kao Rejlijevo rasejanje, Sto onemogucava kratkim talasnim
duzinama prostiranje do velikih udaljenosti. Kako svetlost nailazi na sferne ¢estice ¢ije su dimenzije
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duzinu. Sposobnost snimanja kroz izmaglicu je klju¢na prednost za poboljsanu vidljivost na velikim
udaljenostima u aplikacijama za nadzor u poredenju sa kamerama koje rade u vidljivom opsegu. U
slu¢aju Sumskih pozara ili poZara naftnih postrojenja, sposobnost SWIR-a da obezbedi moguénost
efikasnog snimanja kroz Cestice dima ima veliki znacaj. U prisustvu velikih ¢estica, koje su 10 puta
vece od talasne duzine, sve talasne duzine su podjednako oslabljene [12].

Meteoroloske studije prostiranja kroz izmaglicu i maglu, koje poticu jos iz pedesetih godina
dvadesetog veka [57], dokazale su teorijska o¢ekivanja u pogledu prenosa elektromagnetne energije
koja pripada vidljivom 1 infracrvenom opsegu. U referentnoj metodologiji za proracun
spektrofotometrijske apsorpcije koristi se opticka gustina po kilometru, veli¢ina koja zavisi od
radijusa i broja kapi sadrzanih u jedinici zapremine atmosfere. Za izmaglicu ova vrednost je manja
od 2, a za maglu ova vrednost raste i do 30. Opsti zakljucak je da u slucaju izmaglice talasna duzina
za maksimalnu gustinu varira izmedu 0.4 1 0.55 um, a gustina se brzo smanjuje sa povecanjem talasne
duzine. U ovom scenariju, prenos u SWIR opsegu je mnogo vec¢i nego u vidljivom opsegu. U slucaju
magle, rezultati su pokazali da prenos u SWIR opsegu nije bio ve¢i u odnosu na prenos u vidljivom
opsegu.

U literaturi se navode i druge prednosti SWIR opsega u odnosu na vidljivi i NIR opseg [13].
Komparativna analiza prikazana je u tabeli 2.1. Identifikovano je nekoliko potencijalnih upotreba gde
SWIR ima prednosti u odnosu na vidljivi opseg i NIR, od kojih su, u slu¢aju sistema za video nadzor,
najvazniji: prostiranje kroz izmaglicu na moru, prostiranje u uslovima Sumskih 1 naftnih poZzara,



atmosferska transmisija, kontrast pomorskih i kopnenih objekata, turbulencija i identifikacija na
velikim dometima. lako SWIR kamere najcesce imaju manju rezoluciju, one su uporedive sa mnogim
trenutno dostupnim termalnim infracrvenim kamerama.

Tabela 2.1 Poredenje vidljivog, NIR i SWIR opsega u dnevnim uslovima.
Vidljivi opseg NIR SWIR

Prostiranje kroz izmaglicu na moru lose umereno  dobro
Prostiranje kroz maglu lose lose umereno
Atmosferska transmisija lose umereno  dobro
Prostiranje kroz oblake lose lose lose
Prostiranje u uslovima $umskih poZara lose umereno  dobro
Vidljivost laserskih zraka umereno umereno  dobro
Detekcija/identifikacija kamuflaze umereno umereno umereno
Kontrast urbane i ruralne pozadine dobro dobro  umereno
Kontrast pomorskih i kopnenih ciljeva umereno dobro dobro
Detekcija koze umereno umereno umereno
Spektralna diskriminacija umereno umereno  dobro
Turbulencija (blur i izobliGenje slike) umereno umereno  dobro

a)

Slika 2.3 Scena raskrsnice u uslovima magle na rastojanju od 1 km: a) vidljivi opseg, b) SWIR.

a) )
Slika 2.4 Zgrada u uslovima magle na rastojanju od 4.3 km: a) vidljivi opseg, b) SWIR.

Eksperimentalnim testovima sprovedenim kori§¢enjem multisenzorskog sistema VMSIS
(Vlatacom Multi Sensor Imaging System) [58] potvrdene su izlozene prednosti SWIR kamere u
odnosu na kamere koje rade u vidljivom opsegu. Na slikama 2.3 i 2.4, predstavljene su scene u
uslovima magle snimljene kamerom u vidljivom opsegu i SWIR kamerom. Na datim slikama jasno
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se mogu videti prednosti koris¢enja SWIR kamera u uslovima magle. Na slikama 2.5 — 2.7 je dat
uporedni prikaz scena u uslovima jake kiSe snimljenih kamerama u vidljivom opsegu, termalnom
kamerom (MWIR opseg) i SWIR kamerom. I u ovom slu¢aju se zapaza da slike snimljene SWIR
kamerom mogu pruziti najviSe detalja o objektima na sceni. Pored toga $to same padavine smanjuju
vidljivost objekata na sceni, kada se kapljice vode nadu na povrsini objektiva kamere, one posledi¢no
uti¢u na zamucenje slike. Iz datih eksperimentalnih primera se moze videti da SWIR kamere pokazuju
rezistentnost na opisanu pojavu.

a) ) )
Slika 2.5 Zgrada u uslovima kise: (a) vidljivi opseg, (b) MWIR, (c) SWIR.

a) b) c)
Slika 2.6 Scena ulice sa pokretnim objektima u uslovima kise: a) vidljivi opseg, b) MWIR, c) SWIR.

a) b) c)
Slika 2.7 Scena raskrsnice sa pokretnim objektima u uslovima kise: a) vidljivi opseg, b) MWIR, ¢) SWIR.

Dalja analiza se moze izvrS$iti posmatranjem iste scene snimljene SWIR kamerom u razli¢itim
vremenskim uslovima i uslovima osvetljenja. Na slici 2.8 levo je prikazana scena snimljena u dobrim
vremenskim uslovima sunc¢anog dana $to ukazuje da je scena dobro osvetljena. Na slici desno je
prikazana ista scena snimljena tmurnog dana u uslovima kise i izmaglice, uz slabu osvetljenost scene.
Moze se videti da obe slike sadrze dovoljno informacija o objektima, Sto ukazuje da navedeni
izazovni uslovi ne uticu znacajno na promenu sadrzaja slike. Ako posmatramo histograme ovih slika
prikazane na slici 2.8 ispod slika scena, vidi se da histogram slike snimljene u dobrim uslovima ne
pokriva ceo dinamic¢ki opseg, odnosno da su SWIR slike snimljene i u dobrim uslovima scene nizeg
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kontrasta. Niski kontrast na slici moze biti veoma izazovan problem u pracenju objekata Sto otezava
razlikovanje objekta od pozadine. Ako se pogleda histogram slike snimljene u lo§im vremenskim
uslovima, vidi se da je Sirina histograma neznatno uza u odnosu na histogram slike snimljene u dobrim
uslovima. Pored lo$ih vremenskih uslova i smanjenog osvetljenja scene, uticaj na izgled histograma
ima 1 to $to na sceni nisu prisutni potpuno isti objekti kao oni snimljeni na prvoj slici u dobrim
uslovima.
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Slika 2.8 Ista scena snimljena SWIR kamerom u dobrim vremenskim uslovima i pri dobrom osvetljenju
(levo) i snimljena u uslovima kise i izmaglice pri slabom osvetljenju (desno). Ispod slika scena prikazani su
histogrami ovih slika.
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U zavisnosti od potrebe za dodatnim izvorom zraenja, senzori se mogu podeliti na pasivne i
aktivne. Pasivni senzori ne zahtevaju dodatne izvore zracenja za formiranje slike scene, dok je za
aktivne taj izvor neophodan. Aktivni senzori iz tog razloga mogu biti otkriveni, $to je naroc¢ito vazno
u vojnim primenama. U tom pogledu, pasivni senzori su u prednosti. Medutim, za problem
identifikacije objekata, posebno onih na velikim rastojanjima od senzora, konvencionalni pasivni
infracrveni senzori koji rade u MWIR i LWIR opsegu imaju ogranic¢enja [56], [13].

Za identifikaciju na velikim rastojanjima, najadekvatnije karakteristike imaju reflektivne NIR
i SWIR kamere [59]. Posto je njihova talasna duzina mala, veli¢ina piksela moze biti manja, a
rezolucija ve¢a od MWIR 1 LWIR kamera. U poredenju sa vidljivim opsegom, ovi senzori su manje
podlozni negativnim atmosferskim efektima. Iako je rezolucija SWIR kamera povecana, zahteve za
radom i u dnevnim i u no¢nim uslovima, kao i u svim vremenskim prilikama, konvencionalne pasivne
SWIR kamere ne mogu da zadovolje. Da bi se poboljSale performanse pasivnih SWIR kamera u
uslovima slabog osvetljenja ili no¢nim uslovima, potrebno je aktivno snimanje, odnosno koris¢enje
laserskog izvora za osvetljenje. To je poznata tehnika koja se koristi za noéno snimanje ili za
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poboljsanje efikasnosti snimanja u okruzenjima sa rasipanjem. Uklanjanje efekata povratnog
rasipanja dovodi do znacajnog povecanja dometa snimanja [59]. Za aktivno snimanje najcesce se
koristi impulsni laser talasnih duzina oko 1550 nm, jer je bezbedan za oc¢i (eng. eye safe laser), a
takode odgovara atmosferskom prozoru koji ima minimalno slabljenje. Princip aktivnog snimanja
moze se primeniti koriS¢enjem dva koncepta. Prvi koncept koristi tipi¢an impulsni laser i naziva se
gated snimanje, dok je drugi koncept onaj u kome se koristi kontinualni laser za osvetljenje [60] —
[62].

Komparativna analiza reflektivnih aktivnih i pasivnih NIR/SWIR senzora, kao i emisivnih
MWIR/LWIR senzora u razli¢itim uslovima i prema razli¢itim kriterijumima, data je u tabeli 2.2 [59].

Tabela 2.2 Poredenje mogucénosti reflektivnih i emisivnih senzora.

Reflektivni NIR/SWIR Emisivni
Aktivni Pasivni MWIR/LWIR

Snimanje u potpunom mraku v x v
Merenje razdaljine v x x
Snimanje kroz staklo v v x
Identifikacija v v x

Scena niskog termalnog kontrasta dug domet kratak domet limitirano
Otpornost na parazitske izvore svetla visok nivo limitirano -

Rad u uslovima kise, snega, magle uspesno umereno umereno

Pored primena u aplikacijama za nadzor, zahvaljujuéi dobrom prostiranju kroz razlicite uslove
sredine, posebno u uslovima velike vlaznosti, izmaglice, magle i dima, SWIR kamere nalaze primenu
I U mnogim drugim oblastima. SWIR senzori mogu da obezbede vidljivost kroz mnoge koris¢ene
materijale za pakovanje koji su u SWIR opsegu providni, dok su u vidljivom spektru neprozirni. U
proizvodnji poljoprivrednih proizvoda koriste se za uocavanje nedostataka i procenu kvaliteta voca i
povréa, za sortiranje po stepenu vlaznosti ili za procenu sadrzaja masti. Primenu nalaze i u
farmaceutskoj industriji za procenu kvaliteta farmaceutskih proizvoda, ali i u medicini zbog
mogucnosti prostiranja elektromagnetskog zracenja u ovom opsegu kroz tkiva, pa se SWIR kamere
mogu koristiti za detekciju vena. Za inspekciju razli¢itih proizvoda i materijala, SWIR kamere se
zahvaljujuéi svojim osobinama koriste u nizu aplikacija, ukljucujuci inspekciju elektronskih ploca,
inspekciju prenosa poluprovodnika, inspekciju solarnih ¢elija, automobilsku inspekciju, kao i za
kontrolu kvaliteta procesa [12], [13]. Medutim, od interesa za ovu disertaciju su prvenstveno sistemi
za nadzor, kao i aplikacije i algoritmi razvijeni za detekciju i pracenje objekata u SWIR video
sekvenci.

2.2 Primena SWIR kamera za detekciju i pradenje objekata

Razvoj algoritama kompjuterske vizije za obradu slika i video sekvenci u SWIR opsegu
pokrenula je upotreba SWIR kamera koje mogu pruziti komplementarne informacije u situacijama i
aplikacijama u kojima su termalne kamere i kamere koje rade u vidljivom opsegu neefikasne.
Algoritmi kompjuterske vizije za detekciju i pracenje objekata razvijeni za primenu na SWIR slici
ukljucuju metode koje koriste tradicionalne pristupe izdvajanja obelezja sa slike, obu¢avanje modela
masinskog ucenja koji se dalje koriste za detekciju, ali i metode koje se oslanjaju na duboko ucenje i
obucavaju se po principu od kraja do kraja (eng. end-to-end).
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U [63], autori su predstavili WVU Outdoor SWIR Gait (WOSG) skup podataka kreiran SWIR
kamerom za evaluaciju performansi algoritama za prepoznavanje hoda u SWIR video sekvencama.
Evaluirani algoritmi ne zahtevaju veliki skup podataka, te ovaj skup podataka sadrzi 155 subjekata
sa informacijama o hodu prikupljenim u nekontrolisanom, spoljasnjem okruzenju. Tri algoritma za
prepoznavanje hoda na kreiranom SWIR skupu podataka su evaluirana, sa posebnim naglaskom na
dizajn algoritama za segmentaciju i prepoznavanje pojedinaca u SWIR domenu zbog znacajnih
operativnih prednosti u odnosu na slike u vidljivom opsegu. Autori rada [64] su predstavili aktivni
SWIR video sistem za detekciju, pracenje i identifikaciju ljudi na udaljenostima od nekoliko stotina
metara. Predstavljen sistem ima moguénost generisanja slika na kojima je moguce prepoznavati lica,
u dnevnim i noénim uslovima, sa uspe$nim prepoznavanjem na udaljenostima do 350 metara.
Detekcija pesaka na SWIR slikama u razli¢itim uslovima vidljivosti, pri vedrom nebu, u uslovima
izmaglice i magle je analizirana u [14]. Tradicionalni pristup zasnovan na histogramu orijentisanih
gradijenata (HOG) i klasifikatoru nosecih vektora (eng. Support Vector Machine - SVM) oslonjenog
na modele deformabilnih delova, i obu¢en na PASCAL skupu slika u opsegu vidljive svetlosti,
primenjen je za detekciju peSaka. Isti pristup, koriste¢i SVM Kklasifikator i HOG obelezja, primenjen
jeu[15], gde je SVM Kklasifikator obucen na obelezjima dobijenim sa slika u vidljivom opsegu INRIA
skupa, a testiranja su sprovedena u uslovima dobre vidljivosti. U [16] je primenjen aktivni SWIR
sistem za takticko snimanje za dnevno/noéni nadzor na velikim rastojanjima. IzvrSena je analiza
detekcije i pracenja osobe tokom hodanja, kao i automatskog prepoznavanja lica u dnevnim i no¢nim
uslovima na razli¢itim udaljenostima od kamere u opsegu od 100 m do 350 m. U [18] se razmatra
pracenje vozila direktno u domenu kompresivnih merenja, pri ¢emu su koris¢ene SWIR sekvence
degradiranog kvaliteta slike sa nedostaju¢im podacima, odnosno prisustvom mrtvih piksela.
Primenjena je mreza ResNet-18 (neuralna mreza sa 18 konvolucionih slojeva) kako bi se izbegao
problem saturacije performansi neuralne mreze, kao i degradacije prilikom obucavanja dubljih
slojeva. Obucen je model za dve klase, vozilo i pozadina, koriste¢i oko 150.000 slika vozila i oko
500.000 slika pozadine. Autori su pokazali da metod za pra¢enje zasnovan na dubokom ucenju ima
bolje performanse od konvencionalnih algoritama za pracenje 1 predlozili nova unapredenja i pravce
buducih istrazivanja. Dalje, autori su poboljSali performanse pracenja automobila u [19] — [21]
ukljucuju¢i YOLO model verzije 3 za prac¢enje objekata. Klasifikacija se 1 ovde vrsi primenom ResNet
mreze zbog bolje klasifikacije u odnosu na YOLO model u domenu kompresivnih merenja za SWIR
video sekvence. Medutim, pracenje objekata u sekvenci degradiranih SWIR slika nije predmet
istrazivanja ove disertacije. U [17] je razvijen sistem kamera za nadzor koji se sastoji od SWIR,
termalne i hiperspektralne kamere sa moguénoscéu detekcije objekata. Nezavisno od detektora,
razvijena je procedura za detekciju objekata integriSuci tehniku detekcije pokreta (na principu
oduzimanja pozadine) i duboke konvolucione neuralne mreze. Na osnovu detektora objekata
(oduzimanje pozadine, Faster R-CNN i YOLOV2), moguc¢i detektovani objekti na termalnim i SWIR
slikama su zatim projektovani u lokalni koordinatni sistem primenom transformacione matrice, a
rezultujuée koordinate su zatim projektovane na ravan slike hiperspektralne kamere koristeci
inverznu transformacionu matricu. Za projektovane objekte moze se zatim direktno vrsiti fuzija
spektralnih informacija iz hiperspektralnog opsega. Finalne detekcije objekata se izdvajaju nakon
njihove spektralne verifikacije i prepoznavanja, na osnovu asocijacije podataka za koju se eksploatisu
njihova temporalna spektralna obelezja. U [65] je predstavljena autonomna platforma koja sadrzi
cetirt SWIR kamere sa zadatkom prikupljanja podataka 1 testiranja algoritama za autonomna vozila.
Platforma predstavlja sistem kompjuterske vizije, pa je pored SWIR kamera opremljena i sa deset
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kamera male fokalne duzine, dve kamere velike fokalne duzine i Cetiri lidara. Kao takva,
predstavljena platforma ima mogucénost prikupljanja video sekvenci, podataka u 3D-u, kao i testiranja
algoritama za trodimenzionalnu rekonstrukciju, semanti¢ku segmentaciju i klasifikaciju prepreka. U
[22] je predlozen algoritam za pracenje vise objekata u SWIR video sekvenci sa malim brojem
frejmova u sekundi za primenu u aplikacijama nadzora u pametnim gradovima. PredloZeni algoritam
za pracenje je iz klase algoritama pracenja na osnovu detekcija. Za detekciju objekata iz klasa ljudi,
automobila, motocikala, autobusa i kamiona su primenjeni modeli YOLOV5 i YOLOV7 obuceni na
namenski kreiranom skupu od oko 7300 SWIR slika. Za pracenje objekata, primenjena je dvokoracna
metoda za pridruzivanje novih detekcija uspostavljenim tragovima. Metrika za pridruzivanje u prvom
koraku predstavlja Euklidsko rastojanje izmedu centara okruzujucih okvira detekcija i tragova, a u
drugom koraku je primenjena 10U (eng. Intersection Over Union) metrika izmedu okruzujuéih okvira
detekcija i tragova. Samo pridruzivanje detekcija tragovima se vrsi primenom Madarskog algoritma.

Analizom dostupne literature moze se uociti da su istrazivanja u domenu pracenja objekata u
SWIR video sekvencama uglavnom fokusirana na pracenje vise objekata, odnosno uocava se
nedostatak pristupa koji se bave pra¢enjem jednog objekta. Fokus je prvenstveno na razvoju modela
masinskog i dubokog ucenja za detekciju objekata na SWIR slikama. Oslanjaju¢i se na obucene
modele za detekciju objekta, predlozeni algoritmi se bave pradenjem vise objekata u paradigmi
pracenja na osnovu detekcija (eng. Tracking by Detection). Stoga, pracenje u navedenim pristupima
podrazumeva unapred definisane klase objekata koji se mogu pratiti, a koje se moraju odrediti
prilikom obucavanja modela za detekciju objekata. Dodatno, moze se uociti nedostatak pristupa koji
se usko bave pra¢enjem objekata u realnom vremenu. S druge strane, predmet istrazivanja u ovoj
disertaciji je pracenje jednog pokretnog objekta u SWIR video sekvenci, nezavisno od tipa objekta,
uz mogucénost dugotrajnog prac¢enja u realnom vremenu.

2.3 Skup SWIR video sekvenci za pracéenje pokretnih objekata

Za razvoj sistema za video pracenje neophodno je imati odgovarajuci skup video sekvenci.
Analizirani su referentni skupovi podataka za ocenu performansi algoritama za pracenje objekta:
OTB100 [24], TC128 [25], NUS-PRO [26], UAV123 [27], OXUVA [28], TrackingNet [29], LaSOT
[66], GOT-10K [67], LTIR [68], PTB-TIR [10], LSOTB-TIR [11], kao i svi VOT challenges skupovi
podataka od VOT2015 [5] do VOT2022 [2]. lako analizirani skupovi podataka sadrze veliki broj
razli¢itih sekvenci koje su snimljene kamerama koje rade u vidljivom opsegu, tako i onim u
infracrvenom opsegu, moze se uociti nedostatak javno dostupnih skupova video sekvenci u
kratkotalasnom infracrvenom opsegu kreiranih za problem pracenja pokretnih objekata. Stoga, za
razvoj algoritma za pracenje objekata u SWIR opsegu, analizu algoritma, kao i za finalno testiranje u
izazovnim scenarijima potrebno je kreirati novi skup SWIR video sekvenci.

Skup sekvenci koji se kreira treba da ispuni nekoliko uslova. Prvo, za pravilnu statisticku
analizu algoritma za pracenje, skup sekvenci treba da sadrzi dovoljno veliki broj frejmova. Zatim,
trebalo bi da sadrzi pokretni objekat od interesa u razliitim scenarijima. Ovi scenariji ukljucuju
promene u dinamici kretanja objekta, promene u orijentaciji, promene veli¢ine objekta tokom
pracenja, i §to je najizazovnije, prisustvo okluzija (delimi¢nih i potpunih, kratkotrajnih i dugotrajnih,
pokretnih i stati¢nih), $to sve predstavlja uzroke gresaka u pracenju. 1zazovi koji se javljaju u video
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pracenju pokretnih objekata ¢e detaljnije biti razmatrani u sekciji 3.1. Takode, za pravilnu analizu,
svi scenariji treba da budu snimljeni istom kamerom i u istim uslovima.

Skup sekvenci kreiran za potrebe istrazivanja u okviru ove disertacije je veoma izazovan i
sadrzi sekvence koje ilustruju realistiéne urbane scene. Treba da pruzi dobru osnovu za razvoj
kvalitetnog algoritma za pracenje pokretnih objekata u SWIR opsegu u razli¢itim scenarijima Koji se
mogu naci u aplikacijama za nadzor. U referentnim skupovima podataka za video pracenje najcesci
objekti od interesa za pracenje su pesaci, pa su peSaci odabrani kao objekti od interesa za istrazivanje
i statisticku analizu algoritma za pracenje i u ovoj disertaciji. PeSaci predstavljaju tipi¢ne objekte sa
relativno sporom i brzom promenom dinamike kretanja, §to je posebno vazno u analizi algoritma za
pracenje. Tipic¢an frejm iz skupa sekvenci sa ozna¢enim objektom od interesa je prikazan na slici 2.9.

Slika 2.9 Frejm iz skupa SWIR sekvenci sa okruzujué¢im okvirom oko objekta od interesa za pracenje.

Kreirano je 16 video sekvenci, gde je peSak koji se krece objekat od interesa za pracenje.
Kreirani skup podataka sadrzi ukupno 13852 frejma, Sto se moZe smatrati dovoljnim brojem za
detaljnu statisticku analizu rada algoritma za pracenje. Objekat od interesa na svakom frejmu je
manuelno anotiran odgovaraju¢im okruzuju¢im okvirom. Centar okruzujuceg okvira predstavlja
poziciju pracenog objekta i zajedno sa Sirinom i visinom okruzujuceg okvira za dati frejm predstavlja
referentne podatke (eng. ground-truth) za dalje eksperimente. Video sekvence snimljene su SWIR
kamerom, rezolucije 576x504 piksela i brzinom od 25 frejmova u sekundi (eng. frames per second -
FPS). Kori$¢ena kamera je implementirana u tehnologiji isprepletenog prikaza (eng. interlaced), gde
Se naizmenic¢no iscrtavaju parne i neparne linije slike, Sto predstavlja dodatni izazov za algoritam
pracenja prilikom ekstrakcije obeleZja iz slike. Posebno kod objekata u pokretu, na slici dobijenoj u
ovoj tehnologiji, javljaju se iskrzane ivice jer se na slici istovremeno nalaze parni redovi prethodnog
i neparni redovi posmatranog (trenutnog) frejma sekvence.

U kreiranom skupu sekvenci, prvu grupu predstavljaju sekvence snimljene kamerom u
fiksnom polozaju. U okviru ove grupe snimljeno je 10 video sekvenci sa razli¢itim kombinacijama
situacija koje se mogu smatrati izazovnim za video prac¢enje. Detaljne informacije o svim scenarijima
1 prisutnim izazovima pracenja su date u tabeli 2.3. Izdvojeni freymovi iz ove grupe sekvenci su
prikazani na slikama 2.11 — 2.20. Na svakoj slici prvi frejm s leve strane predstavlja prvi frejm u
video sekvenci, na kome se vrsi inicijalizacija pra¢enja. Drugu grupu sekvenci predstavljaju sekvence
snimljene kamerom koja je tokom snimanja bila u pokretu na pan-tilt pozicioneru. Ova grupa video
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sekvenci je prikazana na slikama 2.21 — 2.26. I ova grupa sekvenci obuhvata razli¢ite kombinacije
izazova koji se javljaju u pracenju objekata. Kako okluzije predstavljaju jedan od najvecih izazova u
pracenju, tabela 2.3 za svaku sekvencu daje opis okluzija koje se u njoj javljaju. Dodatno, pesak se
tokom snimanja video sekvenci kretao na udaljenosti od 70 m do 200 m od kamere. Povr$ina pracenog
objekta u ravni slike u celokupnom skupu sekvenci se kre¢e od 196 do 15315 piksela. Minimalna
dijagonala okruzuju¢eg okvira u skupu iznosi 27, a maksimalna 208 piksela. Na slici 2.10 su dati
histogrami koji prikazuju raspodele dimenzija objekta u kreiranom skupu SWIR video sekvenci, gde
se uocava da su dimenzije objekta na slici veoma male, a sto je karakteristicno za primenu sistema za
praéenje objekata koji se nalaze na velikim razdaljinama od kamere.

Tabela 2.3 Karakteristike kreiranog skupa SWIR video sekvenci za pracenje pokretnog objekta.

Sekvenca Broj Okluzije Klater Promena Prorrjgna Kretanje
frejmova  pygotrajne  Kratkotrajne  Delimicne  Potpune  Statiéne  Pokretne dinamike  veli¢ine ~ kamere

1. 825 v v v v v v
2. 396 v v v v v
3. 522 v v v v v v
4, 420 v v v v
5. 225 v v v v v
6. 199 v v v v v v v
7. 1224 4 v v v v v v v
8. 1392 4 v v v v
9. 1122 4 v v v v
10. 1724 v v v v v v
11. 392 v v v v
12, 594 v v v v v
13. 670 4 v v v v v v v
14. 675 v v v v
15. 728 v v v v v v v
16. 2744 v v v v v v v
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Slika 2.10 Histogrami dimenzija okruzujucih okvira objekta u skupu SWIR video sekvenci:
a) visina b) $irina c) dijagonala.
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Slika 2.11 Sekvenca 1. Kretanje pesaka u scenariju kratkotrajnih delimi¢nih i potpunih stati¢nih okluzija sa
promenom orijentacije i veli¢ine objekta.

Slika 2.12 Sekvenca 2. Kretanje peSaka u scenariju kratkotrajnih delimi¢nih i potpunih stati¢nih okluzija sa
promenom orijentacije i smera kretanja.

Slika 2.13 Sekvenca 3. Kretanje pesaka uz promenu dinamike kretanja u scenariju sa jednom dugotrajnom i
viSe kratkotrajnih stati¢nih okluzija.

Slika 2.14 Sekvenca 4. Kretanje peSaka u scenariju klatera (blizina slicnog objekta objektu od interesa), sa
jednom kratkotrajnom delimi¢nom okluzijom i podrhtavanjem kamere uzrokovano poremecajem.

Slika 2.15 Sekvenca 5. Kretanje pesaka u scenariju sa delimi¢nim i potpunim stati¢nim okluzijama i
delimi¢nim pokretnim okluzijama.
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Slika 2.16 Sekvenca 6. Kretanje pesaka u scenariju sa jednom kratkotrajnom potpunom stati¢énom okluzijom,
jednom dugotrajnom potpunom pokretnom i vise delimi¢nih pokretnih okluzija, uz prisustvo klatera.

Slika 2.17 Sekvenca 7. Kretanje peSaka u scenariju sa kratkotrajnim delimi¢nim i potpunim stati¢nim
okluzijama, kao i kratkotrajnim delimi¢nim i dugotrajnim potpunim pokretnim okluzijama.

Slika 2.18 Sekvenca 8. Kretanje peSaka u scenariju sa dugotrajnom potpunom stati¢nom okluzijom, uz
izrazitu promenu dinamike kretanja i promene uslova osvetljenja scene u kojoj se krece pesak.

Slika 2.19 Sekvenca 9. Kretanje peSaka u scenariju sa kratkotrajnom delimi¢nom i dugotrajnom potpunom
staticnom okluzijom, pri veoma niskom kontrastu izmedu objekta i pozadine.

N ¢ ; N

Slika 2.20 Sekvenca 10. Kretanje peSaka u scenariju sa kratkotrajnom delimi¢nom i dugotrajnom potpunom
stati¢nom okluzijom, pri veoma niskom kontrastu izmedu objekta i pozadine, uz prisustvo klatera.
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Slika 2.21 Sekvenca 11. Kretanje peSaka u scenariju sa kratkotrajnim delimi¢nim i potpunim stati¢nim
okluzijama. Sekvenca je snimljena kamerom u pokretu.

Slika 2.22 Sekvenca 12. Kretanje peSaka u scenariju sa kratkotrajnim delimi¢nim i potpunim stati¢nim
okluzijama uz promenu orijentacije i dinamike kretanja. Sekvenca je snimljena kamerom u pokretu.

Slika 2.23 Sekvenca 13. Kretanje peSaka u scenariju sa jednom dugotrajnom statiécnom okluzijom i vise
kratkotrajnih delimi¢nih stati¢nih okluzija. Sekvenca je snimljena kamerom u pokretu.

Slika 2.24 Sekvenca 14. Kretanje peSaka u scenariju sa klaterom, promenom orijentacije i dinamike kretanja,
kao i veli¢ine objekta usled udaljavanja od kamere. Sekvenca je snimljena kamerom u pokretu.

Slika 2.25 Sekvenca 15. Kretanje peSaka u scenariju sa dugotrajnom potpunom statiénom okuzijom i
delimi¢nim kratkotrajnim pokretnim i staticnim okluzijama. Sekvenca je snimljena kamerom u pokretu.
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Slika 2.26 Sekvenca 16. Kretanje pesaka u scenariju sa staticnim delimi¢nim i potpunim okluzijama uz
smanjenje veli¢ine objekta tokom kretanja. Sekvenca je snimljena kamerom u pokretu.
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3 Pracenje pokretnih objekata u sekvenci slika

Pracenje pokretnih objekata u sekvenci slika, odnosno video pracenje, predstavlja proces
lociranja pokretnih objekata i procene njihove trajektorije tokom vremena [1]. Pozicija objekta koji
se prati odreduje se uspostavljanjem relacije izmedu odgovarajucih piksela na trenutnom frejmu video
sekvence i modela objekta. Model objekta predstavlja definiciju objekta koji se prati u video sekvenci,
odnosno nacin na koji algoritam vidi objekat od interesa. Ovu relaciju nije jednostavno uspostaviti,
StaviSe, predstavlja jedan od najvecih izazova u video pracenju.

U zavisnosti od broja objekata koji se istovremeno prate u video sekvenci, mogu se razlikovati
pracenje jednog objekta i pracenje vise objekata [1]. Praéenje viSe objekata je poslednjih godina
dozivelo veliki razvoj, prvenstveno razvojem dubokih neuralnih mreza koje predstavljaju osnovu na
koju se algoritmi za pracenje vise objekata oslanjaju [22], [69] — [71]. Pracenje jednog objekta se
moze posmatrati kao podskup pracenja viSe objekata. Gledano na taj nacin, moze se pomisliti da je
pracenje jednog objekta pojednostavljenje problema pracenja viSe objekata. Medutim, pracenje
jednog objekta pruza mogucénosti koje su znatno ogranic¢ene kod pracenja vise objekata. Prvenstveno
se to ogleda u duzini prac¢enja objekata. Prilikom praéenja jednog objekta moguce je koristiti PTZ
(eng. Pan-Tilt-Zoom) [1] kamere i tako obezbediti znacajno duzi period pracenja objekta. Takode,
razlike u pristupu dizajna algoritma za pracenje jednog objekta mogu se videti U manjoj
kompleksnosti samog algoritma, §to za posledicu ima mogucnost izvrSavanja algoritma u realnom
vremenu na platformama koje imaju manju procesorsku mo¢. Predmet od interesa u ovoj disertaciji
jeste pracenje jednog pokretnog objekta u video sekvenci.

Pra¢enje jednog objekta u video sekvenci moze se formulisati kao estimacija vremenske
Serije:

x={x}; k=1,23,.. (3.1)

u skupu diskretnih vremenskih instanci indeksiranih sa k, na osnovu informacija prikupljenih iz
skupa:

I={I,}; k=1,23,.. (3.2)

gde je I, frejm video sekvence u trenutku k, definisan u prostoru svih mogucih slika S; [1]. Vektor
X, predstavlja stanje objekta koji se prati u trenutku k i definisan je u prostoru stanja Ss.
Dimenzionalnost, kao i tip informacija koje ¢e biti sadrzane u vektoru stanja objekta x; zavise od
dizajna algoritma za pracenje, ali i krajnje primene samog algoritma. Definisana vremenska serija X
u (3.1) zapravo predstavlja trajektoriju objekta koji se prati, u prostoru stanja S;.

Kao prelazni prostor izmedu prostora slika S; i prostora stanja S, definise se prostor obelezja
S,. Tako se slike I, iz video sekvence mapiraju u promenljive z; u prostoru obelezja S,,. Ovaj prostor
obi¢no ima manju dimenzionalnost u odnosu na ulazni prostor S;, ali sadrzi informacije o objektu
koje su relevantne za zadatak pracenja. Postupak kojim se vrsi transformisanje ulaznog prostora slika
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S; u prostor obelezja S, predstavlja operaciju za ekstrakciju obelezja [1]. Na osnovu ekstrahovanih
obelezja, algoritam za pracenje informacije dobijene sa slike koristi za rekurzivnu procenu stanja
objekta. Dalje, strategija za lokalizaciju objekta definiSe kako se mogu koristiti dobijena obeleZja za
§to bolju procenu stanja objekta x;. Tok informacija izmedu opisanih prostora stanja vaznih za
praéenje objekta u video sekvenci prikazan je na slici 3.1.

Sy

Slika 3.1 Tok informacija izmedu prostora stanja u video pracenju.

Informacije koje su sadrzane u vektoru stanja x;, mogu se grupisati u tri kategorije:
informacije o lokaciji i obliku objekta, informacije o izgledu objekta i informacije o temporalnim
varijacijama oblika i izgleda objekta [1].

1. Informacije o lokaciji i obliku objekta zavise od tipa objekta koji je odabran za pracenje, kao
i od koli¢ine informacija koje se mogu dobiti iz frejmova video sekvence. U sukcesivnim
frejmovima video sekvence, lokacija i oblik objekta se dobijaju kao rezultat izvrSavanja
algoritma i logike koju sam algoritam poseduje.

2. Informacije o izgledu objekta, odnosno nacin kodiranja informacija o izgledu ima funkciju u
modelovanju varijacija izgleda objekta tokom vremena. Modelovanje varijacija izgleda
objekta moze da obezbedi dugotrajnije pracenje objekta ¢iji se izgled tokom vremena usled
razli¢itih faktora menja u odnosu na izgled koji je imao u trenutku inicijalizacije pracenja.

3. Parametri informacija o temporalnim varijacijama oblika i izgleda objekta predstavljaju izvod
parametara prethodne dve kategorije. NajceS¢e su opcioni.

Sadrzaj vektora stanja x; treba da bude takav da dobro modeluje objekat od interesa za
pracenje. Elementi vektora stanja, pored pozicije objekta na slici, §to najceS¢e 1 predstavlja izlaz
samog algoritma za pracenje, mogu sadrzati 1 informacije vezane za veli¢inu objekta, dinamiku
kretanja, rotaciju, ali i izgled i specifi¢nosti vezane za posebne objekte od interesa. Odatle se vidi da
svi elementi vektora stanja ne moraju predstavljati izlaz algoritma za pracenje. lako dodavanje veceg
broja informacija o objektu u vektor stanja moze poboljSati performanse pracenja, mora se voditi
racuna i o slozenosti estimatora stanja. Pove¢anje dimenzionalnosti vektora stanja objekta povecava
i sloZenost estimatora, pa se mora napraviti kompromis izmedu cuvanja dovoljnog broja informacija
koje poboljsavaju performanse pracenja i dimenzionalnosti vektora stanja. U slucaju ogranic¢enih
hardverskih resursa za izvrSavanje algoritma, pozeljno je da dimenzionalnost vektora x; bude §to
manja kako bi se postiglo izvrSavanje algoritma u realnom vremenu.
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Za pracenje objekta u ravni slike, vektor stanja x;, minimalno moZe sadrZati dva elementa.
Ova dva elementa predstavljaju centar objekta koji se prati, odnosno horizontalnu (x.) i vertikalnu
() koordinatu u ravni slike. Vektor stanja definisan koordinatama centra objekta izrazen je kao:

Xk = (Xc, Ye) (3.3)

Medutim, za prac¢enje objekta u video sekvenci obi¢no nije dovoljno poznavati samo polozaj centra
objekta na slici [1]. Zahtev je najceSce da se oko objekta koji se prati estimira i okruzujuéi okvir
[1] — [5] koji definise dimenzije objekta na slici. U tom slu¢aju se pored pozicije centra objekta mora
voditi evidencija i o $irini (w) i visini (h) objekta u ravni slike. Tada vektor stanja x; dobija oblik:

X = (.X'C, Yo W, h) (34)

Stavise, u vektor stanja objekta se moZe uvesti i parametar koji predstavlja ugao rotacije (8) pracenog
objekta u ravni slike, pa vektor stanja x; dalje moze dobiti oblik:

Xk = (xCr Yo W, hr 9) (35)

U savremenim algoritmima se srecu i slozeniji modeli za reprezentaciju objekta koji se prati.
Mogu se koristiti skupovi karakteristi¢nih tacaka na objektu, sekvence tacaka na konturi objekta, cela
kontura objekta, specificna obelezja objekta ili silueta objekta od interesa. Na slici 3.2 su prikazani
razli¢iti nac¢ini predstavljanja objekata u video pracenju.

Slika 3.2 Predstavljanje objekta: a) centroid, b) pravougaonik, c) elipsa, d) delovi objekta, €) klju¢ne tacke
objekta, f) skelet objekta, g) kljuéne tacke konture objekta, h) kompletna kontura objekta, i) silueta objekta.

Model izabran da predstavlja oblik objekta moze ogranicavati tip kretanja ili deformacije
kojima se objekat moze podvrgnuti [72]. Tako se za objekat koji je predstavljen svojim centrom moze
koristiti samo model translacije. U slucaju kada se za objekat koristi reprezentacija geometrijskog
oblika poput elipse, prikladni mogu biti parametarski modeli kretanja kao $to su afine ili projektivne
transformacije. Ovi prikazi mogu aproksimirati kretanje rigidnih objekata na sceni. Za objekte ¢iji
oblik nije rigidan, kontura objekta ili cela silueta predstavljaju najdeskriptivniji prikaz, pa se mogu
koristiti kako parametarski, tako i neparametarski modeli za specifikaciju njihovog kretanja.

Primarni cilj razvoja svakog algoritma za pracenje jeste postizanje visoke preciznosti pra¢enja
u razli¢itim okolnostima na sceni, moguénost dugotrajnog pracenja, kao i dovoljna brzina izvrSavanja
za rad u realnom vremenu. Na rac¢un razli¢itih matematickih teorijskih postavki, vremenom su
proistekle mnoge metode za video pracenje. Principi detekcije, regresije, segmentacije 1 algoritmi
optimizacije su osnova razli¢itih metoda za video pracenje. U narednim sekcijama ovog poglavlja ¢e
biti opisane glavne komponente koje u opstem slucaju predstavljaju osnovu algoritama za video
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pracenje. Takode, navedeni su izazovi koje treba prevazi¢i kako bi algoritam za video pracenje
uspesno pratio objekte od interesa. Kako bi se stekao sveobuhvatan uvid u algoritme za video
pracenje, izlozeni su razliciti pristupi dizajniranja algoritama za pracenje, kao i napredak u njihovom
razvoju.

3.1 Komponente algoritma za pracenje objekata u sekvenci slika

U algoritmima za pracenje pokretnih objekata u sekvenci slika moze se izdvojiti pet glavnih
komponenti, odnosno modula. To su: modul za izdvajanje relevantnih informacija sa slike, modul za
pravilnu reprezentaciju objekta, modul za lokalizaciju objekta (modul za propagaciju stanja objekta
tokom vremena), zatim modul za rukovodenje strategijom prac¢enja i modul za izdvajanje meta-
podataka [1]. U nastavku ove sekcije opisani su pojedinac¢ni moduli algoritama za video pracenje.

1. Prvi modul na putu toka signala u video pracenju jeste modul za izdvajanje relevantnih
informacija sa dela slike na kome se nalazi objekat od interesa za pra¢enje. Karakteristike koje
su znacajne za detekciju objekata od interesa jesu one koje izdvajaju objekat iz pozadinske
scene, kao i one koje objekat od interesa razdvajaju od drugih objekata. Funkcionalnost ovog
modula se zasniva na karakteristikama koje se mogu podeliti u tri glavne kategorije:
karakteristike niskog nivoa (boja, gradijenti, pokreti), srednjeg nivoa (ivice, uglovi, regioni) i
karakteristike visokog nivoa (detekcije objekata generisane modelima dubokog ucenja).

2. Naredni modul ima zadatak da obezbedi pravilnu reprezentaciju objekta. Ova reprezentacija
predstavlja kodiranje izgleda i oblika objekta za pracenje. DefiniSu se karakteristike objekta,
odnosno gradi se model objekta koji ¢e algoritam koristiti za pracenje. Model za odredeni
objekat se moze definisati na razli¢ite nacine: a priori, moze biti slika objekta ili se moze
nauciti iz obucavajuceg skupa uzoraka. Tako se za predstavu oblika objekta mogu koristiti
pravougaoni okvir, elipsa, deformabilna kontura ili neka od predstava prikazana na slici 3.2.
Informacije o izgledu mogu biti kodirane kao funkcija gustine verovatnoce odredenih
karakteristika izgleda izracunatih unutar oblasti objekta na slici. Takode, model objekta treba
i da obezbedi kompromis izmedu tacnog opisa objekta i fleksibilnog prilagodenja promenama
koje se deSavaju na objektu tokom prac¢enja. Dovoljno ta¢nim opisom objekta se izbegavaju
problemi sa klaterom (vise detalja je dato u sekciji 3.2.1), odnosno izbegava se pracenje
objekata koji prema izgledu mogu biti jako sli¢ni objektu od interesa. S druge strane,
fleksibilnost omogucava da se praéenje objekta odrzi neprekidnim u situacijama kada objekat
menja svoju veli¢inu, ali 1 izgled usled razli€itih uticaja, Sto je detaljnije opisano u sekcijama
3.2.2-3.25.

3. Kao tre¢i, definise se modul za lokalizaciju objekta, odnosno propagaciju stanja objekta
tokom vremena. Na osnovu informacija dobijenih iz prethodnih modula za izdvajanje obeleZja
i uspostavljenog modela objekta, koristi se iterativna procedura kako bi se odredila trajektorija
kretanja objekta. Na taj nacin se azurira stanje objekta i povezuju se instance istog objekta
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tokom vremena. Ovaj modul treba da obezbedi i kompenzaciju razlicitih efekata koji se mogu
javiti tokom pracenja, a jedan od najizazovnijih predstavlja prevazilazenje okluzija.

4. Kreiranje i brisanje tragova objekata koji se prate se obavlja u modulu koji rukovodi
strategijom pracenja. Ovaj modul treba da obezbedi inicijalizaciju pra¢enja kada se objekat
od interesa detektuje na sceni, ali i da izvr$i prekid prac¢enja kada taj objekat viSe nije uocljiv
na sceni. Do inicijalizacije pra¢enja dolazi kada se objekat od interesa za pracenje pojavi na
sceni, odnosno ude u vidno polje kamere, $to se odrazava pojavom objekta na ivicama slike.
Takode, karakteristi¢ne situacije u kojima dolazi do inicijalizacije pracenja jesu scenariji kada
se objekat nade u definisanim regionima od interesa na slici, kada se objekat pojavi na slici
nakon §to je bio zaklonjen nekim drugim objektom ili kada objekat koji je u vidnom polju
kamere sa velike distance prilazi samoj kameri, pa projekcija tog objekta na ravan slike
dostigne dovoljno veliku povrSinu da se moze prepoznati kao objekat od interesa za pracenje.
Nasuprot situacijama u kojima dolazi do inicijalizacije prac¢enja, do prekida pracenja najcesce
dolazi kada objekat koji se prati napusti vidno polje kamere, odnosno ponovo se nade van
ivica slike. Situacija kada je objekat predugo zaklonjen drugim objektom na sceni takode
moze dovesti do prekida pracenja. Do prekida pracenja dolazi i kada se objekat unutar vidnog
polja kamere isuvise udalji od kamere i viSe ne tumaci kao objekat za pracenje. Stavise, moze
se usvojiti 1 kriterijum koji govori o performansi pracenja. Stoga, kada performansa pracenja
po definisanom kriterijumu padne ispod definisanog praga, do¢i ¢e do prekida pracenja.

5. Kao poslednji modul definiSe se modul za izdvajanje meta-podataka [1]. U zavisnosti od
specifi¢ne aplikacije u kojoj se primenjuje video pracenje, u okviru ovog modula se izdvajaju
zeljeni podaci odredenog tipa i namene. Ovi podaci se koriste za opisivanje situacije u video
sekvenci, razumevanje scene i prepoznavanje ponaSanja pojedinih objekata na sceni. Takode,
dobijeni meta-podaci mogu pomoc¢i u povecanju produktivnosti u aplikacijama gde se oekuje
manuelni rad korisnika aplikacije koji je neophodan za izvrSenje odredenog zadatka.

3.2 Izazovi u pracenju objekata u sekvenci slika

U cilju obezbedivanja dugotrajnog pracenja objekta vazno je upoznati se sa izazovima Koji se
javljaju u video pracenju. Poznavanje ovih izazova moze pomoc¢i prilikom dizajniranja algoritma,
posebno modula za pravilnu reprezentaciju objekta.

Osnovni zahtevi koje algoritam za video pracenje treba da zadovolji jesu mogucnost
razlikovanja objekta od interesa za pracenje od pozadine, ali i moguénost prilagodenja promenama
koje se deSavaju na samom objektu usled razli¢itih uticaja. Stoga, primarni izazovi koji se javljaju u
video pracenju jesu sli¢nost predstave objekta koji se prati sa pozadinom i okolnim objektima
(problem Klatera (eng. clutter)), kao i promene u izgledu objekta tokom vremena. Na slici 3.3 je dat
dijagram najvaznijih izazova koji se srecu u video pracenju. U nastavku su detaljnije opisani
pojedinac¢ni izazovi prikazani dijagramom na slici 3.3.
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Izazovi u

pracenju objekata
Varijacije u
. izgledu objekta ‘ ‘ Klater ‘

! ! ! l !

Sum lt?lomj . Vel.lcma Uslovi scene Okluzije
orijentacija objekta

Translacija Osvetljenje —  Delimi¢ne
Rotacija Vremenski usovi [ Potpune
Deformacije — Kratkotrajne

—>  Dugotrajne

— Stati¢ne

— Pokretne

Slika 3.3 Izazovi u video pracenju.

3.2.1 Klater

Sli¢nost objekta od interesa za pracenje sa okolnim objektima na sceni predstavlja problem
koji se naziva klater. Ukoliko se objekat od interesa nade u okolini njemu sli¢nih objekata, moze do¢i
do zamene objekta koji se prati, pa algoritam nakon takve situacije moze nastaviti da prati drugi
objekat sli¢an objektu od interesa. Za prevenciju ovog problema, najvaznije je pravilno definisanje
modela izgleda objekta koji ¢e napraviti distinkciju izmedu objekta od interesa i okolnih objekata 1
pozadine. Model izgleda objekta gradi se na osnovu vrednosti piksela dela slike na kom je inicijalno
definisan objekat od interesa, na osnovu boje ili na osnovu specifiénih standardnih ili dubokih
obelezja ekstrahovanih sa tog dela slike. Stoga, kako bi se §to bolje opisao model izgleda objekta koji
nece dovesti do zamene objekta u slucaju prisustva klatera, moguce je kombinovati vise razli¢itih
informacija 1 obelezja objekta. Ovo s druge strane dovodi do povecanja kompleksnosti modela, a
posledi¢no i do sporijeg izvrSavanja algoritma. Zato prilikom dizajna algoritma za pracenje treba
posti¢i kompromis izmedu kompleksnosti modela kako bi se omogucio rad u realnom vremenu i
dovoljne deskriptivnosti kako bi se prevaziSao problem klatera. Na slici 3.4 je dat primer klatera,
odnosno situacije gde se objekat od interesa za pracenje nalazi u okolini njemu sli¢nih objekata.

Slika 3.4 Problem klatera. Objekat koji se prati se nalazi u okolini njemu sli¢nih objekata.
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3.2.2 Sum

Gotovo neizbezna pojava kojoj je izloZen svaki signal koji se dobija sa senzora jeste prisutnost
$uma. Sum na slici, odnosno u video sekvenci, zavisi prvenstveno od tehnologije u kojoj je senzor
izraden. Kao 1 kod ostalih tipova infracrvenih senzora, kod SWIR senzora je Cesta pojava mrtvih
piksela — slika 3.5 a), §to se moze posmatrati i kao impulsni ili “so” Sum. Takode, u konkretnom
slucaju, skup video sekvenci za analizu u ovoj disertaciji kreiran je kamerom koja je implementirana
u tehnologiji isprepletenog prikaza, $to kod objekata u pokretu dovodi do pojave iskrzanih ivica.
Takode, $um moZe biti uzrokovan i samom prirodom scene koja se snima. Stavise, podrhtavanje
kamere usled razlic¢itih poremecéaja moze dovesti do zamucenja na slici, $to se takode moze posmatrati
kao prisustvo $uma — slika 3.5 b). Sum prisutan na slici degradira kvalitet slike, a samim tim uti¢e na
gubitak informacija iz slike. Moze uticati na izgled objekta koji se prati, Sto posledicno dovodi do
smanjenja performansi algoritma za pracenje. Stoga je pozeljno da model objekta bude invarijantan
na prisustvo Suma. Kako bi se predupredio uticaj Suma na model objekta 1 performanse pracenja, u
sistemima za video pracenje se velika paznja posvecuje pretprocesiranju video sekvence, algoritmima
za filtriranje Suma, popravci kvaliteta slike i video stabilizaciji [73] — [76].

r v

a) b)
Slika 3.5 Prisutnost Suma na SWIR slici: a) usled mrtvih piksela, b) usled podrhtavanja kamere.

3.2.3 Promena polozaja i orijentacije

Prilikom prac¢enja pokretnih objekata, normalno je da objekat menja svoj polozaj na sceni.
Medutim, tokom kretanja, pored translatornog pomeranja, objekat moze menjati i svoju orijentaciju.
Promenom orijentacije, izgled objekta moze biti potpuno drugaciji u odnosu na izgled koji je objekat
imao prilikom inicijalizacije pracenja i uspostavljanja modela objekta. Takode, sli¢an problem se
javlja 1 kada objekat ima promene u poloZaju svojih delova. Ilustrativni primer je dat na slici 3.6.
Kako u ovim situacijama ne bi doslo do prekida pracenja, model objekta treba da ima mogucnost
prilagodavanja promenama koje se deSavaju na objektu tokom vremena. Ovo je zahtev oprecan
zahtevu za prevazilazenje problema klatera opisanog u sekciji 3.2.1, pa se i u ovom slu¢aju prilikom
dizajniranja algoritma za pracenje mora posti¢i kompromis.
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Slika 3.6 Promena orijentacije objekta tokom pracenja.

3.2.4 Promena veliine objekata

Na performanse pracenja veliki uticaj ima i promena veliine objekta tokom vremena.
Promena relativne veli¢ine objekta u ravni slike je uzrokovana kretanjem objekta na sceni,
udaljavanjem ili priblizavanjem kameri u odnosu na polozaj koji je objekat imao u trenutku
inicijalizacije pra¢enja. Ako model objekta ima fiksnu veli¢inu, izdvojene karakteristike ¢e biti
nepotpune ako se veli¢ina objekta poveca. S druge strane, ako se veli¢ina objekta smanji, promenljive
pozadinske karakteristike ¢e biti uvedene u model izgleda objekta i tako ga narusiti. Primer promene
veli¢ine objekta tokom pracenja je dat na slici 3.7.

Slika 3.7 Promena veli¢ine o‘t;jekta tokom pracenja usled udaljavanja od kamere.

3.2.5 Promene u uslovima scene

U aplikacijama za rad na otvorenom veliki izazov predstavljaju promene u uslovima scene.
Ovde se prvenstveno misli na promene u ambijentalnom osvetljenju i promene u vremenskim
uslovima. Promene u osvetljenju na otvorenom prostoru se jako cesto deSavaju, a kako SWIR kamere
snimaju reflektovanu svetlost, sli¢no kao u vidljivom opsegu, ove promene mogu imati znacajan
uticaj na kvalitet pracenja. Kao promena u uslovima osvetljenja scene se moze videti i situacija kada
objekat tokom kretanja prelazi iz dela osvetljene scene u deo koji predstavlja senku nekog drugog
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objekta — slika 3.8. Znajuéi da se promene u uslovima osvetljenja deSavaju Cesto, obeleZja objekta
koja se izdvajaju i opisuju objekat treba da budu invarijantna na promene u osvetljenju.

Slika 3.8 Promena u uslovima osvetljenja na sceni usled ulaska objekta koji se prati u senku drugog objekta.
3.2.6 Okluzije

Kao najveci izazov u video pracenju mogu se izdvojiti okluzije. Okluzija predstavlja situaciju
u kojoj objekat koji se prati nije vidljiv naslici, iako se objekat nalazi na sceni u vidnom polju kamere.
Izostanak vidljivosti klju¢nih delova objekata koji su vazni za detekciju i pracenje takode predstavlja
okluziju. Stoga, mogu se razlikovati delimi¢ne i potpune okluzije. Delimi¢ne okluzije se desavaju
kada samo pojedini delovi objekta koji se prati nisu vidljivi, dok potpuna okluzija predstavlja
izostanak celog objekta. Uzroci okluzija mogu biti razli¢iti. Javljaju se kada objekat koji se prati
bude zaklonjen strukturom pozadinske scene ili nekim drugim objektom koji se krec¢e na sceni.
Odatle moZemo razlikovati staticne i pokretne okluzije. Takode, okluzija se deSava i kada jedan deo
objekta zakloni neki drugi deo istog objekta, Sto predstavlja samookluziju. Ovakva situacija se
najces$ée desava kod pracenja zglobnih objekata. Poseban je izazov kada se okluzija dogodi usled
zaklanjanja objekta od interesa drugim objektom iste klase. Navedeni scenario predstavlja
kombinaciju problema klatera i okluzija. lHustrativni primeri situacija u kojima se desavaju okluzije
su prikazani na slici 3.9.
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c) d)
Slika 3.9 Problem okluzija. Objekat koji se prati a) je zaklonjen stati¢cnom okluzijom b);
Objekat koji se prati ¢) biva delimi¢no zaklonjen pokretnom okluzijom d).

3.3 Metode inicijalizacije pracenja objekata

U zavisnosti od potrebe za interakcijom sa aplikacijom za video pracenje, a posebno prilikom
inicijalizacije algoritma za pracenje, mogu se razlikovati manuelna i automatska inicijalizacija. Sam
proces inicijalizacije pra¢enja je nezavisan od algoritma koji vrSi pracenje objekta za koji je
inicijalizovan i1 ne uti¢e na dizajn algoritma za pracenje. Medutim, nacin na koji je algoritam
inicijalizovan moze imati uticaja na performanse pracenja. To prvenstveno zavisi od toga koliko su
precizno definisane granice objekta koji treba pratiti.

3.3.1 Manuelna inicijalizacija

Kada se inicijalizacija pracenja vr$i manuelno govori se o interaktivnom ili poluautomatskom
pristupu u video pracenju [1]. Predstavlja prelazni stupanj ka potpuno automatskom video pracenju.
U ovom slucaju se oc¢ekuje da informaciju o polozaju i dimenzijama objekta za pracenje na slici
obezbedi sam korisnik aplikacije. Prednost ovog tipa inicijalizacije jeste §to korisnik manuelno moze
veoma precizno da odredi granice objekta. Medutim, veoma veliki izazov moze biti u slu¢aju potrebe
za preciznom inicijalizacijom prac¢enja objekata koji su u pokretu, a posebno ako se veoma brzo kre¢u
kroz vidno polje kamere. Ostale situacije u kojima korisnik moze imati potrebu za interakcijom sa
aplikacijom jesu u toku procesa ocene rada algoritma ili u slu¢aju eventualnih korekcija praéenja.
Sematski prikaz procedure manuelne inicijalizacije video praéenja dat je na slici 3.10.
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Algoritam za pracenje —

Ulazna video sekvenca Izlazna sekvenca sa
prac¢enim objektom

Manuelna inicijalizacija na
prvom frejmu video sekvence

Slika 3.10 Manuelna inicijalizacija prac¢enja objekta.

3.3.2 Automatska inicijalizacija

Automatska inicijalizacija pracenja podrazumeva potpuno odsustvo aktivnosti od strane
korisnika. Omogucena je postojanjem nekog tipa detektora objekata. lako predstavlja nezavisan
segment od algoritma pracenja, kada se detektoru objekata prepusti autonomija pri inicijalizaciji
pratenja, on zapravo postaje sastavni deo algoritma za pracenje. Pored same inicijalizacije,
informacije o objektu dobijene iz detektora se mogu iskoristiti za poboljSanje estimacije stanja objekta
tokom vremena. Ovaj pristup se Siroko koristi u algoritmima za pracenje viSe objekata, u takozvanoj
paradigmi pracenja na osnovu detekcija gde se algoritam za pracenje u velikoj meri oslanja na
detektor objekata od interesa [22], [69] — [71]. Kao §to je ve¢ naznaCeno, inicijalizacija praenja
objekata koji su u pokretu, u trenutku inicijalizacije, moze biti veoma izazovna ako se inicijalizacija
vr$i manuelno. Primenom detektora objekata u pokretu, ovaj problem se moze prevazi¢i. U slucaju
da je od interesa automatska inicijalizacija pracenja objekata odredene klase, potrebni su modeli
(najéesce dubokog ucenja) posebno obuceni za detekciju objekata zeljene klase. Tako detektovani
objekti se zatim prosleduju algoritmu za praéenje koji ih dalje prati tokom vremena. Sematski prikaz
procedure automatske inicijalizacije video pracenja dat je na slici 3.11.

Detektor objekata

Algoritam za pracenje

Ulazna video sekvenca Izlazna sekvenca sa

pracenim objektom

Slika 3.11 Automatska inicijalizacija pracenja primenom detektora objekata od interesa.

32



3.3.2.1 Detekcija pokreta

Inicijalizacija prac¢enja objekata koji se veoma brzo krecu kroz vidno polje kamere moze biti
zadatak sa kojim i veoma iskusni operateri aplikacija video pracenja mogu imati poteSkoca. To
rezultira neuspe$nim aktiviranjem procesa video pracenja ili pracenjem nedovoljno precizno
oznacenog objekta i samim tim loSim performansama pracenja. Da bi se prevaziSao problem
inicijalizacije prac¢enja pokretnih objekata 1 postigao odredeni stepen automatizacije ove procedure,
potrebno je implementirati algoritam za detekciju pokretnih objekata i inicijalizaciju pracenja.
Stavise, algoritam za detekciju pokretnih objekata moZe biti koristan za otkrivanje objekata koji ulaze
na scenu koja se snima i time predstavljati sustinski korak u analizi scene.

Proteklih godina razvijeni su mnogi pristupi za detekciju pokreta u video sekvenci [77]. Neki
od glavnih pravaca u detekciji pokreta su zasnovani na oduzimanju pozadine [78], [79], opti¢kom
toku (eng. optical flow) [80] i pristupima zasnovanim na dubokom ucenju [81].

Kako je cilj da se blagovremeno otkrije pokretni objekat i aktivira prac¢enje tog objekta,
metoda detekcije pokreta treba da ima malo vreme procesiranja. Iz tog razloga, za moguénost rada u
realnom vremenu, jedna od metoda na kojoj moze biti bazirana detekcija pokreta u algoritmu
automatske inicijalizacije pracenja jeste oduzimanje pozadine odnosno segmentacija pozadine i
objekata u prednjem planu zasnovana na adaptivhom miksu Gausovih komponenti (Mixture of
Gaussians - MOG) [79].

Rezultat primene MOG algoritma za oduzimanje pozadine je binarna slika u kojoj su pokretni
objekti predstavljeni belim pikselima dok je pozadina predstavljena crnim. Beli pikseli na ovoj slici
su rezultat kretanja objekata na sceni, ali 1 uticaja Suma i podrhtavanja kamere. Takode, Cest je slucaj
da jedan pokretan objekat bude predstavljen sa nekoliko razdvojenih klastera belih piksela. Da bi se
prevazisli problemi laznih pokreta 1 detekcija pokreta istog objekta koje nisu unitarne, nad dobijenom
binarnom slikom se primenjuju morfoloSke operacije. Postupak morfoloskog otvaranja (erozija
pracena dilatacijom) primenjuje se za uklanjanje malih grupa belih piksela koje predstavljaju lazne
pokrete. Zatim se primenjuje morfolosko zatvaranje (dilatacija pra¢ena erozijom) za popunjavanje
malih praznina izmedu razdvojenih segmenata belih piksela koji predstavljaju kretanje istog objekta.
Na ovaj nacin se u velikoj meri eliminiSe problem laznih detekcija malih pokreta, a postize se i1 da
jedan pokretni objekat bude predstavljen jednim regionom belih piksela. Nakon primenjenih
morfoloSkih operacija, potrebno je definisati zatvorene konture belih piksela, a zatim pravougaone
okruzujuce okvire oko dobijenih zatvorenih kontura [82]. Za dobijene okruzujue pravougaone
okvire oko detektovanih pokretnih objekata primenjuje se poredenje njihove povrsine sa definisanim
pragom. U skupu pokretnih objekata treba zadrZati samo one ¢ija je povrSina veca od definisanog
praga kako bi se eliminisali veoma mali objekti koje nije moguce pratiti, odnosno detektovani pokreti
koji su zapravo posledica prisustva Suma na slici.

Kako bi se dodatno smanjila verovatnoca aktivacije pracenja lazne detekcije pokretnog
objekta, primenjuje se takozvano privremeno pracenje detektovanog kretanja [82]. Za detekciju
pokretnog objekta koji se pojavi na sceni se kreira instanca standardnog Kalmanovog filtra, zaduzena
za pracenje date detekcije kroz naredne frejmove video sekvence i inicijalizuje se broja¢ perioda
postojanja objekta na sceni (t_pred). Model u Kalmanovom filtru koji opisuje stanje objekta kao
elemente u vektoru stanja sadrzi poziciju i dimenzije objekta u ravni slike, kao i odgovarajuce brzine.
Vise detalja o standardnom Kalmanovom filtru se moZe naci u sekciji 5.1. Blok dijagram koji opisuje
metod za inicijalizaciju pracenja na osnovu detekcije pokreta u video sekvenci dat je na slici 3.12.
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Slika 3.12 Blok dijagram metode za inicijalizaciju pracenja na osnovu detekcije pokreta.

Vodec¢i se pristupom tracking-by-detection [69], okruzuju¢i okviri oko novootkrivenih
pokreta u narednom frejmu video sekvence i predikcija pozicije i veli¢ine objekta iz Kalmanovog
filtra se zatim prosleduju bloku za izraCunavanje IOU metrike izmedu dobijenih okruZujucih okvira.
IOU metrika zapravo odreduje da li je novootkrivena detekcija pokreta na slici uzrokovana
privremeno pracenim objektom. Ako preklapanje prema IOU metrici izmedu detekcije pokreta 1
predikcije Kalmanovog filtra premasuje prag od 0.5, moze se smatrati da je novootkriveni pokret
zaista uzrokovao objekat koji se privremeno prati. Tada se stanje privremeno pra¢enog objekta u
Kalmanovom filtru moze aZurirati, a broja¢ azuriranja (t_update) se inkrementira. Ako se stanje
objekta azurira u 5 frejmova tokom privremenog pracenja, algoritam za pracenje ¢e se automatski
inicijalizovati za detektovani pokretni objekat. Ako ovaj uslov nije ispunjen, procedura se nastavlja
sve dok se ne otkrije pravi pokretni objekat ili se proces ponovo pokreée ako se pracenje ne
inicijalizuje nakon prvih 10 frejmova privremenog pracenja [82]. Primer detekcije automobila u
pokretu u SWIR video sekvenci 1 automatske inicijalizacije pracenja dat je na slici 3.13.

a) b) c)
Slika 3.13 a) Detekcija pokreta u regionu od interesa, b) privremeno pracenje detektovanog pokreta,
¢) inicijalizovano pracenje detektovanog pokretnog objekta.

Na slici 3.14 su prikazane performanse opisane metode za inicijalizaciju prac¢enja pokretnog
objekta dobijene za 100 inicijalizacija pracenja razli¢itih objekata iz kreiranog skupa SWIR video
sekvenci. Performanse su izraZene tacnos¢u za razlicite vrednosti IOU metrike izmedu estimiranog
okruzujuceg okvira pokretnog objekta i stvarnog (ground-truth) okruzujuceg okvira na frejmu koji
predstavlja trenutak inicijalizacije prac¢enja. Tacnost je predstavljena kao procenat inicijalizacija
pracenja za koje je IOU metrika izmedu estimiranog i stvarnog okruzujuceg okvira veca od datog
praga. Rezultati sa slike 3.14 pokazuju da se pozicija pokretnog objekta veoma dobro estimira u
trenutku inicijalizacije pacenja. Na ta¢nost najviSe uticaja ima estimacija dimenzija okruzujuceg
okvira, $to je posebno izazovno usled moguceg prisustva delimi¢nih i potpunih okluzija u trenutku
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inicijalizacije pracenja, kao i usled prisustva senke objekta koja ima istu dinamiku kretanja u video
sekvenci kao i sam objekat.

1.0 A

0.8 1

o
)
)

Accuracy

0.4 1

0.2 1

01 02 03 04 05 06 07 08 09
10U threshold
Slika 3.14 Tac¢nost inicijalizacije pracenja objekta na osnovu detekcije pokreta za razli¢ite IOU
vrednosti.

3.3.2.2 Detekcija objekata na SWIR slici

Za inicijalizaciju pra¢enja odredenog tipa objekata, potreban je model koji je posebno obucen
za detekciju zeljene klase objekata. Za detekciju objekata na slikama najcesc¢e se koriste modeli
dubokog ucenja zbog svojih dobrih performansi. Medutim, u dostupnoj literaturi u oblasti detekcije
objekata uocava se nedostatak modela dubokog ucenja visokih performansi za detekciju objekata na
SWIR slikama.

Osnovni preduslov za obuc¢avanje modela dubokog ucenja jeste posedovanje adekvatnog
obucavajuceg skupa koji treba da obezbedi dovoljnu generalizaciju modela za detekciju objekata u
razli¢itim situacijama koje se mogu javiti u realnim aplikacijama [83], [84]. Kvalitetan obu¢avajuéi
skup treba da sadrzi veliki broj slika sa objektima od interesa, koje treba snimiti iz razli¢itih uglova,
na razli¢itim udaljenostima od kamere, na razli¢itim pozadinama, u razli¢itim vremenskim uslovima
1 uslovima osvetljenja. Najcesc¢i slucaj kreiranja obucavajuceg skupa podataka za odredeni problem
je kombinovanje postojecih javno dostupnih skupova podataka sa slikama snimljenim u uslovima i
scenarijima koji najbolje odgovaraju svrsi aplikacije. Medutim, ne mogu se na¢i veliki, javno
dostupni skupovi SWIR slika sa objektima iz urbanih scenarija kakvi su obuhvaceni u kreiranoj bazi
za pracenje opisanoj u sekciji 2.3. Stoga se i za potrebe obucavanja modela za detekciju objekata na
SWIR slici mora kreirati novi skup podataka za obucavanje.

Manuelno labeliranje velikog skupa podataka je zamoran i dugotrajan posao. U cilju
izbegavanja manuelnog labeliranja velikog skupa podataka SWIR slika za obucavanje detektora
objekata na SWIR slici, mogu se iskoristiti prednosti transfera u¢enja i multisenzorskih sistema koji
poseduju SWIR i kolor kamere [85]. Ovaj postupak je poznat kao kros-spektralna anotacija [86], [87].
Cilj je detekciju objekata izvrsiti na slici snimljenoj kolor kamerom dobro obuc¢enim modelima, a
zatim dobijene detekcije mapirati na SWIR sliku iste scene snimljene u istom trenutku. Sistem Koji
poseduje SWIR i kolor kameru i obezbeduje paralelno snimanje iste scene obema kamerama prikazan
je naslici 3.15.
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Slika 3.15 Sistem na pan-tilt pozicioneru koji obezbeduje snimanje iste scene SWIR, kolor i termalnom
kamerom [58].

U cilju obezbedivanja slika iste scene obema kamerama, opticke ose kamera u
multisenzorskom sistemu moraju biti poravnate. Ovo se postize boresight kalibracionom procedurom
[88] multisenzorskog sistema u elektrooptickoj laboratoriji. Postupak je prikazan na slici 3.16.

Slika 3.16 Kalibraciona procedura multisenzorskog sistema u elektroopti¢koj laboratoriji [87].

lako je vidno polje kamera podesivo, vidna polja SWIR i kolor kamere se ne mogu podesiti
na potpuno iste vrednosti. Jedna kamera moze imati $iri vertikalni, dok druga moze imati S$iri
horizontalni ugao vidnog polja. Medutim, mapiranje detekcija sa kolor kamere na sliku sa SWIR
kamere moguce je samo u zoni preklapanja vidnih polja SWIR 1 kolor kamere. Stoga, da bi se kreirao
skup podataka visokog kvaliteta, bez propustenih detekcija, slike obe kamere moraju biti izrezane u
zoni preklapanja vidnih polja [87].

Uprkos zadrzavanju samo dela slike u zoni preklapanja, odredena izobli¢enja izmedu kolor 1
SWIR slika mogu biti i dalje prisutna. Kako bi se problem izoblicenja prevaziSao i detekcije objekata
sa kolor slike precizno mapirale na SWIR sliku u zoni preklapanja, potrebno je uspostaviti
geometrijsku relaciju izmedu SWIR 1 kolor slike. Prvi korak u celokupnoj proceduri je izraCunavanje
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matrice transformacije izmedu slika, odnosno matrice homografije, za Sta su potrebni odgovarajuci
parovi tacaka na SWIR 1 kolor slici. Odredivanje parova tacaka na SWIR i kolor slici nekom
automatizovanom procedurom na osnovu obelezja moze biti veoma nepouzdano usled razlicite
prirode nastanka slika u spektralnim opsezima u kojima kamere rade. Stoga, matrica homografije se
moze odrediti na osnovu ru¢no odabranih odgovarajucih parova tacaka na obe slike (Sto je potrebno
odraditi samo na prvom frejmu SWIR i kolor video sekvence).

Za ove potrebe, dobro se pokazala nereflektivna transformacija sli¢nosti (eng. non-reflective
similarity) [89]. Ova transformacija se koristi u slu¢aju kada su oblici na odgovaraju¢im slikama
nepromenjeni, ali je prisutna distorzija nekom kombinacijom translacije, rotacije i skaliranja.
Transformacija ima Cetiri stepena slobode i potrebna su joj minimalno dva para odgovarajucih tacaka.
Podrzava rotaciju, translaciju i izotropno skaliranje [89]. Nereflektivna transformacija sli¢nosti
izrazava se matricom H:

hy —h,
H=|h, hl] (3.6)
hs hy
Projekcija (%, ¥) tacke (x, y) u ravni slike matricom H je data sa:
£ yl=[x y 1]H (3.7)

Nakon nereflektivne transformacije slicnosti, prave linije ostaju prave, a paralelne ostaju paralelne.

Nakon S$to se izracuna matrica homografije, vr$i se mapiranje detekcija sa kolor slike na
transformisanu SWIR sliku. Posto su za obucavanje modela za detekciju objekata potrebne slike u
originalnom domenu (netransformisane), detekcije moraju biti konvertovane u originalni domen
inverznom transformacijom. Prednost ovog pristupa je u tome $to ne zahteva transformaciju
celokupne kolor i SWIR slike, §to je racunski skup proces, ve¢ se samo koordinate detektovanih
objekata na kolor slici konvertuju izmedu referentnih sistema [87].

Na sceni koja se snima za kreiranje obucavajuc¢eg skupa moze postojati mnogo pokretnih
objekata. Opisana homografska transformacija je nezavisna od pokretnih objekata na sceni. lako je
izvrSena precizna transformacija izmedu SWIR 1 kolor slike, ona ne garantuje tacno mapiranje
detekcija pokretnih objekata ako kamere nisu pravilno sinhronizovane. SWIR kamera radi sa
frekvencijom f; (frejmova po sekundi), dok kolor kamera radi sa frekvencijom f,. Da bi se izvrSilo
mapiranje detekcija pokretnih objekata izmedu odgovarajucih parova slika u video sekvenci, potrebna
je precizna sinhronizacija kamera. Posto je korelacija izmedu uzastopnih frejmova u video sekvenci
veoma Vvelika, ne mora se svaki frejm iz video sekvence koristiti za kreiranje skupa podataka.
Detekcija objekta na kolor slici i mapiranje detekcija na SWIR sliku mogu se primeniti izmedu parova
slika definisanih sa:

fs
No=Neg (3.8)
gde je N, redni broj frejma u SWIR video sekvenci, dok je N, redni broj frejma u video sekvenci
kolor kamere.

Za kreiranje modela za detekciju objekata na SWIR slici iskori$¢eno je nekoliko varijanti
modela dubokog uc¢enja YOLOX [90], [87]. Za detekciju objekata na kolor slici u okviru metode za
kros-spektralnu anotaciju iskoriséen je model YOLOX-x [90] sa rezolucijom ulazne slike od 640x640
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piksela, a prag za prihvatanje detekcija za mapiranje je postavljen na 0.3. SWIR slike izrezane u zoni
preklapanja vidnih polja SWIR i kolor kamere ulaze u obucavajuc¢i skup SWIR slika. Skup SWIR
slika kreiran predloZzenom metodom kros-spektralne anotacije je podeljen na obucavajuci deo i deo
za validaciju, gde je u obucavajuéi skup uvrs¢eno 10.023 slika, a u skup za validaciju 717. Kreirani
skupovi SWIR slika sadrze slike urbanih scena, a kao objekti od interesa za detekciju su odabrani
pesaci i automobili. Prikaz mapiranja detekcija sa kolor na SWIR slike u okviru kreiranja
obucavajuceg skupa SWIR slika metodologijom kros-spektralne anotacije prikazan je na slici 3.17.

Slika 3.17 Mapiranje detekcija objekata od interesa (pesaci i automobili) sa kolor na SWIR slike
metodologijom kros-spektralne anotacije.

Za obucavanje YOLOX modela za detekciju objekata na SWIR slikama, radi pravilnog
poredenja, pracena je postavka parametara predlozena u [90]. Obucavanje je radeno kroz 300 epoha,
sa 5 warmup epoha, stohastickim gradijentnim spustom sa pocetnom stopom ucenja od 0.01, i
kosinusnom adaptacijom stope uéenja (cosine learning rate schedule), momentum 0.9 i weight decay
0.0005. Tokom obuc¢avanja YOLOX-x modela kori$¢eni su mix up i mosaic augmentacija podataka
sa opsegom skale [0.1, 2.0], dok je za obuku manjih modela YOLOX-Nano i YOLOX-Tiny
izostavljena mix up augmentacija, a opseg skaliranja mosaic augmentacije postavljen je na [0.5, 1.5].
Veli¢ina ulazne slike je 640x640. Obucavanje je izvrSeno na ra¢unaru sa i7-8700K 3.70 GHz CPU-
om, 32 GB RAM-a i NVIDIA GeForce RTX 2080 GPU-om.
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Za testiranje obucenih YOLOX modela kreiran je skup od 715 SWIR slika i ru¢no labeliran
za klase objekata pesaka i automobila. Prema pretrazivanju referentne literature i poznatih baza
podataka, javno dostupni skupovi labeliranih SWIR slika pesaka i automobila, na kojima se modeli
za detekciju objekata mogu testirati i uporedivati, se ne mogu pronaci. U tabeli 3.1 je predstavljeno
poredenje rezultata detekcije originalnih YOLOX modela (obuc¢enih na COCO skupu kolor slika
[91]) i YOLOX modela obucenih na automatski kreiranom skupu SWIR slika metodom kros-
spektralne anotacije. Evaluacija modela je izvrSena na kreiranom test skupu SWIR slika primenom
biblioteke COCO_eval [92]. Modeli su evaluirani i prema veli¢ini objekata na slici. Objekti male
veli¢ine predstavljaju objekte do 32x32 (1024) piksela, srednji: od 32x32 (1024) do 96x96 (9216)
piksela, a veliki objekti su oni ¢ija je veli¢ina vec¢a od 96x96 (9216) piksela [92]. Performanse su
predstavljene prose¢nom preciznosc¢u (Average Precision - AP) 0.5:0.95. Rezultati jasno ukazuju na
znacajno poboljsanje performansi modela obuc¢enog na SWIR skupu slika. Radi korektnog poredenja,
kako bi se prikazao samo uticaj automatski kreiranog skupa SWIR slika kros-spektralnom
metodologijom na performanse modela, svi modeli su obuéeni pod istim uslovima kao i originalni.
Jedini slucaj smanjenih performansi se vidi u detekciji velikih objekata (veli¢ine ve¢e od 96 x 96
(9216) piksela) modelom YOLOX-x. Razlog za to se moze videti u procentu velikih objekata u skupu
podataka za obuku. Kreirani set za obucavanje predloZenom metodologijom sadrzi 58.605 objekata,
od ¢ega je 5.94% velikih, 59.95% srednjih 1 34.11% malih. Sveukupni pogled na rezultate detekcije
ukazuje da automatski generisani skup podataka kros-spektralnom metodologijom znacajno
doprinosi pobolj$anju performansi detekcije objekata na SWIR slikama [87].

Tabela 3.1 Performanse originalnog YOLOX modela i modela obu¢avanog na SWIR skupu slika kreiranog
metodologijom kros-spektralne anotacije.

Sve dimenzije Mali objekti Objekti srednje veli¢ine  Veliki objekti

AP [%] Osnovni  Obuéenna Osnovni Obuéen na Osnovni  Obuéen na Osnovni Obuéen na

model SWIR-u model SWIR-u model SWIR-u model SWIR-u

YOLOX Svi objekti  19.4 58.9 8.9 45.7 25.0 64.8 35.1 68.2
Nano Peéaci_ . 175 53.7 5.2 36.6 22.9 60.2 34.0 58.9
Automobili  21.2 64.1 12.7 54.8 27.2 69.4 36.3 77.4
YOLOX Svi obje.kti 28.4 62.3 185 52.2 33.8 67.0 50.1 73.1
Tiny Peéam_ _ 25.9 57.6 17.1 45.1 29.6 62.3 50.0 68.5
Automobili  30.9 67.1 19.9 59.3 38.1 71.8 50.2 77.6
Svi objekti  55.9 66.2 51.0 57.3 58.1 70.3 86.5 67.6
YOLOX Pesaci 48.6 61.8 43.6 50.6 50.0 66.2 93.3 58.6
Automobili  63.2 70.5 58.5 64.1 65.7 74.5 79.7 76.7

Dobijeni detektor objekata na SWIR slikama se dalje efikasno moZe koristiti za inicijalizaciju
pracenja odredenog tipa objekata. Predlozena metodologija kros-spektralne anotacije se moze
primeniti za kreiranje skupova podataka bilo koje klase objekata. Stavise, predlozena metodologija
se moze primeniti 1 za obu€avanje bilo kog drugog modela dubokog ucenja za detekciju objekata.
Takode, kombinacijom detektora objekata na SWIR slikama i predlozenog algoritma za detekciju
pokreta u video sekvenci moze se dobiti metod za detekciju pokretnog objekta od interesa [93]. Na
taj nacin se pracenje moze automatski inicijalizovati samo za pokretni objekat definisane klase.
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3.4 Klasifikacija pristupa za pracenje objekata u sekvenci slika

Algoritmi za pracenje objekata mogu se klasifikovati i1 analizirati na nekoliko nacina. Prvo, u
zavisnosti od broja kamera koje se koriste za pracenje objekata, razlikuju se monokularno i stereo
pracenje. Monokularno pra¢enje podrazumeva kori$¢enje samo jedne kamere, pa se algoritmi za
pracenje dizajniraju za rad sa informacijama u dvodimenzionalnom prostoru. S druge strane, u stereo
pracenju se koriste dve ili viSe kamera postavljene na odredenom rastojanju, Sto pruza
trodimenzionalne (3D) informacije o sceni i objektima, ukljuc¢ujuéi dubinu scene i poziciju objekata
u 3D prostoru. Informacije o dubini scene i poziciji objekata u 3D prostoru mogu biti veoma korisne
1 povecati performanse pracenja, ali se istovremeno i racunska obrada znacajno usloznjava, $to utice
na moguénost rada algoritama u realnom vremenu. Od interesa za istrazivanje u ovoj disertaciji je
monokularno pracenje.

Prema vremenskoj skali izvrSavanja, mogu se razlikovati onlajn (eng. online) i oflajn (eng.
offline) algoritmi. Oflajn algoritmi se primenjuju za pracenje objekata u video sekvenci nakon §to je
snimanje zavr$eno. S druge strane, onlajn pracenje podrazumeva pracenje objekata u realnom
vremenu, dok se video sekvenca jo§ uvek snima. Dok oflajn algoritmi imaju pristup svim frejmovima
od pocetka do kraja video sekvence, onlajn algoritmi nemaju pristup budué¢im frejmovima, pa se
mogu oslanjati samo na informacije sa trenutnog i prethodnih frejmova. Buduéi da se kod oflajn
algoritama ne zahteva rad u realnom vremenu, oni mogu Koristiti viSe vremena za kompleksniju
obradu i detaljniju analizu, za razliku od onlajn algoritama gde je brzina i efikasnost od sustinskog
znaCaja za mogucnost rada u realnom vremenu. Kod onlajn algoritama, pod radom u realnom
vremenu se podrazumeva da se obrada trenutnog frejma, odnosno pra¢enje na trenutnom frejmu video
sekvence, zavrsi u vremenskom periodu pre pristizanja narednog frejma sa senzora. Iz ovih razlika
proisti¢u i razli¢ite primene algoritama za pracenje. Oflajn algoritmi nalaze primenu u filmskoj i video
produkciji, u analizi medicinskih video sekvenci, forenzici, sportskoj analizi, dok se onlajn algoritmi
koriste u aplikacijama gde je potrebna brza reakcija na deSavanja na sceni, kao §to su video nadzor,
autonomna voznja, robotika, kao 1 mnoge druge. Predmet istrazivanja ove disertacije je onlajn video
pracenje za rad u realnom vremenu.

Na osnovu karakteristika koje se koriste u modelu pracenja kod monokularnih onlajn
algoritama, mogu se razlikovati tradicionalni algoritmi koji koriste ru¢no definisane (eng. hand-
crafted) karakteristike i algoritmi zasnovani na dubokim obelezjima. Pristupi zasnovani na ru¢no
definisanim karakteristikama izdvajaju obeleZja sa slika prema definisanom algoritmu baziranom na
ekspertskom znanju. S druge strane, algoritmi zasnovani na dubokim obelezjima izdvajaju
semanticke oznake iz slika kori§¢enjem najcesc¢e konvolucionih neuralnih mreza. U poslednje vreme,
u pracenju objekata u vidljivom opsegu, kao i u prac¢enju objekata u termalnim infracrvenim video
sekvencama, metode zasnovane na dubokom ucenju stekle su posebnu paznju. Zbog moguénosti
hijerarhijskog ucenja, pristupi zasnovani na dubokim obelezjima zna¢ajno nadmasuju algoritme koji
su zasnovani na ru¢no definisanim karakteristikama [94]. Medutim, u literaturi je primena metoda
dubokog ucenja u SWIR domenu dominantno usmerena na detekciju objekata [17], [87]. Algoritmi
zasnovani na dubokom ucenju koji se odnose na pracenje objekata u SWIR video sekvencama
primenjeni su u [22] za pracenje viSe objekata po principu tracking-by-detection, a u [18] — [21] su
primenjene konvolucione neuralne mreze za pracenje viSe objekata u sekvenci degradiranih SWIR
slika, sa znaCajnim stepenom kontaminacije slika Sumom 1 prisustvom loSih piksela. Medutim,
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pracenje viSe objekata, a posebno pracenje objekata u sekvenci degradiranih SWIR slika je van okvira
ove disertacije. Posmatrano u aplikacijama u vidljivom i termalnom infracrvenom opsegu, metode za
praéenje objekata zasnovane na dubokom ucenju postizu izuzetno dobre performanse, ali sa potrebom
za velikim skupom podataka za obucavanje. Medutim, kao $to je ve¢ komentarisano u sekciji 2.3,
javno dostupni veliki skupovi SWIR slika kreirani za obucavanje modela za pracenje pokretnih
objekata se ne mogu naéi. StaviSe, za modele dubokog uéenja se generalno moze re¢i da imaju
nepoznato ponaSanje u scenarijima za koje nisu obuceni, Sto ukazuje na opsti nedostatak pristupa
zasnovanih na dubokom ucenju.

U zavisnosti od toga kako algoritmi razlikuju objekat od interesa za pracenje od okruZenja,
mogu se razlikovati generativni i diskriminativni algoritmi. Generativni algoritmi pracenje objekata
tretiraju kao problem gde se trazi region slike koji najbolje odgovara referentnom modelu objekta,
koriste¢i samo informacije o objektu. Kod diskriminativnih algoritama cilj je da se napravi razlika
izmedu objekta i pozadine, koriste¢i informacije o objektu ali i njegovoj neposrednoj pozadini.
Performanse generativnih algoritama ograni¢ene su dimenzijama prostora za reprezentaciju modela
objekta, a u kompleksnijim scenarijima pokazuju manju sposobnost diskriminacije objekta od
okoline. S druge strane, diskriminativni algoritmi, koji pored informacija o objektu Koriste i
pozadinske informacije u bliskoj okolini objekta, imaju bolju sposobnost da obuhvate Sirok spektar
promena u izgledu objekta. U novijim sistemima za pracenje, arhitekture poznate kao sijamske
neuralne mreze (eng. Siamese neural networks) [95] se koriste za pracenje objekata koje je bazirano
na podudaranju sli¢nosti. Proteklih godina predlozen je veliki broj sijamskih mreZza za pracenje
objekata kako u vidljivom [95], tako i u termalnom infracrvenom opsegu [96], [97]. Osnovni razlog
popularnosti pristupa zasnovanih na sijamskim mrezama je taj Sto su pokazale dobre performanse sa
zadovoljavaju¢om racunskom efikasno$¢u. Medutim, diskriminativne sposobnosti algoritama
baziranih na sijamskim mreZzama su prili¢no slabe [95], posto se fokusiraju samo na ucenje vizuelne
reprezentacije ciljnog objekta za podudaranje slicnosti, ignorisuci pozadinu 1 specificne informacije
0 objektu. Usled toga, pokazuju niske performanse u situacijama sa prisustvom okluzija, kao i
prilikom deformacija scene.

Klasifikacija algoritama za pracenje u literaturi se moze izvrSiti 1 na osnovu posedovanja
mehanizma predikcije. Modul za predikciju stanja objekta nije apsolutno neophodan. Algoritam se
moze konstruisati tako da se detekcija objekta radi na svakom frejmu. Kada su objekti detektovani,
moze se izvrsiti asocijacija podataka kako bi se povezali tragovi pracenih objekata sa trenutno
detektovanim objektima. Stoga, u ovim pristupima detekcija mora biti efikasna ako se Zeli posti¢i rad
algoritma u realnom vremenu. Medutim, prilikom pracenja objekta na trenutnom frejmu video
sekvence, znafajne informacije se mogu dobiti iz pra¢enja na prethodnim frejmovima. U najmanju
ruku, iz prethodnih frejmova video sekvence poznate su procenjene pozicije objekta. Stoga, mnogi
algoritmi Kkoriste informacije o poziciji objekta kao pocéetnu ta¢ku na trenutnom frejmu, ¢ime se
znaajno moze smanjiti prostor za pretragu objekta i time povecati efikasnost algoritma. Na osnovu
informacija o prethodnim pozicijama objekta moze se estimirati brzina kretanja objekta i tako
proceniti pozicija na trenutnom frejmu. U prac¢enju objekata u video sekvenci najcesée koris¢eni
mehanizmi za predikciju pozicije objekta su razliCite varijante Kalmanovog i Cesticnog filtra.
Prednost koris¢enja modula za predikciju se posebno primecuje u situacijama kada je objekat
zaklonjen usled okluzija, te se sa slike ne moze dobiti nikakva informacija o objektu.

Izazovi koji se javljaju u video prac¢enju opisani u sekciji 3.2 konstantno podsticu razvoj novih
algoritama za pracenje objekata. Osnovni cilj svih algoritama za pracenje jeste da na §to bolji nacin
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modeluju izgled i kretanje objekta i da na taj na¢in postignu §to precizniju lokalizaciju objekta na
frejmovima video sekvence i estimiraju trajektoriju kretanja. S druge stane, Zelja je da se postigne §to
manja kompleksnost algoritma, kako bi se omogucio rad u realnom vremenu. Analiziraju¢i literaturu

o pra¢enju objekata u video sekvenci, mogu se uociti tri glavna pristupa U razvoju algoritama. To su
diskriminacioni korelacioni filtri [98] — [115], sijamske neuralne mreze [116] — [125], a zatim i
pristupi bazirani na transformerima [126] — [129]. Pored pracenja u vidljivom opsegu, ovi pristupi su
dominantni i u pracenju objekata u termalnim infracrvenim video sekvencama [96], [97], [130] —
[135]. Na slici 3.18 je prikazan detaljan razvoj sa najvaznijim algoritmima iz svakog od navedenih
pravaca.

[MMFCNN [131]]  [HSSNet [96]] [MLSSNet [97]|[ECO-MM [135]]
2017 2018 2019 2020 2021 2022\ 2023
>
[ECO-stir[132]]  [MMNet [133]] [Eco_Ls [134]]
[MOSSE [98]]  [KCF [99]] [SRDCF [101]][STAPLE [103]] [ECO [105]][STRCF [107]][DiMP [109]] [K'YS [111]][ACS-DCF [113]] [ASCF [115]]
2010 2014 2015 2016 2017 2018 2019 2020 2021 2022 \_2:)23
[ [ @ [ @ @ [ ] @ @
[DSST [100]] [HCF [102]] [CCOT [104]][CSR-DCF [106]|[UPDT [108] | [ATOM [110]|[AutoTrack [112]] ~ [ASTCA[114]]
[SiamFC [116] | [SiamRPN [119] | [SiamMASK [121] |[SiamCAR [123] | [ULAST [125]]

Sijamske neuralne mreze 2%6 237 238 239 280 2%1 2‘%2 2023

[GOTURN [117)] [DSiam[118]]  [SiamRPN++ [120] | [SiamBAN [122]] [USOT [124]]

2
2,
e,

X3

¢ [SwinTrack [127) | [SparseTT [129]]

231 2%2 2023

[TransT [126] | [MixFormer [128]]

Slika 3.18 Razvoj algoritama za praenje objekata u vidljivom i infracrvenom opsegu.

lako se moze primetiti da u dosada$njoj literaturi nedostaju algoritmi posebno dizajnirani za
pracenje objekata u SWIR opsegu, analiza navedenih pristupa razvijenih za vidljivi i termalni
infracrveni opseg moze posluziti kao dobra osnova za razvoj algoritma za pracenje objekata u SWIR
video sekvenci. Mada SWIR pokriva deo infracrvenog spektra, svetlost u SWIR domenu se preteZzno
reflektuje od objekata, kao u vidljivom opsegu. Stavise, razlika SWIR slika u odnosu na termalne
infracrvene slike vidi se i u njihovim razli¢itim karakteristikama, obzirom da obrasci na termalnim
slikama poticu iz razlika u materijalima od kojih su objekti napravljeni, kao i od njihovih razlicitih
temperatura. Dodatno, promena emitovanog zraenja je proces koji je sporiji od promene
reflektovanog zraCenja. To znaCi da se promene u termalnoj slici deSavaju sporije od promena u
SWIR slici, $to rezultira i razli¢itim karakteristikama Suma u SWIR i termalnim slikama. Stoga, od
interesa su prvenstveno algoritmi razvijeni za pracenje u vidljivom opsegu. Kao $to je ve¢ opisano u
sekciji 2.3, u javno dostupnim skupovima video sekvenci za prac¢enje objekata se ne mogu naci video
sekvence napravljene SWIR kamerom, a posebno veliki broj sekvenci kakav je potreban za razvoj
algoritama za pracenje baziranih na dubokom ucéenju. Tu je takode i generalna mana ovih metoda,
izraZzena kroz nepoznato ponaSanje u uslovima za koje nisu obucavane. Analiziraju¢i prednosti i
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nedostatke generativnih i diskriminativnih algoritama, diskriminativni algoritmi prilikom
modelovanja objekta pored informacija o objektu uzimaju u obzir i informacije o pozadini, te imaju
bolje sposobnosti da se lakse nose sa izazovima koji poti¢u od promene u izgledu objekta tokom
pracenja. Uz sve navedeno, veoma vazan zahtev jeste i moguénost da algoritam moze procesirati
frejmove video sekvence u realnom vremenu, odnosno da kompleksnost algoritma bude §to manja.
Dakle, analizom prirode SWIR slike kao 1 literature o diskriminativnim algoritmima za pracenje sa
mogucnos$¢u rada u realnom vremenu, prvenstveno u vidljivom opsegu, zakljucuje se da pristupi
zasnovani na korelacionim filtrima pruzaju najbolju osnovu za razvoj algoritma za pracenje pokretnih
objekata u sekvenci SWIR slika.
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4 Korelacione metode za pracenje pokretnih
objekata

Metode za pracenje pokretnih objekata u video sekvencama zasnovane na korelacionim
filtrima se u osnovi oslanjaju na pristup podudaranja Sablona. Kao cilj se postavlja pronalazenje
Sablona, a koji se naziva korelacioni filtar, na takav nacin da korelacija ovog filtra 1 instance objekta
kandidata treba da rezultira odgovaraju¢im korelacionim odzivom. Kvalitet ovako dobijenog
korelacionog odziva se meri u odnosu na njegovu bliskost Zeljenom odzivu, a prvenstveno U odnosu
na bliskost pika korelacionog odziva piku Zeljenog odziva, gde pik predstavlja maksimalnu vrednost
korelacionog odziva. Ako se tokom pracenja pokretnog objekta u video sekvenci izmedu sukcesivnih
frejmova instanca objekta kandidata pomeri u odnosu na poziciju centra pra¢enog objekta, korelacioni
filtar treba da generiSe korelacioni odziv sa istim iznosom pomeraja lokacije pika.

Kada se korelacioni filtar jednom izracuna, primena ovog filtra za lokalizaciju objekta u
frejmovima video sekvence uvek sledi isti postupak. Na frejmu x video sekvence, primenom
nauéenog korelacionog obrasca (filtra) h, korelacioni odziv g se moze izracunati kao:

g=x Qh (4.1)

gde ® predstavlja operaciju korelacije. Prelaskom u Furijeov domen, operacija korelacije se
preslikava u operaciju mnozenja (element po element u slucaju mnozenja matrica (Hadamard
product)), a na taj nain se proracun korelacije znacajno ubrzava. Ako se sa F 0znaci Furijeova, a sa
F~1inverzna Furijeova transformacija, tada se odziv g iz (4.1) mozZe izraunati kao:

g=FH(2Oh) (4.2)

pri ¢emu je £ = F(x), h = F(h), * oznadava kompleksnu konjugaciju, a simbol © predstavlja
operator mnozenja (element po element).

Naslici 4.1 je prikazana opSta struktura algoritama za pracenje pokretnih objekata zasnovanih
na korelacionim filtrima. Kako se korelacioni filtar dizajnira u odnosu na Zeljeni korelacioni odziv,
on se takode moZe interpretirati 1 kao diskriminativni regresorski model.

Dok je kod standardnog pristupa podudaranja Sablona filtar dizajniran tako da efikasno
odgovara slici iz trening skupa, u praksi se pokazuju veoma loSe performanse u scenarijima gde
objekat ima razlike u izgledu koje se ne vide u trening skupu, §to je veoma Cesta pojava tokom
pracenja objekta. Efikasna lokalizacija, odnosno prepoznavanje objekta koji se prati na novim
frejmovima video sekvence zahteva dizajniranje filtara sa ve¢om tolerancijom na izobli¢enja u
odnosu na izgled objekta u osnovnom obucavaju¢em skupu. Pored toga, filtar u standardnom pristupu
podudaranja Sablona nije dizajniran da kao rezultat daje oStar pik koji je pogodan za detekciju objekta.
Ostar pik u korelacionom odzivu rezultuje lokalizacijom objekta sa veCom preciznos¢u, dok na
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testnim slikama na kojima se objekat razlikuje od izgleda objekta na pojedina¢nim trening slikama
nece proizvesti korelacioni odziv sa jasno izrazenim pikom.

— Korelacioni filtar Azuriranje korelacionog filtra

— h

Zeljeni korelacioni

Korelacioni

odziv - g '
®| Lokalizacija objekta >
Operacija i

korelacije

Pozicija za detekciju objekta na narednom frejmu video sekvence

Slika 4.1 Struktura algoritama za pracenje objekata u video sekvenci zasnovanih na korelacionim filtrima.

4.1 Fundamentalni korelacioni filtri

Najraniji korelacioni filtri nisu bili dizajnirani za primenu u pracenju pokretnih objekata u
video sekvencama, ali je princip njihovog dizajna uticao na kasniji dizajn korelacionih filtara koji su
prilagodeni i1 uspes$no primenjeni u problemu video praéenja. Tokom osamdesetih i devedesetih
godina dvadesetog veka predlozeni su brojni pristupi za dizajniranje korelacionih filtara. Filtri su
obucavani na primerima ciljnog objekta sa varijacijama u izgledu i sa postavljenim restriktivnim
ograni¢enjima tako da filtri uvek proizvode pikove u korelacionom odzivu iste visine. Neki od
znacajnijih radova koji su predstavljeni u ovom periodu obuhvataju sinteticke diskriminacione
funkcije [136], [137] sinteticke diskriminacione funkcije minimalne varijanse [138], filtre minimalne
proseéne korelacione energije [139], filtre optimalnog kompromisa [140], [141], sinteticke
diskriminacione funkcije minimalne srednje kvadratne greske [142].

4.1.1 Sinteticke diskriminacione funkcije

Polaze¢i od notacije gde x4, x5, ..., Xy oznacavaju N d-dimenzionalnih vektora, odnosno N
slika sa po d piksela, gde je broj piksela d znacajno veci od broja slika u trening skupu N, kod
konvencionalnih sinteti¢kih diskriminacionih funkcija (eng. Synthetic discriminant functions - SDF)
kompozitna slika, odnosno filtar h se gradi kao linearna kombinacija slika iz trening skupa:
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N
h = Z a;x; (43)
=1

A

gde se koeficijenti a; biraju tako da se zadovolji zahtev:
Wxj=u; j=1,2,..,N (4.4)

pri ¢emu je u; Zeljena vrednost korelacionog odziva, a T ozna¢ava operaciju transponovanja. Kada
sve trening slike pripadaju istoj klasi, u; moze biti konstantna vrednost, odnosno za primer dve klase
moze imati dve razli¢ite vrednosti (£1). Ako se SDF filtar h moze pronadi, tada se moze garantovati
da ¢e rezultat korelacije ulazne slike x; i dobijenog filtra h biti Zeljeni izlaz u;.

Iz jednacina (4.3) i (4.4) se mogu odrediti koeficijenti a;:

aix;xj=u; j=12,..,N (4.5)

-

=1
Jednacina (4.5) se moze zapisati i u vektorskom obliku:
Ka= u (4.6)

gde jea = [ay,az, ..,an]", u= [ug,uy, ..., uy]", aelementi K;; matrice K predstavljaju elemente
proizvoda vektora x; x; iz (4.5). Ako je matrica K invertibilna, tada se reSenje jednacine (4.6) moze
dobiti kao:

a= K-lu (4.7)

Moze se pokazati da reSenje postoji, odnosno da je matrica K punog ranga i postoji inverzna matrica
K1 ako i samo ako originalni trening skup od N slika x4, x5, ... x formira linearno nezavisni skup
vektora [138].

Kompozitna slika, odnosno filtar h, se moze dobiti i u kompaktnijoj formi ako se definise
matrica X kao matrica dimenzija d X N, gde i-ta kolona ove matrice predstavlja vektor x;. Tada se
filtar h moze predstaviti relacijom:

h =Xa (4.8)
pri ¢emu vektor koeficijenata a treba da zadovolji relaciju:
(XTX)a=u (4.9)

Odavde se vidi da je matrica X7 X zapravo identi¢na matrici K iz (4.6). Stoga, iz jednacina (4.8) i
(4.9) se filtar h moze izraziti kao:

h=XXTX)"tu (4.10)
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4.1.2 Sinteticke diskriminacione funkcije minimalne varijanse

Sinteticke diskriminacione funkcije prikazane u sekciji 4.1.1 su konstruisane tako da se
obezbedi da vrednost kros-korelacije ima Zeljenu vrednost konstante u; za svaku ulaznu sliku x; koja
pripada trening skupu. Medutim, kada se na ulaz dovede slika koja ne pripada trening skupu, ili
predstavlja zaSumljenu sliku iz trening skupa, izlaz nece imati vrednost Zeljene konstante. Za
prakti¢nu implementaciju od interesa jesu samo filtri kod kojih se varijacija izlaza u ovim slucajevima
moze uciniti dovoljno malom. Stoga, sinteticke diskriminacione funkcije minimalne varijanse imaju
za cilj, kao $to im i ime kaze, minimizaciju varijanse na izlazu kada se na ulaz sistema dovede
zasumljena slika iz trening skupa, kojom se takode moze modelovati i ulazna slika koja ne pripada
trening skupu. Filtar sinteticke diskriminacione funkcije minimalne varijanse predlozio je Kumar
1986. godine u radu [138].

ZaSumljena slika iz trening skupa moZe se predstaviti kao x; +n, gde x; predstavlja
originalnu nezasumljenu sliku iz trening skupa, a n vektor aditivnog stacionarnog Suma nulte srednje
vrednosti. Uzimajuéi u obzir jednacinu (4.4) korelacioni odziv je u slu¢aju zaSumljene slike izraZzen
kao:

W'(xj+n)=w+h™n; j=1,2,..,N (4.11)
gde je ¢lan h"n u (4.11) rezultat prisustva Suma. Za ovaj ¢lan se moze pokazati da su srednja vrednost:
E{h"Tn} =0 (4.12)

I varijansa:
Var{h™n} = E{h"nn"h} = hTE{nn"}h = hTCh (4.13)

gde E{-} oznatava matematicko ocekivanje, a Var{-} varijansu. U (4.13) C oznaCava d X d
kovarijacionu matricu vektora Suma n. Uzima se da je pozitivno definitna, ¢ime se garantuje
postojanje njene inverzne matrice. Dalje se za izvodenje filtra koji minimizira varijansu u (4.13) 1
pritom zadovoljava zahtev iz (4.4), uvodi funkcional [138]:

N
¢ = hTCh — z 22, (hTx; — uy) (4.14)
i=1

gde koeficijenti A; predstavljaju Lagranzove multiplikatore. Izjednadavanjem izvoda ovog
funkcionala po h sa 0 (nula vektor), dobija se da optimalni filtar zadovoljava sledecu relaciju:

N
Chope = z Ax; (4.15)
i=1

Uzimajuci u obzir pretpostavku da je kovarijaciona matrica Suma C invertibilna, optimalni filtar
sinteticke diskriminacione funkcije minimalne varijanse ima oblik:
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N N
hope = C™* [Z Aixi] = Z AC 1x; (4.16)
i=1 i=1

dok uslov (4.4) sada poprima oblik:
ZAiXiTC_lx]' = U ] =12,..,N (417)

1z (4.16) se vidi da optimalni filtar sada ne predstavlja linearnu kombinaciju slika iz trening skupa.
Medutim, ako se slike iz trening skupa transformi$u mnoZenjem sa C ™1, tada se optimalni filtar moze
posmatrati kao linearna kombinacija transformisanih slika iz trening skupa, ali se koeficijenti ove
linearne kombinacije A; izvode koriste¢i ¢lan x;" C™'x; iz (4.17) [138]. Odatle se, pratec¢i notaciju za

vektore X i u iz sekcije 4.1.1, dobija optimalni filtar u zatvorenoj formi:
hopt = CTIX(XTC71X)tu (4.18)

lako je filtar sinteticke diskriminacione funkcije minimalne varijanse dizajniran kako bi se
prevaziSao problem Suma na slikama, ovaj filtar i dalje u korelacionom odzivu ne daje ostre pikove.
Kako bi se unapredila moguc¢nost razlikovanja pika od bo¢nih lobova u korelacionoj ravni, dizajniran
je filtar minimalne prose¢ne korelacione energije [139].

4.1.3 Filtar minimalne prosecne korelacione energije

Iz potrebe da se u korelacionom odzivu izdvoji jasan i ostar pik, odnosno potisnu bo¢ni lobovi,
predlozen je filtar minimalne prose¢ne korelacione energije (eng. Minimum Average Correlation
Energy - MACE) [139]. MACE filtar ima za cilj da kontroli$e celokupnu ravan korelacionog odziva,
odnosno minimizira energiju u korelacione ravni koja ukljucuje i bo¢ne lobove. Prose¢na energija
korelacionog odziva za sliku iz trening skupa koja ima d piksela je definisana na sledeci nacin:

d
E= ) laiOP (419)
=1
Prelaskom u Furijeov domen i kori§¢enjem Parsevalove teoreme, (4.19) dobija oblik:

E dZLq(mz Zlh(z)l &P (420)

gde h i %; predstavljaju filtar i sliku iz trening skupa u Furijeovom domenu, respektivno. Odavde sledi
da se prose¢na korelaciona energija za ceo trening skup moze dobiti kao:

= — NZ(h*A)( R) =R | Nz ;]ﬁ=E*DE (4.21)
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gde je D = [ﬁ N 9?;"] dijagonalna matrica dimenzija d X d ¢iji elementi na dijagonali
predstavljaju prose¢nu spektralnu gustinu snage slika iz trening skupa, a simbol * oznacava operaciju
kompleksne konjugacije [139], [143].
Za minimiziranje prose¢ne korelacione energije (4.21) uz ograni¢enja vezana za korelacioni
0dziv data u frekvencijskom domenu, treba resiti optimizacioni problem:
min A*Dh

~

*h =u

=

(4.22)

S<y =

pri ¢emu X u (4.22) predstavlja matricu ¢ije su kolone vektorske reprezentacije slika iz trening skupa
u Furijeovom domenu. Prate¢i istu metodologiju reSavanja kvadratnog optimizacionog problema uz
linearna ogranicenja kao i u sekciji 4.1.2, primenom Lagranzovih multiplikatora, optimalno reSenje
za filtar minimalne prosecne korelacione energije izrazeno je kao:

hope = DT1R(R°D71R) u (4.23)

MACE filtri su prvi filtri koji su pokusali da kontrolisu celokupnu ravan korelacionog odziva
I postavili osnovu za razvoj korelacionih filtara u frekvencijskom domenu. Rezultat dizajna ovakvog
tipa filtara jeste da oni generalno proizvode veoma ostre pikove u korelacionoj ravni. Medutim, dizajn
MACE filtara ima i svojih nedostataka. Prvi nedostatak jeste osetljivost ovih filtara na prisustvo Suma
u slici. Takode, MACE filtri Cesto imaju veoma veliku osetljivost na varijacije unutar iste klase. Kako
bi se postigao kompromis izmedu pristupa filtara sinteticke diskriminacione funkcije minimalne
varijanse koji potiskuju Sum, ali ne generiSu oStre korelacione pikove 1 pristupa MACE filtara kod
kojih su pikovi u korelacionoj ravni jasno izrazeni, ali imaju osetljivost na prisustvo Suma, predloZen
je filtar sinteticke diskriminacione funkcije optimalnog kompromisa [140], [141].

4.1.4 Sinteticke diskriminacione funkcije optimalnog kompromisa

Filtar optimalnog kompromisa (eng. Optimal trade-off filter) ima za cilj da napravi balans
izmedu optimizacije kriterijuma proseéne korelacione energije i kriterijuma minimalne varijanse
Suma na izlazu [140], [141]. Stoga, ovaj tip filtara minimizira prosecnu korelacionu energiju za datu
varijansu Suma i obrnuto.

Kriterijum proseéne korelacione energije dat je u (4.22) kao:

E, = h'Dh (4.24)

dok je kriterijum za minimizaciju varijanse Suma na izlazu dat u (4.13), a moZe se izraziti u
Furijeovom domenu kao:

E, = h*Ch (4.25)

Optimalni kompromis izmedu ova dva kriterijjuma se moze posti¢i kreiranjem kriterijjuma koji
predstavlja tezinsku sumu kriterijuma E; i E,, uz zadovoljenje ogranicenja iz (4.4):
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min ah*Dh + BhCh
e 4 (4.26)
X*h=u
pri ¢emu su « i B nenegativni koeficijenti [143]. Kao i u sekcijama 4.1.2 i 4.1.3, primenom metode
Lagranzovih multiplikatora, reSenje za filtar optimalnog kompromisa se moze izraziti u zatvorenoj
formi:

h= (ab +BC)"1R(X*(aD + BC)™1R) u (4.27)

Postavlja se pitanje kako odrediti koeficijente a i . Kako nije moguée da se minimizuju oba
kriterijuma, pozeljno je da se minimizira kriterijum E, za svaku moguc¢u vrednost kriterijuma E;. Ovo
se moze posti¢i minimiziranjem funkcije E () [140], [143]:

E(m) = E, —nE, — i*XL (4.28)

gde je n Lagranzov multiplikator koji ograni¢ava E; na datu fiksnu vrednost, a L predstavlja vektor
od N Lagranzovih multiplikatora, koji se odnose na linearna ograni¢enja korelacionih odziva za N
slika iz trening skupa. Parametar  ima vrednosti iz opsega (—oo, 0], gde za najnepovoljniju vrednost
E; vrednost parametra n iznosi 0, pri ¢emu se optimizuje samo kriterijum E,, dok za najbolju vrednost
E, parametar n uzima vrednost —oo, pri ¢emu se i optimizuje samo kriterijum E; [140]. Ako se
parametar n definise kao:

n=—— pe[o1] (4.29)

i I' = ulL, tada se kriterijum (4.28) svodi na optimizaciju kriterijuma E (n):
E(uw) = uE, + (1 — WE, — k*XT (4.30)

Variranjem parametra 4 u opsegu od 0 do 1, optimizacija kriterijuma E(u) se pomera sa
minimiziranja kriterijuma E; ka minimizovanju kriterijuma E,. U slu€aju filtara sinteti¢kih
diskriminacionih funkcija, filtar optimalnog kompromisa se moze izracunati kao [140]:

h=BR(X'B7'8) u (4.31)
B= uD+(1—-u)

U mnogim slu¢ajevima, poZeljan je izbor vrednosti parametra y blizak 1. Tako ¢e dizajnirani filtri
optimalnog kompromisa imati ostrije pikove u korelacionoj ravni, a istovremeno ¢e biti robusni na
Sum §to je slucaj kod SDF filtara minimalne varijanse.

4.1.5 Sinteticke diskriminacione funkcije minimalne srednje kvadratne greSke

Filtar sinteticke diskriminacione funkcije minimalne srednje kvadratne greske ima za cilj da
obezbedi direktnu kontrolu nad oblikom korelacionog odziva. Ovo se postiZze minimiziranjem srednje
kvadratne greSke izmedu rezultujuéeg korelacionog odziva i unapred specificiranog Zzeljenog
korelacionog odziva proizvoljnog oblika [142].
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Izmedu Zeljenog korelacionog odziva c; i rezultujué¢eg korelacionog odziva g; (za sliku x;
koja sadrzi d piksela i filtra h), srednje kvadratna greska E; se moZe definisati kao:

d d

= Zlci(l) —gi(DI? = %Z

=1 =1

5D -2 OAD|  i=1,2,...,N (4.32)

gde &;, h, i X; predstavljaju Zeljeni korelacioni odziv, filtar i sliku u Furijeovom domenu, respektivno,
a simbol * se odnosi na operaciju kompleksne konjugacije. Srednje kvadratna greska E; predstavlja
meru koliko dobro korelacioni odziv g; aproksimira Zeljeni korelacioni odziv c; za koji se smatra da
je kompletno definisan za sve slike u skupu. Moze se primetiti da za slucaj ¢; = 0, srednje kvadratna
greSka E; iz (4.32) zapravo predstavlja energiju korelacionog odziva g;, kao u (4.19), pa se izvodi
zakljucak da filtri sintetiCke diskriminacione funkcije srednje kvadratne greske generalizuju MACE
filtre. Za ceo trening skup, srednje kvadratna greska je definisana kao:

1N
F=2>E, (4.33)

=1

Uz ograniéenja vezana za korelacioni odziv iz (4.4), a data u frekvencijskom domenu:
X*h=u (4.34)

pri ¢emu X u (4.34) predstavlja matricu &ije su kolone vektorske reprezentacije slika sa d piksela iz
trening skupa u Furijeovom domenu. Definisanjem vektora C;:

¢ = [6:(D),82), .., e(]F,  i=1,2..,N (4.35)
i dijagonalne matrice A; dimenzija d X d:
A; = diag([%;(1),%;(2), .. %;(], i=12..,N (4.36)
jednacina srednje kvadratne greske iz (4.32) dobija oblik:
=6 -8'R) (G-A'R)], i=12..N (4.37)

Ako se prema [142] definisu:

1 N
Eo=3 ) (676)
=1
1 N
p = NZ(&C}) (4.38)
=1
N
IR P
M= NZ(Ai A))
=1

jednacina srednje kvadratne greske (4.33) dobija oblik [142]:
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E=[E.—hp—p"h+h*Mh| (4.39)

Primenom metode Lagranzovih multiplikatora, reSenje za filtar sinteticke diskriminacione funkcije
minimalne srednje kvadratne greske dobija se kao:

R=01(p + Rw) (4.40)

gde w predstavlja vektor od N Lagranzovih multiplikatora [142]. Vektor w se moze dobiti iz (4.40) i
jednacine ograniCenja (4.34):

w= (2M18) " [u— X*7-1p] (4.41)

Zamenom w iz (4.41) u (4.40), dobija se konacni oblik filtra sinteticke diskriminacione funkcije
minimalne srednje kvadratne greske:

~ —~

h=M0"'p+ M 1R(% A1) [u— R A1 (4.42)

4.2 Savremeni korelacioni filtri za pracenje pokretnih objekata

Korelacioni filtri bazirani na sintetickim diskriminacionim funkcijama se obucavaju na
primerima objekata od interesa za pracenje sa razliitim izgledom, ali i sa nametnutim ¢vrstim
ograni¢enjima tako da ovi filtri uvek rezultuju korelacionim ravnima sa pikovima iste visine. Takode,
nametnuta ¢vrsta ograni¢enja uzrokuju i to da ovi filtri imaju problema sa tolerancijama distorzija
objekta. U [144] je reSenje potrazeno uklanjanjem navedenih strogih ograni¢enja i postavljen je
zahtev da filtar ima visoku srednju vrednost korelacionog odziva. Medutim, potpunim uklanjanjem
ograni¢enja kao i izostankom iskori$¢enja prethodnih informacija koje se odnose na celokupni
korelacioni odziv kod trening slika, javlja se problem osetljivosti na Sum. Stoga, ovi pristupi u
dizajniranju korelacionih filtara za pracenje pokretnih objekata imaju slaba diskriminativna svojstva.
Stavise, potreba i na¢in obucavanja ovih filtara &ini ih nepodesnim za onlajn praéenje objekata.
Koriste¢i adaptivni princip obucavanja, filtar minimalne sume kvadrata greSaka [98] postigao je
znacajna poboljSanja robusnosti i efikasnosti pracenja, a usled jednostavnosti pristupa ima i
mogucnost rada u realnom vremenu.

4.2.1 Filtar minimalne sume kvadrata greSaka

U algoritmu minimalne sume kvadratnih gresaka (eng. Minimum Output Sum of Squared
Error - MOSSE) korelacioni filtar h se izracunava na osnovu trening skupa slika x; i Zeljenih
korelacionih odziva g; za svaku sliku iz trening skupa. lako odziv g; moze imati bilo koji oblik,
najéesce se usvaja 2D Gausova funkcija male varijanse i sa o$trim pikom centriranim ta¢no na poziciji
objekta na odgovarajucoj trening slici. Obucavanje filtra se izvrSava u Furijeovom domenu, kako bi
se iskoristile prednosti osobine konvolucije koja se u Furijeovom domenu preslikava u operaciju
mnozenja.
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MOSSE algoritam kao kriterijum za optimizaciju filtra definiSe srednje kvadratnu gresku
izmedu rezultujuéeg i zeljenog korelacionog odziva [98]. Prate¢i notaciju iz (4.2), minimizacioni
problem u Furijeovom domenu kod MOSSE algoritma ima oblik:

N
min2|£i Ok — g (4.43)

E*
i=1

gde N predstavlja broj slika u trening skupu. ReSenje ovog optimizacionog problema predstavlja
optimalni filtar MOSSE algoritma i moZe se dobiti u zatvorenoj formi kao [98]:

Y19 0%

4.44
L2 Or (4.44)

e =
Kako zbog izazova koji se javljaju tokom video pracenja, opisanih u sekciji 3.2, dolazi do veoma

Cestih promena u izgledu objekta koji se prati, MOSSE algoritam koristi mehanizam adaptiranja filtra
trenutnoj situaciji na sceni. Filtar h iz (4.44) je izrazen kao odnos imenioca B; i brojioca A;:

heo=
=3
N N (4.45)
Ai=zgi®5€i*» Bi=2fi0fi*
i=1 i=1
gde se A; i B; azuriraju tokom vremena kao:
A=A -mMAi1+ng Ox
(4.46)

Bi=(1—-mBi_1+n% O

pri ¢emu parametar 71 predstavlja stopu ucenja. PredloZeni metod azuriranja filtra daje veci znacaj
novijim frejmovima video sekvence, dok uticaj izgleda objekta na starijim frejmovima treba
eksponencijalno da opada tokom vremena. VVrednost parametra n treba da bude postavljena tako da
se filtar brzo prilagodava promenama objekta na sceni, ali da istovremeno ocuva robusnost filtra.
Takode, u jednaginu filtra A* se uvodi i regularizacioni parametar A kako bi se izbeglo deljenje nulom:

= Y19 0% _ A
Zﬁ"zla?i@a?i* +1 B +41

(4.47)

Dizajnom filtra kao i proratunima azuriranja modela, MOSSE algoritam za praéenje
pokretnih objekata pruza moguénost rada u realnom vremenu, sa impresivnim brzinama procesiranja
frejmova [98]. Usled ovakvih moguénosti rada u realnom vremenu MOSSE filtar je postao odrziva
polazna tacka za razvoj korelacionih filtara za pracenje pokretnih objekata koji mogu biti robusniji 1
postici bolje performanse u pracenju.
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4.2.2 Kernelizovani korelacioni filtri

Do izraza za korelacioni filtar koji se moze koristiti za pracenje objekata moze se doci i ako
se filtar posmatra kao diskriminativni klasifikator, ¢iji je cilj razlikovanje objekta od pozadinske
scene. Za obucavanje takvog klasifikatora potrebno je obezbediti odgovarajuéi skup uzoraka objekta
od interesa, kako bi se Sto bolje izvrSila njegova karakterizacija. Medutim, osnovni princip
diskriminativnih metoda jeste da se znacaj mora dati i relevantnom pozadinskom okruzenju. Stoga,
pored skupa uzoraka objekta, treba obezbediti i skup takozvanih negativnih uzoraka. Kao negativni
uzorci se najcesce koriste uzorci sa razlicitih lokacija na slici, ali i translirani i skalirani uzorci samog
objekta. Na taj nacin se odrazavaju uslovi u kojima ¢e se klasifikator nac¢i tokom pracenja objekta.
Takode, negativni uzorci se mogu i sinteti¢ki generisati. Broj sinteticki generisanih uzoraka koji se
koriste za obucavanje klasifikatora moze biti veoma veliki. Inkorporiranje velikog broja uzoraka
poboljsava performanse algoritma, ali posledi¢no uti¢e na brzinu izvrSavanja algoritma, pa se mora
na¢i kompromis izmedu performansi i moguénosti rada u realnom vremenu. Polazec¢i od osobina
cirkularnih matrica, u Furijeovom domenu se moze pokazati da filtar za prac¢enje pokretnih objekata
posmatran kao klasifikacioni algoritam ima male racunske zahteve iako se broj uzoraka povecava.
Naime, bez eksplicitne iteracije kroz hiljade uzoraka, razliite relativne translacije osnovnog uzorka
objekta se mogu uvesti analiticki. Takode, pokazaée se da postoji prirodna veza izmedu linearne
regresije i klasi¢nih korelacionih filtara, odakle se moze do¢i do izraza za korelacioni filtar za pradenje
pokretnih objekata u video sekvenci [99].

Polazna taCka jeste grebena regresija, gde je cilj da se pronade linearna diskriminativna
funkcija u obliku:

f@)=w'z (4.48)

koja minimizira kriterijumsku funkciju kvadrata gresaka izmedu uzoraka x; i njihovih regresionih
ciljeva y;:

min > (FGe) =y + 2wl (4.49)

gde je A u (4.49) regularizacioni parametar koji kontroliSe preobucavanje. Parcijalnim izvodom
kriterijuma (4.49) po w i izjednacavanjem sa nulom, reSenje minimizatora w se dobija u zatvorenoj
formi kao:

w=XTX+AD"1XTy (4.50)

pri ¢emu X predstavlja matricu uzoraka x; koji su svrstani u redove, y je vektor regresionih ciljeva
y;, @ I oznaCava jedini¢nu matricu. Posmatrano u Furijeovom domenu, gde su veli¢ine uglavnom
kompleksne, za slucaj kompleksne matrice X, jednacina (4.50) ima oblik:

w= (XHX + AD)"1x"y (4.51)

gde X¥ oznaCava hermitski transponovanu matricu X, X = (X*)T, a X* oznac¢ava kompleksnu
konjugaciju matrice X. Kako je ovaj postupak racunski veoma kompleksan, za potrebe prac¢enja
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objekata u realnom vremenu, pristup u opstem slucaju nije upotrebljiv. Medutim, u slucaju kada
matrica X ima osobine cirkularne matrice, racunski postupak je zna¢ajno jednostavniji.

4.2.2.1 Cikli¢na pomeranja i cirkularne matrice

Cilj je da se klasifikator obuci baznim uzorkom objekta, ali i negativnim uzorcima koji
predstavljaju pozadinske uzorke ili translirani bazni uzorak. Translirani uzorci se mogu dobiti
sintetickim putem, ciklicnim pomeranjem baznog uzorka. Ako se, radi jednostavnosti, posmatra
jednodimenzionalni vektor x koji predstavlja bazni uzorak objekta od interesa za pracenje, negativni
uzorci se mogu dobiti primenom operatora ciklicnog pomeranja. Ovaj operator predstavlja
permutacionu matricu:

0 0 0 .. 1
|1 00 .. 0|
P=l0 1 0 0 (4.52)

[. SR oJ

0 0 0 1 0

Primena ovog operatora na bazni uzorak x rezultira pomeranjem elemenata vektora x za jedno mesto:
Px = [xn %1 X3+ Xpn_q]" (4.53)

Sto predstavlja malu translaciju baznog uzorka. Primenom niza pomeranja (4.53), moze se dobiti veca
translacija baznog uzorka. Niz od d pomeranja postize se stepenovanjem matrice P, pa je translacija
elemenata vektora x za d mesta data kao P4x. Odavde se moze zapaziti da se zbog cikli¢nog svojstva
isti bazni vektor x periodi¢no dobija na svakih n pomeranja, gde je n broj elemenata vektora x. To
znaci da se potpuni skup pomeraja dobija kao:

C(x) ={P%|d=01-n—1} (4.54)

gde C oznacava operator generisanja cirkularne matrice, $to je i graficki prikazano na slici 4.2.

_I.l.=l ]

o T
Clom o) = Shge, B

afa TEa"

Slika 4.2 llustracija rezultata primene operatora cirkularne matrice na bazni jednodimenzionalni vektor x.

Stoga, moze se zakljuciti da je za generisanje skupa potrebnog za obucavanje klasifikatora dovoljno
poznavanje baznog uzorka x, a da se ostali translirani uzorci mogu dobiti na potpuno deterministicki
nacin na osnovu baznog uzorka. Tako se matrica X iz (4.50) — (4.51) moze predstaviti kao:
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X1 Xy X3 .. Xp

Xp  X; Xy o Xp_q
X=Cx)=|Xn-1 Xn X1 .. Xp_ (4.55)
l Xy X3 Xg .. X J

Veoma vazno svojstvo cirkularnih matrica jeste osobina da cirkularne matrice nakon primene
diskretne Furijeove transformacije postaju dijagonalne [99]. Ova osobina je nezavisna od generiSuceg
baznog vektora x i moze se izraziti kao:

X = F diag(®)FH (4.56)

gde X oznacava diskretnu Furijeovu transformaciju vektora x. Matrica F je konstantna matrica i
predstavlja takozvanu matricu diskretne Furijeove transformacije. Koristi se za izraCunavanje
diskretne Furijeove transformacije F bilo kog ulaznog vektora:

F(z) =nFz (4.57)

Osobina cirkularnih matrica da nakon primene diskretne Furijeove transformacije postaju dijagonalne

ima velikog prakti¢nog znacaja jer dovodi do znacajnog ubrzanja raunski zahtevnog prorauna u
(4.51).

4.2.2.2 Pojednostavljenje linearne regresije za cirkularne matrice

Nakon generisanja celokupnog trening skupa X primenom operatora generisanja cirkularne
matrice 1 uzimajuéi u obzir osobine cirkularnih matrica, proracun izraza (4.51) se moze znacajno
pojednostaviti. Ako se posmatra komponenta XX iz (4.51) i jednacina (4.56), odnosno osobina da
cirkularna matrica nakon primene diskretne Furijeove transformacije postaje dijagonalna, dobija se:

XX = F diag(®*)F"F diag(®)F! (4.58)

Usled simetri¢nosti dijagonalnih matrica, primenom hermitskog transponovanja na dijagonalnu
matricu diag(X), kao rezultat ostaje samo konjugovano kompleksni deo X* [99]. Kako je proizvod
FHF jednak jedini¢noj matrici, izraz (4.58) dobija oblik:

XHX =F diag(®*)diag()F" (4.59)

Dalje, proizvod dijagonalnih matrica se svodi na proizvod element po element oznafen operatorom
©, pa se posmatrani izraz svodi na:

XHX =F diag(®* © ®)FH (4.60)

Ako se dobijeni rezultat o dijagonalizaciji cirkularnih matrica iz (4.60) primeni na izraz (4.51), izraz
za klasifikator w u Furijeovom domenu dobija oblik [99]:

ok

W = diag( 9 (4.61)

OX +/1>

56



pri ¢emu se i operacija deljenja u (4.61) izvrsava element po element. Kako se proizvod dijagonalne
matrice i vektora svodi na proizvod element po element elemenata sa dijagonale matrice i elemenata
vektora, dalje se izraz (4.61) svodi na:

Oy

9V 4.62
YT 0z 4 (4.62)

U prostornom domenu, klasifikator w se iz (4.62) jednostavno moze dobiti inverznom Furijeovom
transformacijom.

Zarazliku od MOSSE filtra opisanog u sekciji 4.2.1 koji minimizira sumu kvadratnih greSaka
izmedu rezultujucih korelacionih odziva slika iz trening skupa x; i zeljenih korelacionih odziva g;,
izraz (4.62) je definisan za jedan bazni uzorak x. Ako se za svaki bazni uzorak x; definiSe cirkularna
matrica X;, a zatim u izrazu (4.51) matrica X zamenisa X = [X; X, X5 --- ]7, tada se moze pisati [99]:

-1
w = z <Z XX, + /U) XMy (4.63)
j i

Dalje vazi:

W= <Z XM X, + ,11>_1 (Z Xﬁ) y (4.64)

odakle se vidi da izraz (4.64) ima isti oblik kao (4.51). Prate¢i date korake za dijagonalizaciju
cirkularnih matrica, moze se dobiti izraz za filtar u obliku [99]:

o Li%iOF
Y2 O +2

(4.65)

Izraz (4.65) ima isti oblik kao 1 izraz za MOSSE filtar u (4.47), pri ¢emu u (4.65) y predstavlja Zeljeni
korelacioni odziv (g u izrazu (4.47)), a w korelacioni filtar (h u izrazu (4.47)). Medutim, postoje
vazne razlike izmedu ova dva filtra [99]. Izraz u (4.65) je dobijen polazeé¢i od opsSteg problema
grebene regresije i osobina cirkularnih matrica, dok je MOSSE filtar izveden od namenski definisane
kriterijumske u Furijeovom domenu. Takode, bitno je uociti i da je regularizacioni parametar A
uveden u izraz (4.47) samo sa ciljem da se izbegne deljenje nulom.

4.2.2.3 Kernelizacija korelacionih filtara

Kako bi se dobile efikasnije, nelinearne regresione funkcije f(x) iz (4.48), moze se primeniti
takozvani kernel trik [145]. Funkcija kernel trika k(x, x") definisana kao:

k(e x') = " (De(x") (4.66)

na implicitan na¢in mapira uzorke x; u viSedimenzionalni prostor ¢ (dualni prostor), bez stvarnog
instanciranja vektora u tom prostoru. Sada, u dualnom prostoru, klasifikator w se moze predstaviti
kao [99]:
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w= Z a;p(x;) (4.67)

gde parametri a; predstavljaju parametre za optimizaciju. Ako se defini$e kernel matrica K dimenzija
N X N, ¢iji su elementi:

pri cemu N predstavlja broj uzoraka x; u trening skupu. Sada se reSenje u dualnom prostoru za
kernelizovanu verziju grebene regresije:

f&) =wz= ) ak(zx) (4.69)

A

moze dobiti u obliku:
a=(K+AD1y (4.70)

gde je a vektor ¢iji su elementi a; [99]. Koristeé¢i kernel funkcije za koje se dobija da je matrica K
cirkularna, a zatim uzimajuéi u obzir osobinu da se u Furijeovom domenu cirkularna matrica moze
dijagonalizovati, reSenje za vektor a u Furijeovom domenu dobija se kao:

Q= ,;xxy ; (4.71)
+

U (4.71) k** predstavlja diskretnu Furijeovu transformaciju prvog reda matrice K, koja se i dobija
cirkularnim pomeranjem k**, K = C(k**). Stvarna priroda vektora k** jeste kernel autokorelacije
(kernel korelacije vektora x sa samim sobom). Definisano za opsti slu¢aj dva proizvoljna vektora x i

x', kernel korelacija kxx! jeste vektor ¢iji su elementi:
kixx' —k (x', Pi—lx) _ <PT(x')<p (Pi—lx) (4.72)

gde Pi~! oznagava permutacionu matricu definisanu u (4.52) [99]. Takode, operacija deljenja u (4.71)
je definisana kao deljenje element po element. Za razliku od (4.70) gde je potrebno ra¢unanje kernel
matrice dimenzija N X N, pri ¢emu se slozenost povecava sa kvadratom broja uzoraka, u (4.71) je
potrebno samo racunanje autokorelacionog vektora ¢ija se dimenzionalnost povecava linearno sa
povecanjem broja uzoraka.

Kako bi za datu cirkularnu matricu C(x) i odgovarajuca kernel matrica K bila cirkularna,
kernel funkcija mora tretirati sve dimenzije podataka podjednako [99]. Neke od kernel funkcija koje
cuvaju cirkularnu strukturu su:

o Kerneli skalarnog proizvoda — linearni, polinomijalni

k(x,x') = x'x' + a)? (4.73)
K = (F 1R © &) + a)? (4.74)
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e Kerneli radijalne osnove — Gausovski kernel

1
k(xx') = exp (—; = x'||2) (4.75)

' 1
kK = exp (== (llxI? + lx'|I> = 2F (& © &")) (4.76)
g

e Aditivni kerneli — presek, y?
e Eksponencijalno aditivni kerneli

Dualni prostor takode pruza moguénost rada sa viSestrukim kanalima, odnosno obelezjima
poput HOG deskriptora ili obelezjima dobijenih iz modela dubokog ucenja. Rad sa viSestrukim
kanalima se postiZze jednostavnim sumiranjem po kanalima u Furijeovom domenu, usled linearnosti
diskretne Furijeove transformacije. Ako se vektor x predstavi kao konkatenacija individualnih
vektora za L kanala, x = [xq, x5, ... x; ], tada se po analogiji Gausovski kernel za visestruke kanale
moze dobiti kao:

' 1
k** = exp —3 llx[|? + ||x'||> —2F 1 (Z x5O 9?{) 4.77)

l

Kako je prikazano na slici 4.1, detekcija objekta na novom frejmu video sekvence se vrsi u
okolini polozaja objekta na prethodnom frejmu. Stoga, regresionu funkciju f(z) (4.48) je potrebno
evaluirati za viSe testnih uzoraka z iz okoline poloZaja objekta na prethodnom frejmu. Ovi uzorci se
mogu dobiti cikliénim pomeranjem osnovnog testnog uzorka okoline objekta. Tako se na osnovu
kernelizovane korelacije k*# izmedu osnovnog uzorka (modela objekta) x i testnog uzorka z definise
cirkularna kernel matrica K ?:

K% = C(k¥?) (4.78)

Kako bi se korelacioni odziv evaluirao za sve cikliéne pomeraje tesnog uzorka, rauna se regresiona
funkcija (4.69) kao:

f@) = &) a (4.79)

Primenom metode dijagonalizacije cirkularnih matrica u Furijeovom domenu, f(z) se efikasnije
moze izracunati kao:

f(2) =F (kO a) (4.80)

gde F~1 oznacava operaciju inverzne Furijeove transformacije. Pozicija koja odgovara maksimalnoj
vrednosti funkcije f(z) iz (4.80) predstavlja poziciju objekta koji se prati na posmatranom frejmu
video sekvence.
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4.2.2.4 ViSestruki kanali i aZuriranje filtra

Za rad sa viSestrukim kanalima, odnosno za integraciju viSedimenzionalnih obeleZja, mogu
se primeniti dva pristupa. U prvom pristupu se moze primeniti konkatenacija obelezja viSestrukih
kanala, a zatim se vrSi obucavanje viSekanalnog klasifikatora, odnosno diskriminativnog
korelacionog filtra. Ako se uzorak x sastoji od vise kanala obelezja x¢, pri ¢emu d oznacava indeks
kanala, d € {1,2,..., D}, odnosno moze se posmatrati da se na svakoj poziciji (m, n) uzorka x nalazi
D - dimenzionalni vektor obelezja. Na isti nacin se filtar w moze proSiriti da bude D - dimenzionalan,
oznadavajuéi pojedinaéne kanale filtra sa w®. Tada se korelacija izmedu dve visedimenzionalne
funkcije definiSe jednostavnim sumiranjem korelacionih odziva za svaki pojedinacni kanal. Filtar w
se moze dobiti minimiziranjem Kkriterijumske funkcije:

I = ) ar]| ) (st w = 3)°
d

i
gde se dodatno uvodi tezinski koeficijent @; > 0 za svaki uzorak x;. ReSenje navedenog kriterijuma
se u opstem sluéaju ne moze dijagonalizovati primenom diskretne Furijeove transformacije.
Medutim, za slucaj obucavanja filtra samo jednim uzorkom, dobija se:

2
+ aZuwdnz (4.81)
d

~d* ~
a__ ¥ OY

_ i (4.82)
Y, O + A

w

Drugi pristup podrazumeva da se za svaki kanal d uzorka x izraduna korelacioni filtar w%, a zatim se
agregacijom dobijenih filtara izraCunava finalni korelacioni filtar:

W= z Byw (4.83)
d

gde je 34 tezinski koeficijent kojim se reguliSe znacaj svakog kanala visedimenzionalnih obelezja.

Kako bi se filtar bolje prilagodio promenama u izgledu objekta tokom pracenja, ali
istovremeno zadrzao robusnost U 0dnosu na iznenadne velike promene, vrsi se adaptivno azuriranje
modela izgleda objekta X; iz (4.62) prema:

Re= (1 —y)x—q +VeX (4.84)

gde je t indeks trenutnog frejma, X;_, model izgleda objekta iz prethodnog frejma, X uzorak obelezja
objekta na trenutnom frejmu, a y; predstavlja stopu uc¢enja. Analogno, azuriranje koeficijenata filtra
a; iz (4.71) je dato kao:

@ =1 -y)ae, +y@ (4.85)

pri ¢emu &,_, predstavlja vrednosti koeficijenata iz prethodnog frejma, a @ estimaciju koeficijenata
(4.71) na trenutnom frejmu.
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4.2.3 OpSta struktura algoritma za pracenje korelacionim filtrima

Ako se pogleda osnovni princip rada korelacionih filtara i koraci u procesiranju frejmova,
osnovna struktura algoritama za pracenje korelacionim filtrima se moze predstaviti dijagramom
prikazanim na slici 4.3.

Video sekvenc a

=

Lokalizacija objekta
e A D

Korelacioni odziv

IFFT ‘

FFT ﬁ\/.)

Zeljeni korelacioni odziv

obelezja lF FT
Azuriranje
korelacionog filtra
Prozorska funkcija Korelacioni filtar ( FFT) Izdvajanje
obelezja

Slika 4.3 Tok procesiranja frejmova i osnovni strukturni delovi algoritma za pracenje objekta zasnovanog na
korelacionim filtrima.

Proces izvrSavanja algoritma pracenja zapocinje inicijalizacijom, pri ¢emu se definiSe
okruzujuéi okvir oko objekta od interesa za pracenje. Korelacioni filtar se inicijalizuje uzorkom slike
sa pozicije definisanog okruzujuceg okvira objekta, ali ve¢ih dimenzija u odnosu na okruzujuci okvir
objekta kako bi se u model filtra ukljucile i informacije pozadine i povecale diskriminativne
sposobnosti filtra. Dalje se za svaki teku¢i frejm video sekvence procesiranje vrsi uzorkovanjem
segmenta slike sa pozicije koja predstavlja estimaciju pozicije pracenog objekta na prethodnom
frejmu. Sa datog uzorka slike se vrsi ekstrakcija obelezja koja na najbolji moguci nacin reprezentuju
objekat koji se prati. Ekstrahovana obelezja predstavljaju osnovni uzorak za obucavanje korelacionog
filtra. Kako se za obucavanje filtra koriste i negativni uzorci, a koji se zarad ubrzanja racunskih
operacija dobijaju cikli¢nim pomeranjima osnovnog uzorka, ve¢ina originalnog pozadinskog sadrzaja
je zamenjena sintetickim cikliénim ponavljanjem originalnog uzorka. S druge strane, cikli¢na
konvolucija uvodi i neZeljene grani¢ne artefakte. Zbog izobli¢enja izazvanih ciklicnim ponavljanjem
osnovnog uzorka, izdvojeni sadrzaj i obelezja su pouzdani samo u blizini centra uzorka slike. Zarad
potiskivanja diskontinuiteta u grani¢nim regionima, uzorci se obi¢no mnoze odredenom prozorskom
funkcijom, kao §to je kosinusna prozorska funkcija. Za tako dobijeni reprezent objekta sa ublazenim
grani¢nim efektima racuna se brza Furejeova transformacija (eng. Fast Furier Transform - FFT).
Izmedu reprezentacije objekta 1 naucenog korelacionog filtra u Furijeovom domenu se racuna
korelacija, a primenom inverzne brze Furijeove transformacije (eng. Inverse Fast Furier Transform
- IFFT) dobija se izlazni korelacioni odziv u prostornom domenu. Pozicija pika u dobijenom
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korelacionom odzivu predstavlja poziciju objekta na trenutnom frejmu. Sa ove pozicije se ekstrahuju
obelezja koja se u skladu sa zeljenim korelacionim odzivom u Furijeovom domenu koriste za
azuriranje korelacionog filtra. Estimirana pozicija objekta na trenutnom frejmu se koristi i kao
pozicija sa koje se u rekurzivnom postupku izvrSavanja algoritma vrsi ekstrakcija obeleZja i detekcija
objekta na novom frejmu video sekvence.

4.2.4 Tehnike za savladavanje izazova u pracenju pokretnih objekata

Korelacioni filtri, a posebno kernelizovani korelacioni filtri pokazuju veoma dobre
performanse u prac¢enju objekata u uslovima bez okluzija, kada je objekat na relativno konstantnoj
udaljenosti od kamere, 1 postizu impresivnu brzinu procesiranja frejmova za rad u realnom vremenu
[99], [6]. Medutim, kada se veli¢ina, orijentacija i izgled objekta menjaju, a posebno u uslovima
okluzija, performanse pra¢enja se znacajno smanjuju.

Analizom problema u video pracenju izlozenih u sekciji 3.1, kao i dostupne literature o
poboljsanjima algoritma za pracenje zasnovanim na kernelizovanim korelacionim filtrima, moze se
uociti nekoliko glavnih pravaca unapredenja. Pristupi koji koriste karakteristike boja u RGB ili HSV
domenu [146] —[149] ili duboka obelezja [150] — [152] (obelezja dobijena iz dubokih neuralnih mreza
obucenih na kolor slikama) za modelovanje izgleda objekta nisu od interesa za istraZivanje U OVOj
disertaciji jer SWIR slika nema informacije o boji, a takode drugacija je i sama priroda formiranja
SWIR slike u odnosu na kolor sliku. Dodatno, usloznjavanje modela i poveéavanje broja obeleZja
uti¢e na povecanje kompleksnosti algoritma, a posledi¢no na smanjenje brzine procesiranja frejmova.
Unapredenja korelacionih filtara za pra¢enje pokretnih objekata koja se mogu sresti u novijoj literaturi
se mogu podeliti u pet kategorija: estimacija veli¢ine objekta, azuriranje i regularizacija filtra,
detekcija okluzija, prevazilazenje okluzija i ponovna identifikacija objekta i primena prediktora. U
nastavku ove sekcije ¢e biti detaljnije analizirani pristupi svake od navedenih kategorija, kao i
mogucnost primena ovih pristupa za unapredenje korelacionih filtara za pracenje objekata u SWIR
video sekvenci.

4.2.4.1 Estimacija veli¢ine objekta

Udaljavanje ili priblizavanje objekta kameri rezultira promenom veli¢ine objekta u ravni slike.
U svojoj osnovnoj konstrukeiji, korelacioni filtri vrSe procenu samo promene polozaja objekta na
slici, ali ne i procenu relativne promene veliine objekta. Izlazna korelaciona ravan ne pruza
informacije o promenljivoj veli¢ini objekta koji se prati. Ako model objekta ima fiksnu veli¢inu, u
slu¢aju povecavanja veliine objekta, izdvojene karakteristike ¢e biti nepotpune, dok se sa
smanjenjem veli¢ine objekta u model uvode i pozadinske karakteristike, $to znacajno moZe narusiti
model izgleda objekta. Precizna procena veli¢ine objekta pruza visestruku korist 1 direktno utice na
performanse algoritma za pracenje. Procena veli¢ine objekta omogucava algoritmu za pracenje da
prilagodi proceduru prac¢enja kako bi se adaptirao objektu koji se menja, ¢ime se smanjuje moguénost
greSaka u pracenju ili potpunog gubitka objekta. Stoga, znacajna paznja prilikom dizajniranja
korelacionih filtara za video pracenje treba da bude posvecena prilagodavanju korelacionog filtra
varijacijama veli¢ine objekta.

Jedan od prvih algoritama koji je razmatrao problem estimacije veli¢ine objekta tokom
pracenja jeste DSST (eng. Discriminative Scale Space Tracker) algoritam [100] metodom iscrpne
pretrage. Komponenta za estimaciju veli¢ine objekta se nadovezuje na estimaciju pomeraja objekta
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.. o . . . . . . S—-1 S5—-1 .
na slici. DefiniSe se broj skaliranja S, pa se za svaki parametar skaliranjan € {— e T} sa slike

uzorkuju segmenti dimenzija a™w X a™h, gde je a faktor skaliranja koji ima vrednost 1.02, aw i h
predstavljaju dimenzije objekta (Sirinu i visinu okruzuju¢eg okvira) na prethodnom frejmu video
sekvence. Svi uzorci su centrirani na estimiranoj poziciji objekta. Dizajniran je posebni 1D
korelacioni filtar za estimaciju veli¢ine objekta, pa se kao Zeljeni korelacioni odziv primenjuje 1D
Gausova funkcija [100]. Kada se estimira parametar skaliranja objekta, odnosno veli¢ina objekta,
filtar skaliranja se azurira. U narednim frejmovima video sekvence, uzorak slike objekta se skalira u
skladu sa trenutnim estimiranim parametrom skaliranja kako bi se procenio pomeraj objekta [100].
Takode, analizirana je zdruZena estimacija pomeraja objekta i veli¢ine objekta obucavanjem 3D
korelacionog filtra. Medutim, pokazalo se da je ovakav 3D korelacioni filtar dosta sporiji, kao i da
performanse ovakvog filtra nisu bolje od sekvencijalne primene estimacije pomeraja i estimacije
veliCine objekta, odnosno parametra skaliranja. Prate¢i metodologiju za estimaciju veliine objekta
predlozenu u DSST algoritmu, mnogo je pristupa u literaturi koji se oslanjaju na sekvencijalnu
primenu estimacije pozicije i veli¢ine objekta. U [153], skup skaliranja je definisan kao S = {1, 0.985,
0.99, 0.995, 1.005, 1.010, 1.015}. Na osnovu definisanog skupa skaliranja, segmenti slike se uzorkuju
sa dimenzijama u skladu sa parametrima skaliranja definisanim u skupu S, a zatim se primenom
bilinearne interpolacije skaliraju na originalnu veli¢inu, definisanu prilikom inicijalizacije algoritma,
kako bi se mogao primeniti korelacioni filtar koji je fiksnih dimenzija. Nova veli¢ina objekta se
procenjuje na osnovu maksimalnog pika korelacionog odziva svih uzoraka slike. Isti pristup je
primenjen u [147], gde je koris¢en skup skaliranja S = {0.98, 0.99, 1.0, 1.01, 1.02}, nakon ¢ega je
zasebni klasifikator regularizovanih najmanjih kvadrata obucen na skaliranim uzorcima, kako bi se
dobio korelacioni filtar za procenu veli¢ine objekta. U [154] je primenjen prostor za pretrazivanje
skaliraju¢eg parametra, po principu piramidalnog prostora skaliranja, sa brojem skaliranja 31.
Optimalni parametar skaliranja u [155] se dobija koris¢enjem 1-D korelacionog filtra sa brojem
skaliranja S=29. Sli¢no, a sa ciljem smanjenja broja racunskih operacija, skup od tri parametara
skaliranja S = {0.9, 1.0, 1.1} je koriSc¢en u [156] za procenu promene veli¢ine objekta u kombinaciji
sa poboljSanim DSST algoritmom. Strategija azuriranja DSST-a je poboljSana kako bi se izbegao
problem preobuc¢avanja modela. MKCF (eng. Multi-kernel Correlation Filter) algoritam predstavljen
u [157] takode nastoji da proceni parametar skaliranja na efikasniji na¢in vr§enjem pretrage u opsegu
skaliranja od £10% u odnosu na trenutnu veli¢inu objekta. Dalje, radi ubrzanja procesa estimacije
optimalne veli¢ine objekta, MKCF za razliku od prethodnih pristupa vrs$i skaliranje izdvojenih
karakteristika samo jednog uzorka objekta, umesto izdvajanja vise uzoraka objekta razli¢itih razmera.
U problemu pracenja peSaka u [150], promena veliine objekata je estimirana primenom modela
detekcije objekata zasnovanog na dubokom uéenju - YOLOV3. U trenutnom frejmu video sekvence,
veli¢ina objekta koji se prati dobija se kombinovanjem predikcije okruzujuc¢eg okvira objekta iz
kernelizovanog korelacionog filtra [99] i okruzujuéih okvira detektovanih pesaka YOLOv3 modelom
koriste¢i IOU metriku. Za azuriranje korelacionog filtra se uzima uzorak slike okruzujuceg okvira
YOLOv3 detekcije za koji je vrednost IOU metrike najveca.

4.2.4.2 Detekcija okluzija

Jedna od ¢esto koriS¢enih metoda u literaturi za detekciju okluzija jeste odnos pika u izlaznom
korelacionom odzivu i bo¢nog loba (eng. Peak to Sidelobe Ratio - PSR). Za izracunavanje ovog
odnosa se koriste maksimalna vrednost, srednja vrednost i standardna devijacija korelacionog odziva.

63



U [158], [159] PSR vrednost se poredi sa definisanim pragom, gde PSR vrednost ispod vrednosti
praga oznacava prisustvo okluzije. U [160], [161] PSR se u cilju detekcije okluzija poredi sa dve
vrednosti praga. U [160], dva praga su izraCunata na osnovu srednje PSR vrednosti, upgsg, tokom
prvih deset frejmova pracenja objekta. Za svaki frejm se izraCunava razlika izmedu PSR vrednosti u
trenutnom frejmu i ppgg, oznacena kao dpgg. Zatim, dpggr < 0.25upsg (donji prag) oznacava potpunu
okluziju, dpsg > 0.75upsr (gornji prag) oznacava regularno pracenje (bez prisustva okluzija), dok
vrednost dpgr izmedu dva definisana praga sugeriSe na prisustvo delimi¢nih okluzija. Detekcija
okluzija u [156] je zasnovana na kombinaciji razlike apsolutnih vrednosti pikova maksimalne i
minimalne vrednosti (Sto daje informaciju o vibracijama u korelacionom odzivu) i kvadratne
devijacije korelacionog odziva. Faktor okluzije definisan kao koli¢nik ove dve veli¢ine ima vrednost
u opsegu od 10 do 100, pa ovako Sirok opseg vrednosti omogucava efikasnije odredivanje nivoa
okluzije. U radu [162] primenjen je Cesti¢ni filtar za procenu stanja okluzivnih uzoraka pozadine
umesto procene stanja objekta, koriste¢i PSR 1 odnos preklapanja izmedu objekta 1 uzoraka pozadine
iz okruzenja objekta. Jo§ jedan Cest pristup koji se koristi u literaturi, a koji moze odrazavati
fluktuaciju korelacionog odziva i detektovati okluzije jeste prosecna energija korelacionog pika
(Average Peak Correlation Energy - APCE). Velika vrednost parametra APCE ukazuje na regularne
uslove praéenja, dok niska vrednost APCE ukazuje na prisustvo okluzija ili situaciju gubljenja
objekta. U cilju detekcije okluzija u [163], APCE vrednost se razmatra zajedno sa vredno$c¢u pika
korelacionog odziva, a takode se koristi i za azuriranje modela objekta. Model se azurira samo kada
APCE vrednost premasuje definisani prag 0.45u4pcE, a kada je vrednost APCE niza od 0.39u4pcE
smatra se da je objekat koji se prati izgubljen, pri ¢emu pypcr 0znacava srednju APCE vrednost. Prag
koji se koristi za procenu prisustva okluzija primenom estimacije APCE vrednosti, kao i za
prilagodavanje parametra brzine u¢enja korelacionog filtra je u [153] postavljen na fiksnu vrednost
od 18.7. APCE vrednost normalizovana maksimalnom APCE vredno$c¢u estimiranom tokom pracenja
do trenutnog frejma video sekvence se u [148] poredi sa definisanim pragom iz skupa {0.15, 0.45,
0.65} u cilju detekcije okluzija. U [164], detekcija okluzija se posmatra kao klasifikacioni problem i
reSava se koriS¢enjem metode nosecih vektora (eng. Support Vector Machine - SVM). Iz korelacionog
odziva, segment slike veli¢ine 11x11 piksela se izdvaja centriran na poziciji objekta, zatim se
vektorizuje, a tako dobijeni 121-dimenzionalni vektor obelezja se klasifikuje binarno sa ciljem
odredivanja pripadanja klasi okluzija ili ne. SVM je obucen nad skupom podataka VOT2017 koji
obezbeduje podatke o okluzijama. Detekcija okluzija je posmatrana i kao problem testiranja hipoteza
[165]. Za trenutni frejm, test hipoteza se primenjuje za vrednost pika korelacionog odziva, koristeci
srednju vrednost i standardnu devijaciju korelacionog pika, procenjenih na sekvenci od prethodnih
50 vrednosti pika. U [166], jedan od dva uslova se koristi za odlucivanje o prisustvu okluzija i
problema prilikom pracenja. Prvi uporeduje odnos pika korelacionog odziva i proseéne vrednosti pika
sa jednim pragom, dok drugi poredi odnos pika i prose¢ne vrednosti 5x5 regiona korelacionog odziva
oko pika, ne ukljucujuéi vrednost pika, sa drugim pragom. Oba praga su eksperimentalno odredena i
imaju vrednost 0.6. Da bi se utvrdilo da li je objekat pod okluzijom u [167], racunato je Euklidsko
rastojanje izmedu detekcije objekta korelacionim filtrom i predvidenih koordinata objekta Unscented
Rauch-Tung-Striebel Smoother metodom, a zatim uporedeno sa pragom dobijenim kao prosek odnosa
pika i bo¢nih lobova na trenutnom i prethodnom frejmu.
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4.2.4.3 Regularizacija i aZuriranje Korelacionih filtara

Cikli¢na konvolucija poboljsava ra¢unsku efikasnost, ali s druge strane uvodi i nezeljene
grani¢ne artefakte. Usled periodi¢nih efekata, vec¢ina originalnog pozadinskog sadrzaja je zapravo
zamenjena cirkularnim pomeranjem osnovnog uzorka slike. Kako se filtar na ovaj nacin obucava sa
manje stvarnih pozadinskih uzoraka, njegova diskriminativna mo¢ moze biti ograni¢ena. Zbog
izobli¢enja izazvanih ciklicnim ponavljanjem osnovnog uzorka, predvideni rezultati su pouzdani
samo u blizini centra uzorka slike, pri ¢emu je i veli¢ina oblasti za pretragu ograni¢ena. Kako je
prikazano na slici 4.3, pre samog racunanja korelacije izmedu uzorka i nau¢enog filtra vrsi se
mnozenje uzorka datom prozorskom funkcijom kako bi se potisnuli diskontinuiteti u pograni¢nom
regionu uzorka. Za dodatno re$avanje problema grani¢nih artefakata, pristup [101] uvodi prostornu
regularizaciju korelacionog filtra. Komponenta prostorne regularizacije je uvedena u kriterijumsku
funkciju za filtar viSestrukih kanala (4.81) kao:

S = ) e ) (st w3’
] d

L
Prostorna tezinska funkcija f, f(k) > 0 Vk, ima zadatak da penalizuje koeficijente filtra w?(k) u
zavisnosti od njihove prostorne lokacije. Kako bi se fokus filtra w stavio na region objekta, vrednosti
funkcije f treba da budu vece na pozicijama piksela pozadine, a manje u regionu objekta. Medutim,

2
+2 ) If-wé|? (4.86)
2

za razliku od korelacionih filtara koji se obucavaju samo jednim uzorkom iz trenutnog frejma,
formulacija sa viSe slika razbija strukturu cirkularne matrice, $to rezultira znac¢ajnim smanjenjem
racunske efikasnosti i moguénosti rada u realnom vremenu. Dodatno, optimizacija postaje joS
kompleksnija zbog prostorne regularizacije. Da bi se poboljsala efikasnost formulacije [101],
predlozen je pristup [107] koji koristi samo jedan uzorak slike za obucavanje filtra, a umesto toga, u
kriterijumsku funkciju datu u (4.87) se pored prostorne regularizacije uvodi ¢lan i za vremensku
regularizaciju kako bi se integrisale informacije iz prethodnih frejmova sekvence. U (4.87) w;
predstavlja korelacioni filtar u datom frejmu, dok w,_; oznacava filtar iz prethodnog frejma.
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Dok se u [101] i [107] koeficijenti filtra penalizuju izvan regiona objekta, u [168] se uvode stroza
ograni¢enja i koeficijenti filtra izvan regiona objekta se postavljaju na vrednost 0. Formulacija
kriterijumske funkcije (4.88) u ovom slucaju se moze izraziti uvodenjem binarne maske P, ¢ime se u
potpunosti zanemaruju tezine filtra koje odgovaraju pozadinskim karakteristikama.

1 A
Jw) =5 > My = (P w) = xll +52nwu% (4.89)

Kontekst okoline objekta koji se prati moze imati zna€ajan uticaj na performanse pracenja.
Posebno u slucaju problema klatera, kontekst okoline je veoma vazan za uspesno pracenje. U [169]
se u svakom frejmu uzorkuje K kontekstnih uzoraka x; u okolini objekta od interesa x,.
Odgovarajuce cirkularne matrice ovih uzoraka oznacene su sa X; i X, respektivno. Uzorci okoline se
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mogu posmatrati kao negativni uzorci za obucavanje korelacionog filtra. Na osnovu navedenog, cilj
je da se obucdi filtar w koji rezultuje visokim korelacionim odzivom za uzorak objekta i odziv blizak
nuli za uzorke konteksta pozadine. Stoga je u [169] predlozena kriterijumska funkcija (4.89) u kojoj
se uzorci konteksta okoline dodaju kao regularizator standardnoj formulaciji kriterijumske funkcije
korelacionih filtara. Rezultat ove procedure je da uzorak objekta regresira kao u standardnoj
formulaciji kontrolisan parametrom A;, dok se uzorci konteksta pozadine regresiraju na nule, $to je
kontrolisano parametrom A4,.

K
Jw) = lly = Xowll3 + A llwll3 + 2, Y 1Xwll3 (4.89)
i=1

Pored prostorne i vremenske regularizacije koje se primenjuju kako bi se umanjili grani¢ni
artefakti ili regularizacije kontekstom zarad boljeg uéenja negativnih uzoraka, adaptacija
korelacionog filtra u uslovima scene se moze postici i primenom razli¢itih heuristika. U [153] se prati
APCE vrednost, te u slucaju da ova vrednost bude manja od definisanog praga tokom odredenog
broja sukcesivnih frejmova, azuriranje filtra novim uzorcima prestaje, odnosno parametar y, u (4.84)
I (4.85) se postavlja na vrednost 0. U regularnim uslovima, y; ima konstantnu vrednost vecu od 0.
Parametar azuriranja korelacionog filtra u [170] se adaptira u zavisnosti od brzine kretanja objekta u
ravni slike, pri ¢emu se sa veCom brzinom kretanja objekta i parametar azuriranja filtra povecava.
Princip na kome se temelji ovaj pristup jeste da objekat koji se kre¢e ve¢om brzinom, brze i menja
svoj izgled. U [171] se prati PSR vrednost, ali i razlika u PSR vrednosti izmedu sukcesivnih frejmova.
Oba parametra se porede sa adaptivnim pragovima koji se estimiraju tokom vremena na osnovu
navedene dve vrednosti u poslednja tri frejma video sekvence. Model izgleda i koeficijenti
korelacionog filtra se aZuriraju samo kada su obe vrednosti iznad svojih pragova, pri ¢emu se koristi
konstantna stopa ucenja y; u (4.84) i (4.85). PSR vrednost za estimaciju adaptivne stope ucenja y,
kori$éenjem parametarske tezinske funkcije je primenjena u [172]. U [160] se na osnovu razlike PSR
vrednosti na trenutnom frejmu 1 srednje PSR vrednosti vr$i odlu¢ivanje o azuriranju koeficijenata
korelacionog filtra. Ukoliko je data razlika veca od definisanog praga, azuriranje se vrSi adaptivnom
stopom datom kao parametrizovani koli¢énik PSR vrednosti na trenutnom frejmu i srednje PSR
vrednosti.

4.2.4.4 PrevazilaZzenje okluzija i ponovna identifikacija objekta

U [164], ponovna identifikacija objekta se vrsi detekcijom u okolini oblasti poslednjeg
pojavljivanja pra¢enog objekta. Oblast pretrage za ponovnu detekciju se sastoji od 8 susednih
preklapajuc¢ih prozora iste veli¢ine kao 1 originalni prozor korelacionog filtra za pretragu. Pod
prozorom za pretragu se podrazumeva uzorak slike objekta koji se evaluira korelacionim filtrom.
Nova pozicija objekta se odreduje iz onog prozora za pretragu ¢iji pik u korelacionom odzivu ima
najvisu vrednost u odnosu na pikove u korelacionim odzivima ostalih prozora za pretragu. Tokom
procesa ponovne identifikacije ne vrsi se azuriranje modela objekta. Za ponovnu identifikaciju u
[173] je izvrSena iscrpna pretraga u kombinaciji sa SVM klasifikatorom. Iscrpna pretraga
podrazumeva testiranje svih moguéih prozora za detekciju objekta (uzoraka slike) u definisanoj
okolini. Za svaki uzorak slike se ekstrahuje vektor HOG karakteristika, koji se klasifikuje primenom
SVM-a. Estimirana lokacija uzorka slike koji je klasifikovan sa najve¢om pouzdano$éu, a uz uslov
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da je vrednost pika korelacionog odziva tog uzorka slike veca od definisanog praga, se koristi kao
nova pozicija objekta na datom frejmu. Za ponovnu identifikaciju objekata, SVM se Koristi i u [148]
I [174]. U [154], dualni onlajn SVM-ovi se obucavaju koris¢enjem metoda “pasivno-agresivnog*
ucenja 1 onlajn ponovne obuke. Prvi SVM se koristi za grubu selekciju kandidata objekta, dok se
drugi primenjuje za poboljSanje tacnosti azuriranja detektovane pozicije objekta. Za problem ponovne
identifikacije u [175] je primenjen random fern klasifikator. Od vise uzoraka kandidata dobijenih
nakon izvrSavanja random fern klasifikatora, najbolji uzorak se nalazi izraGunavanjem korelacije
izmedu uzoraka kandidata i skupa uzoraka koristec¢i klasifikator K-najblizih suseda i Euklidsko
rastojanje. Na kraju, kona¢na odluka o tome da li odabrani uzorci predstavljaju objekat koji treba da
se detektuje je zasnovana na kategorijama izdvojenih uzoraka. Random fern se takode koristi za
ponovnu identifikaciju objekata u [176]. Ovde se ulazni podaci za random fern klasifikator dobijaju
uzorkovanjem cele slike pomocu iscrpne pretrage kliznim prozorom, a obuka klasifikatora se odvija
istovremeno sa procesom pracenja. U [158], ponovna identifikacija objekta je primenjena nakon
detekcije okluzije na osnovu vrednosti PSR-a. Mape korelacionih odziva za ponovnu detekciju i PSR
vrednosti su racunate za Cetiri prozora za pretragu oko pozicije objekta na trenutnom frejmu. Nova
pozicija objekta se estimira na osnovu maksimalne PSR vrednosti iz ova Cetiri prozora, bez aZuriranja
modela objekta dok je objekat pod okluzijom. Kada se detektuje okluzija u [166], viSe prozora za
pretragu se postavlja oko pozicije gde je objekat izgubljen, bez azuriranja modela izgleda objekta
tokom procesa ponovne identifikacije. Kako bi se ra¢unarska kompleksnost smanjila, ovim prozorima
za pretragu se daju odredeni prioriteti. Usrednjavanjem vektora kretanja objekta, generiSe se mapa
korelacionog odziva prvog prozora za pretragu Koji je pridruzen regionu trenutnog vektora kretanja
objekta, zanemarujuci ostale prozore za pretragu. Visestruki prozori za pretragu se koriste i u [177],
gde su prozori raspodeljeni na celom frejmu. Mapa korelacionog odziva se sracunava za svaki prozor,
a za objekat se smatra da se nalazi u prozoru sa maksimalnom vredno$¢u pika korelacionog odziva.
U [178], nakon otkrivanja problema u pracenju ili okluzija, objekat kandidat se generiSe u oblasti
ponovne identifikacije primenom normalizovane kros-korelacije. Zatim se primenjuje model
korelacionog filtra fuzionisanih obelezja kako bi se potvrdilo da je to stvarni objekat. Autori u [179]
koriste lokalnu i globalnu pretragu za ponovnu identifikaciju objekta. Metod lokalne pretrage treba
da detektuje praceni objekat u okolini poslednje pozicije pojave objekta, gde je klizni prozor
dizajniran tako da vrsi cikliéno pomeranje u lokalnom regionu kako bi se postiglo vece uzorkovanje.
Za globalnu pretragu koristi se EdgeBox algoritam, sa prihvatanjem 200 predloga sa visokim
vrednostima pouzdanosti. Prebacivanje izmedu lokalne i globalne pretrage je zasnovano na
prosecnom pomeranju objekta u poslednjih 5 frejmova.

4.2.45 Fuzija prediktora i korelacionih filtara

U [180], Kalmanov filtar se koristi za predikciju pozicije objekta u trenutnom frejmu dok je
objekat pod okluzijom, koriste¢i naucene informacije u prethodnim frejmovima. Sli¢no, u [181], na
osnovu predikcije Kalmanovog filtra, KCF algoritam vrsi detekciju objekta i procenu njegove
pozicije koja se dalje koristi u koraku estimacije Kalmanovog filtra. Dakle, tokom faze aZuriranja u
KCF-u, ispravno stanje se primenjuje u azuriranju modela izgleda objekta. U elektrooptickom sistemu
za pracenje u [182], u situaciji kada je razlika pozicija objekta izmedu sukcesivnih frejmova veéa od
definisanog praga udaljenosti, u sledecem frejmu video sekvence Kalmanov filtar je zaduzen za
procenu pozicije pracenog objekta. Usvojen je model objekta konstantne brzine. Kalmanov filtar je
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fuzionisan sa KCF algoritmom za transformaciju koordinatnog sistema u [183]. Ovde Kalmanov
filtar vr$i procenu optimalnih 3D koordinata objekta, a zatim se pozicija objekta konvertuje u
modifikator pozicije objekta u KCF algoritmu. U [161] je predloZzen metod predikcije i pracenja
objekta za bespilotne letelice (eng. Unmanned Aerial Vehicle), gde se Kalmanov filtar koristi za
predikciju trajektorije objekta i kontrolu kretanja bespilotne letelice kada je objekat pod okluzijom ili
izgubljen. Implementiran je standardni Kalmanov filtar, model konstantne brzine. Kada se objekat
ponovo pojavi, mereno vrednos$éu pika u korelacionom odzivu, sistem Se ponovo oslanja na izlaz
korelacionog filtra. ProSireni Kalmanov filtar (eng. Extended Kalman Filter - EKF) je predlozen u
[160]. Kada dode do potpune okluzije, koriste¢i dostupne informacije o kretanju pre pojave potpune
okluzije, predlozeni EKF daje predikciju pozicije pra¢enog objekta. Adaptivne jednadine stanja za
procenu ubrzanja i brzine objekta, potrebne u EKF-u, koriste se za predikciju pozicije objekta. U
[184], Kalmanov filtar se koristi u kombinaciji sa Cesti¢nim filtrom za prevazilazenje okluzija
modelovanjem kretanja. U datom pristupu, ¢esti¢ni Kalmanov filtar (eng. Particle Kalman Filter)
koristi prednosti i Kalmanovog filtra i Cesti¢nog filtra — postize rad u realnom vremenu uz pracenje
visoke dinamike objekta. Predikcija Cestice stanja objekta se tretira kao polozaj pra¢enog objekta.

4.3 Dizajn sistema za pracenje pokretnih objekata zasnovanog na
korelacionim filtrima

PredlozZeni sistem za pracenje pokretnih objekata zasnovan na korelacionim filtrima ima za
cilj da obezbedi dugotrajno pracenje, odnosno kontinuirano pracenje objekta bez dodatnih manuelnih
korekcija u izazovnim situacijama tokom pracenja. Jo§ jedan od uslova za mogucnost dugotrajnog
pracenja jeste postavljanje kamere na pan-tilt pozicioner koji ¢e pozicionirati sistem tako da objekat
konstantno bude centriran u vidnom polju kamere. Stoga je vazno da algoritam za pracenje koji
generiSe kontrolne signale za upravljanje pan-tilt pozicionerom uspesno prati objekat od interesa u
video sekvenci i prevazilazi izazove u video pracenju opisane u sekciji 3.2, poput okluzija, promene
veli¢ine objekta, te promene u dinamici kretanja. Takode, pored dobrih performansi pracenja,
posebno je vazno da algoritam za pracenje nema veliku kompleksnost, odnosno da se moze izvrSavati
u realnom vremenu.

Kako je cilj posti¢i dugotrajno prac¢enje objekta, pa i u situacijama potpunih okluzija kada na
raspolaganju nema nikakvih informacija o objektu, poboljsanja pracenja korelacionim filtrom su
prvenstveno fokusirana na model kretanja objekta kako bi se u svakom trenutku mogao generisati
upravljacki signal pan-tilt pozicioneru. Na osnovu analize u sekciji 4.2.4, uvedeni su i moduli za
dodatna pobolj$anja u proceni veli¢ine objekta, za detekciju okluzija i neregularnosti u pracenju, za
prevazilazenje okluzija i ponovnu identifikaciju objekta nakon perioda pod okluzijom. Predlozeni
sistem za pracenje prikazan je blok dijagramom na slici 4.4.
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Ulazna sckvenca SWIR slika [Inicijalizacija korelacionog filtra ]
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Slika 4.4 Blok dijagram predloZenog sistema za pracenje pokretnih objekata u sekvenci SWIR slika.

U predlozenom sistemu, korelacioni filtar je fuzionisan sa Kalmanovim filtrom kako bi se
poboljsale performanse prac¢enja objekta. U koraku inicijalizacije, na prvom frejmu video sekvence,
Kalmanov filtar se inicijalizuje istim podacima (pozicijom i dimenzijama objekta) kao i model
objekta u korelacionom filtru. Na svakom slede¢em frejmu, celokupan sistem za pracenje se oslanja
na predikciju stanja objekta Kalmanovim filtrom. Centar prozora za pretragu objekta odreduje se na
osnovu predikcije pozicije objekta Kalmanovim filtrom, pri ¢emu su dimenzije (Sirina i visina)
prozora za pretragu 3 puta vece od dimenzija samog objekta. Predikcija pozicije objekta Kalmanovim
filtrom se procenjuje u bloku za detekciju neregularnosti u pracenju. Glavni zadatak ovog bloka jeste
detekcija neregularnosti u prac¢enju uzrokovanih pojavom drifta, deformacijom objekta, kao i
prisustvom okluzija $to predstavlja najveéi izazov. Takode, blok za detekciju neregularnosti ima i
vaznu ulogu u odredivanju moda rada sistema. U situacijama kada je pracenje regularno, sistem se
oslanja samo na korelacioni filtar koji u tim uslovima pokazuje veoma dobre osobine. Implementiran
je korelacioni filtar sa kontekstnom regularizacijom [169] koji minimizira kriterijumsku funkciju
(4.89). Resenje za korelacioni filtar w koji minimizira Kkriterijumsku funkciju (4.89) dato je u
Furijeovom domenu kao:

%09
2 0% +M+ L2 .2 0%

W= (4.90)

Resenje je dobijeno koriS¢enjem osobine dijagonalizacije cirkularnih matrica X, i X; iz (4.89) u
Furijeovom domenu. U (4.90) X, predstavlja FFT osnovnog uzorka objekta x,, X; FFT uzoraka
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konteksta x; u okolini osnovnog uzorka objekta, a y FFT Zeljenog korelacionog odziva. K uzoraka
okoline objekta, (x;, x5, ..., Xg), predstavljaju negativne uzorke za obucavanje korelacionog filtra
§to znacajno uti¢e na poboljsanje diskriminativnih sposobnosti korelacionog filtra. Operator (O u
(4.90) oznacava mnozenje element po element, pri ¢emu je i deljenje u (4.90) definisano na isti nacin.
Primeceno je da uvodenje dodatnih regularizacija prikazanih u sekciji 4.2.4.3 poput prostorne i
prostorno-vremenske regularizacije ne poboljSava znacajno performanse filtra u pracenju objekta u
SWIR video sekvenci, a umnogome povecéava racunsku kompleksnost i vreme procesiranja frejmova.
Parametar 4, kontroli$e regularizaciju osnovnog uzorka, dok se uzorci konteksta pozadine regresiraju
na nule, $to je kontorlisano parametrom A,.

U koraku lokalizacije objekta na novom frejmu, ekstrahuju se obelezja - histogram
orijentisanih gradijenata (HOG), koja reprezentuju uzorak objekta z koji treba da se evaluira, odnosno
primenjuje se Sema pracenja korelacionim filtrima prikazana na slici 4.3. Nakon primene Hanning
prozorske funkcije na uzorak obelezja, z, raCuna se korelacija izmedu naucenog filtra w iz (4.90) i
FFT-a obelezja uzorka slike Z. Korelacioni odziv se dobija kao:

f@D=F (W02 (4.91)

Pozicija pika u korelacionom odzivu predstavlja procenjenu poziciju objekta na novom
frejmu. Dalje se u levoj grani sistema na korelacioni filtar nadovezuje blok za estimaciju veli¢ine radi
Sto bolje procene dimenzija objekta.

Sa druge strane, ukoliko se tokom pracenja detektuje poremecaj, a posebno ako je detektovani
poremecaj uzrokovan okluzijom, oslanjajuci samo na korelacioni filtar tehnicki je nemoguce nastaviti
praéenje ako je objekat zaklonjen potpunom okluzijom ili izade iz vidnog polja kamere. U mnogim
scenarijima u praksi, pokazuje se da objekti tokom odredenog perioda imaju konstantnu brzinu
kretanja, pa se moze pretpostaviti da ¢e se objekat ponovo pojaviti na sceni nakon perioda pod
okluzijom. Stoga, Kalmanov filtar ima zadatak da obezbedi predikciju oblasti za ponovnu detekciju
objekta, prevazilaze¢i na taj nacin problem prac¢enja samo korelacionim filtrom, koji ostaje zaglavljen
na poziciji pojave okluzije. Medutim, u nekim slu¢ajevima ¢ak i uz implementaciju prediktivnog
algoritma, ponovna detekcija objekta moZze biti nemoguca, budu¢i da objekat moZe izvr$iti manevar
tokom perioda pod okluzijom, pa nakon izlaska iz okluzije mozZe biti izvan predvidene oblasti za
pretragu. Stoga, ukoliko se u bloku za detekciju poremecaja detektuje prisustvo okluzije, tok signala
prati blok za detekciju objekta u proSirenoj zoni primenom visestrukih prozora za pretragu u
kombinaciji sa predikcijom Kalmanovog filtra. Pretraga je potrebna samo u odredenom broju prozora
oko centralnog, na koji se oslanja i bazi¢ni korelacioni filtar. Kalmanov filtar vrsi predikciju dinamike
kretanja objekta, ¢ime se smanjuje vreme obrade koje bi bilo potrebno za pretragu na celoj slici. lako
primena viSestukih prozora za pretragu uvodi dodatno kaSnjenje u sistem, prebacivanje iz rezima rada
bazi¢nog korelacionog filtra i rezima primene bloka za pretragu u prosirenoj zoni, a koji se primenjuje
samo kada se detektuje okluzija, celokupan sistem i dalje ima prose¢no vreme izvrSavanja dovoljno
za rad u realnom vremenu.

Iz grane oslonjene na bazi¢ni korelacioni filtar ili iz grane sa pretragom u pro§irenoj zoni
primenom visestrukih prozora za pretragu, detektovana pozicija i procenjena veli¢ina objekta koriste
se kao merenje za korak estimacije Kalmanovog filtra. 1zlaz iz bloka estimacije Kalmanovog filtra
predstavlja estimaciju pozicije i veli¢ine pracenog objekta na trenutnom frejmu. Na ovaj nacin se
obezbeduje da sistem nece ostati zaglavljen na poziciji okluzija. Dinamika pokretnog objekta ¢e biti
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ispracena, a kontrolni signali ¢e upravljati pan-tilt pozicionerom tako da objekat ostane u vidnom
polju kamere i nakon perioda pod okluzijom.

Na estimiranoj poziciji objekta i sa estimiranim dimenzijama uzorkuje se segment slike za
azuriranje korelacionog filtra, kao i 4 kontekstna uzorka pozadine. Izracunava se korelacioni filtar w
za dati frejm prema (4.90), a zatim se vrSi azuriranje filtra prema:

We =1 -y )Weq + YW (4.92)

gde y; predstavlja interpolacioni faktor ili stopu ucenja, a w,_; korelacioni filtar u prethodnom
frejmu.

U nastavku ¢e biti detaljnije opisani model kretanja objekta, moduli za estimaciju veli¢ine
objekta, za detekciju poremecaja i okluzija, kao i modul za ponovnu identifikaciju objekta.

e Estimacija stanja objekta

Pored pradenja pozicije objekta, za uspesno pracenje objekta, vazna je i procena veli¢ine
objekta. Kako bi se aproksimirale promene u poziciji, ali i u veli¢ini objekta izmedu sukcesivnih
frejmova, usvojen je linearni model konstantne brzine, pri ¢emu se stanje objekta modeluje kao:

_xc_

Ye
w

Xx=|; (4.93)

gde x. i y, predstavljaju poziciju centra objekta u ravni slike u horizontalnom i vertikalnom pravcu,
respektivno. Tre¢i element u vektoru stanja objekta, w, ozna€ava Sirinu okruzujuceg okvira objekta,
a h visinu okruzujuceg okvira. Poslednje Cetiri komponente vektora stanja u (4.93) predstavljaju prve
izvode, odnosno brzine, prve Cetiri komponente vektora stanja. Komponenta vektora stanja i njena
brzina povezane su modelom konstantne brzine. Za razliku od modela koji se mogu sresti u literaturi
o fuziji prediktora i korelacionih filtara, gde se naj¢esé¢e modeluje samo pozicija objekta, pa se tako
u slucaju okluzija moze vrsiti samo predikcija pozicije objekta, navedeni model pruza moguénost i
estimacije veli¢ine objekta u situacijama kada se o tome ne mogu dobiti nikakve informacije iz slike.
Posebno vazno je to S§to model definisan na ovaj nacin pruza mogucnost procene kako pozicije tako i
veli¢ine objekta u regularnim uslovima, ali 1 tokom kretanja pod okluzijama, pa nakon perioda
okluzije sistem ponovnu identifikaciju objekta mozZe zapoceti sa veli¢inom objekta koja pribliznije
odgovara njegovoj stvarnoj veli¢ini.

e [Estimacija veli¢ine objekta

U osnovnoj verziji korelacionih filtara, veli¢ina pracenog objekta je konstantna, odnosno
dimenzije okruzujué¢eg okvira objekta su iste kao na prvom frejmu video sekvence. Sa fiksnim
dimenzijama okruzujuc¢eg okvira, ekstrahovana obelezja su nepotpuna ako se veliina objekta
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povecava. Sa druge strane, ukoliko se veli¢ina objekta smanjuje, promenljiva obelezja pozadine ¢e
biti uvedena u model izgleda objekta i narusiti koeficijente korelacionog filtra.

Kako bi se ispratile varijacije veliine objekta, na trenutnom frejmu video sekvence sistem se
prvo oslanja na predikciju dimenzija objekta Kalmanovim filtrom. Vektor stanja definisan u (4.93)
pruza mogucénost procene veli¢ine objekta i tokom kretanja pracenog objekta pod okluzijom, Sto je
posebno vazno za ponovnu identifikaciju objekta nakon okluzije sa njegovom ta¢nom veli¢inom.
Pristup da se sistem prvo oslanja na predikciju Kalmanovog filtra je usvojen zbog situacija kada se o
objektu ne mogu dobiti nikakve informacije sa slike. Kako je za proracun korelacionog odziva
korelacijom uzorka objekta sa trenutnog frejma i filtra potrebno da trenutni uzorak bude
dimenzionalno isti kao i filtar, definisan je skup skaliranja S = {-10 %, -5 %, +5 %, +10 %}. Pored
ekstrahovanog uzorka slike na osnovu predikcije dimenzija objekta Kalmanovim filtrom, ekstrahuju
se jo§ Cetiri uzorka. Ovi uzorci su centrirani na poziciji predvidenoj Kalmanovim filtrom i imaju
dimenzije koje su relativne u odnosu na dimenzije predvidene Kalmanovim filtrom prema procentima
skaliranja u skupu S. Ekstrahovani uzorci se skaliraju na inicijalne dimenzije objekta (dimenzije
definisane na prvom frejmu), nakon ¢ega se vrsi ekstrakcija obelezja. Dimenzije uzorka sa najve¢om
vrednoS¢u pika korelacionog odziva u korelaciji sa trenutnim modelom objekta, odnosno
korelacionim filtrom, se Koriste kao trenutna estimacija veli¢ine objekta. Dalje se ove dimenzije
primenjuju u koraku estimacije Kalmanovog filtra. Postupak estimacije veli¢ine objekta je prikazan
na slici 4.5.

Predikcija dimenzija
Kalmanovim filtrom

liranje nainicialne |

Skaliranje na inicijalne
dimenzije cbjekta

—P(orak estimacije veli¢ine objekta u
Kalmanovom filtru
Slika 4.5 Estimacija veli¢ine objekta.

Naslici 4.6 su prikazani primeri pracenja sa i bez estimacije veliine pracenog objekta. Jasno se moze
uociti da je vrednost pika korelacionog odziva kada se koristi estimacija veli¢ine objekta znatno veca
u poredenju sa onom dobijenom bez estimacije veli¢ine. Dodatno, moze se videti da su bo¢ni lobovi
u korelacionom odzivu bez estimacije veli¢ine objekta znatno izraZeniji.

72



0.2 pik korelacionog odziva: 0.1993 0.3 pik korelacionog odziva: 0.2885

hi o,
0.15 4
0.2
014
0.1
0.05
0
04
-0.05 0.1l
150 150
30 30
100 o5 100
15 2 50 A
50 10 10

005 0 o

a) b)
Slika 4.6 a) Pracenje objekta bez estimacije veli¢ine. Vrednost pika korelacionog odziva: 0.1993.
b) Pracenje objekta uz estimaciju veli¢ine. Vrednost pika korelacionog odziva: 0.2885.

e Detekcija okluzija i neregularnosti u praéenju

U svojoj osnovnoj formi, korelacioni filtri nisu u moguénosti da detektuju neregularnosti u
pracenju i situacije gubitka objekta. Kada se objekat izgubi ili bude zaklonjen okluzijom, kao objekat
od interesa ¢e se nadalje pratiti pozadina na poziciji gubitka objekta. Cak i kada je pouzdanost
izuzetno niska, model izgleda objekta ¢e biti azuriran obelezjima pozadinskih struktura, §to rezultira
neuspehom prac¢enja. Medutim, dobijena mapa korelacionog odziva moze se iskoristiti za detekciju
neregularnosti u pracenju.

U predlozenom sistemu za prac¢enje kao parametar za detekciju okluzija i neregularnosti u
pracenju primenjena je prose¢na energija korelacionog odziva (eng. Average Peak to Correlation
Energy - APCE). Za dati korelacioni odziv g, APCE se izra¢unava kao:

— . 2
APCE = - | 9max — Imin (4.94)

MN Zm,n(g (m» Tl) - gmin)2

Gde gmax Predstavlja vrednosti pika, odnosno maksimalnu vrednost korelacionog odziva, gmin
minimalnu vredost korelacionog odziva, a M i N prostorne dimenzije korelacionog odziva. Kretanje
APCE vrednosti tokom pracenja objekta u scenariju sa okluzijama prikazano je na slici 4.7. Osenceni
delovi na slici predstavljaju period tokom kog je objekat pod okluzijom. Poredenje je dato sa
kretanjem pika korelacionog odziva i PSR vrednosti. PSR vrednost je ra¢unata prema:
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PSR (4.95)

_Y9max — H
=
gde gmax Predstavlja pik korelacionog odziva, u srednju vrednost bo¢nog loba, a o oznacava
standardnu devijaciju bo¢nog loba. Boc¢ni lob je definisan kao deo korelacionog odziva izvan regiona
od 10x10 piksela oko pozicije pika. Sa slike 4.7 se vidi da APCE ima najvece razlike u vrednosti
tokom regularnih uslova pracenja i onih prilikom pojave okluzija, pa se ha osnovu APCE vrednosti
najbolje moze razluciti kada nastupa okluzija.

90 T T T T
pik korelacionog odziva (x100)
80 - PSR i
APCE
70 =
60 \
|
50 1\ N
\
40 | \ -
'\ '\A'v
20 \”/J\/ V\A\ /M/V B /_
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O 1 1 1 1
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frejm

Slika 4.7 Poredenje vrednosti pika korelacionog odziva (skaliran faktorom 100 radi vizualizacije), PSR i
APCE vrednosti u scenariju sa okluzijama iz sekvence 5 iz skupa SWIR video sekvenci.

APCE vrednost prvenstveno ima ulogu u promeni moda rada sistema izmedu grane koja se
oslanja samo na korelacioni filtar za pracenje i grane koja koristi viSestruke prozore za pretragu u
slucaju pojave okluzija, kao Sto je prikazano na slici 4.4. Kada je objekat pod okluzijom, vrednost
APCE ¢e se brzo smanjiti u poredenju sa vrednostima u regularnim uslovima. Posmatra se APCE
vrednost u odnosu na prose¢nu APCE vrendost p,pcr Skaliranu parametrom A. APCE vrednost manja
od Apypcr ukazuje na to da je objekat pod okluzijom i da bi trebalo pre¢i u rezim rada gde se
primenjuju visestruki prozori za pretragu. Sa APCE vrednoS¢u iznad Apypcp, pracenje se moze
oslanjati samo na korelacioni filtar. Za parametar A je eksperimentalno usvojena vrednost 0.6.

1 ; APCE < AHAPCE

detektovana okluzija = {

e ViSestruki prozori za pretragu i ponovnu identifikaciju objekta

Nakon detekcije okluzija tokom pracenja, aktivira se pretraga objekta u proSirenoj oblasti
koriste¢i viSestruke prozore za pretragu. Ilustrativni primer je prikazan na slici 4.8. Oslanjanje na
predikciju pozicije objekta Kalmanovim filtrom i primenu samo jednog prozora za pretragu moze
lako dovesti do gubitka objekta pod potpunom okluzijom. Dodatno, ako objekat vr$i manevar pod
okluzijom, samo jedan prozor za pretragu nije dovoljan i1 prakti¢no je nemoguca ta¢na ponovna
identifikacija izgubljenog objekta nakon perioda pod okluzijom. Pretragom u proSirenoj zoni oko
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fiksne pozicije na kojoj je objekat izgubljen, a u slu¢aju dugotrajne okluzije, ponovna detekcija takode
moze biti nepouzdana. Sa predikcijom kretanja objekta Kalmanovim filtrom i primenom visestrukih
prozora za pretragu oko predvidene pozicije objekta, ovaj problem se moze efikasno resiti. Kalmanov
filtar vrsi procenu dinamike kretanja objekta, dok viSestruki prozori pruzaju veci prostor za pretragu
kako bi se objekat detektovao i u slucaju manevrisanja tokom okluzije, §to rezultira ponovnom
detekcijom objekta, azuriranjem njegovog modela izgleda i nastavkom pracenja nakon okluzije.

Kao §to je prikazano na slici 4.8, centralni prozor za pretragu je onaj ¢iju predikciju pozicije
i dimenzija vr$i Kalmanov filtar. Ostalih osam prozora za pretragu imaju istu veli¢inu kao centralni
prozor i pozicionirani su u okolini centralnog prozora. Kako bi se izbegao problem da se delovi istog
objekta nalaze u susednim prozorima u trenutku detekcije, uvedeno je medusobno preklapanje
prozora. Preklapanje izmedu susednih prozora iznosi 1/3 po svakoj dimenziji. Svaki od prozora za
pretragu se evaluira korelacijom sa trenutnim korelacionim filtrom, w; iz (4.92), ¢ime se generiSe
mapa korelacionog odziva za svaki od prozora za pretragu. Detekcije dobijene tokom perioda okluzije
uglavnom nisu pouzdane, te ovde nije primenjena estimacija veli¢ine, odnosno sistem se oslanja samo
na predikciju dimenzija objekta Kalmanovim filtrom. Detekcija pozicije objekta na trenutnom frejmu
zasniva se na vrednosti pikova korelacionih odziva. Na osnovu pozicije pika sa maksimalnom
vredno$cu vrsi se estimacija pozicije objekta. Estimirana pozicija, kao i veli¢ina objekta se dalje
koriste u koraku estimacije Kalmanovog filtra za dati frejm.

a) b)

Slika 4.8 a) Pracenje objekata u regularnim uslovima primenom jednog prozora za pretragu (—— objekat koji
se prati, — prozor za pretragu); b) mehanizam visestrukih prozora za pretragu se aktivira nakon detekcije
okluzije ( estimacija objekta, — predikcija centralnog prozora za pretragu Kalmanovim filtrom,
— okolnih 8 prozora za pretragu sa medusobnim preklapanjem).

Dodatno, kako se model izgleda objekta i koeficijenti korelacionog filtra ne bi narusili tokom
perioda pod okluzijom i izbeglo da se obelezja okluzije uvrste u model izgleda objekta, sto bi
rezultovalo zaustavljanjem pracenja na poziciji okluzije, tokom procesa ponovne identifikacije
objekta vrsi se adaptivno aZzuriranje modela izgleda objekta. APCE vrednost korelacionog odziva
finalne procene se koristi za odlu¢ivanje o azuriranju modela izgleda objekta, odnosno korelacionog
filtra. Adaptacija interpolacionog faktora y; iz (4.92) se vrsi prema:

. <
" {0 ; APCE < Blapce est (4.97)

~ 16 ; APCE > BUapcE est
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APCE vrednost korelacionog odziva finalne procene veca od srednje APCE vrednosti finalnih
procena Wupce ese Skalirane parametrom S oznacava da je detekcija objekta na trenutnom frejmu
pouzdana, te ¢e se model izgleda objekta azurirati ispravnim obelezjima. Eksperimentalno je usvojena
vrednost parametra 8 koja iznosi 0.583. Vrednost interpolacionog faktora & iznosi 0.015 [169].

4.3.1 Statisticka analiza rezultata rada predloZenog sistema za pracenje

Za potrebe statistiCke analize performansi predlozenog sistema, iz kreiranog skupa SWIR
video sekvenci predstavljenog u sekciji 2.3 koris¢eno je 4243 labeliranih frejmova iz 9 nasumicno
odabranih sekvenci. Analizira se ponaSanje sistema u razliCitim scenarijima pra¢enja, gde je objekat
od interesa za pracenje peSak u pokretu. Referentni podaci su predstavljeni manuelno oznac¢enim
okruzuju¢im okvirima oko objekta na svakom frejmu, odnosno pozicijom centra pokretnog objekta i
njegovim dimenzijama (visinom i Sirinom). Greska u proceni pozicije objekta i greSka u proceni
dimenzija objekta analiziraju se u nastavku. Za svaki frejm, greska u poziciji je raCunata kao razlika
izmedu stvarne (ground-truth) pozicije i pozicije estimirane predlozenim sistemom za pracenje.
Greska u dimenzijama je podeljena u dve kategorije: greska procene visine i greSka procene Sirine,
takode merene kao razlika izmedu ground-truth dimenzija i onih procenjenih predlozenim sistemom
za pracenje. Kako bi se analizirao rad sistema na celokupnim izdvojenim sekvencama, kako u
regularnim uslovima gde je pracenje uspesno, tako i u svim izazovnim scenarijima, sistem za pracenje
je ponovno inicijalizovan svaki put nakon gubitka objekta i prestanka prac¢enja usled gresaka razlicitih
priroda.

& Greske u estimaciji pozicije ] Greske u estimaciji dimenzija
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Slika 4.9 a) Greske u estimaciji pozicije objekta; b) Greske u estimaciji dimenzija objekta.

Slika 4.9 a) daje prikaz greske predloZzenog sistema u estimaciji pozicije objekta, u
vertikalnom 1 horizontalnom pravcu u ravni slike. Na slici 4.9 b) su prikazane greSke u proceni
dimenzija objekta. Greske u proceni Sirine objekta su prikazane po horizontalnoj, a greSke u proceni
visine po vertikalnoj osi. Moze se videti da se vecina populacije gresaka procene dimenzija, kako po
Sirini tako 1 po visini, nalazi unutar jednog klastera. Takode, vecina populacije gresaka u estimaciji
pozicije pripada jednom klasteru. Medutim, sa slike 4.9 a) jasno se moZe uociti prisustvo greSaka koje
znacajno odstupaju od veéine populacije u klasteru. Ovaj tip greSaka je posebno vazno detaljnije
analizirati, jer greSke velikog intenziteta mogu znacajno da poremete sistem i dovedu do gubitka
pracenja objekta, ali i gubitka prostora za pretragu i ponovnu detekciju.
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Na slici 4.10 a) je prikazan histogram greSaka u estimaciji pozicije. Greske u estimaciji
pozicije za prikaz histogramom su rac¢unate kao Euklidsko rastojanje izmedu stvarne pozicije objekta
1 pozicije objekta procenjene predlozenim sistemom za pracenje. Da bi se naglasile greske koje
dovode do gubitka objekta i prestanka pracenja, histogram je prikazan u logaritamskoj skali. Odavde
se odstupanja jasno mogu videti kao repovi u histogramu sa izuzetno visokim vrednostima greske.
Broj ovih gresaka nije veliki, ali su njihove vrednosti izuzetno velike u poredenju sa ostatkom
populacije, Sto dovodi do potpunog gubitka objekta i prestanka pracenja. Stoga, ovaj tip greSaka
ukazuje na postojanje loSih merenja koja se mogu tretirati kao autlajeri [23].

U skladu sa slikom 4.10 a), u prikazu raspodele histogramom, vecina populacije ukazuje na
postojanje gresaka koje su posledica odstupanja estimirane pozicije objekta od stvarne pozicije, §to
povecava varijansu pracenja, ali ne dovodi do prekida prac¢enja. Priroda ovih greSaka proizilazi iz
promena u izgledu objekta tokom pracenja, iz promena u dinamici kretanja, kao i zbog promena kako
smera kretanja tako i orijentacije objekta. Takode, Cest je problem nedovoljnog kontrasta izmedu
objekta i pozadine na SWIR slici, Sto dodatno oteZava preciznu lokalizaciju objekta na slici. 1z istih
razloga dolazi i do pojave gresaka u proceni dimenzija objekta, ali raspodela ovih gresaka nije
kontaminirana autlajerima, Sto se moze videti i iz histograma na slikama 4.10 b) 1 c).
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Slika 4.10 Histogrami gresaka u pracenju predlozenog sistema: a) greSke u estimaciji pozicije (prema
Euklidskom rastojanju), b) greske u estimaciji Sirine objekta, c¢) greske u estimaciji visine objekta.

Posmatranjem skupa analiziranih sekvenci i situacija u kojima se javljaju autlajeri u greskama
estimacije pozicije, moze se zakljuéiti da su autlajeri rezultat pojave delimi¢nih ili potpunih,
kratkotrajnih i dugotrajnih okluzija. U situacijama kada dode do okluzija, osnovni korelacioni filtar
na koji se sistem za pracenje oslanja ¢e ostati zaglavljen na poziciji pojave okluzije i ne¢e mo¢i dalje
da prati objekat. Dodavanje prediktora, kao §to je standardni Kalmanov filtar, omogucava da se
pracenje objekta nastavi ¢ak 1 nakon okluzije, ali samo ako objekat ne vrSi manevar ili ne menja
dinamiku kretanja tokom perioda pod okluzijom. Primenom viSestrukih prozora za pretragu u
kombinaciji sa predikcijom standardnog Kalmanovog filtra, moguce je prevazici okluzije 1 ispratiti
potencijalne manevre objekta. Medutim, primena viSestrukih prozora za pretragu obezbeduje Sire
podrucje u kom se objekat moze detektovati, ali daje prostora i za pojavu velikih gresaka u estimaciji
pozicije. U slucaju velike greSke u estimaciji pozicije koja ¢e se kroz upravljacke signale propagirati
do pan-tilt pozicionera, u realnim aplikacijama sistem koji se nalazi na pan-tilt pozicioneru na taj
nacin moZze dovesti centar vidnog polja kamere u pogresnu poziciju i tako trajno izgubiti objekat, kao
I prostor u kome bi se objekat potencijalno mogao ponovo detektovati.

Stoga, vazno pitanje je kako razlikovati greSke u estimaciji pozicije objekta uzrokovane
promenama u izgledu objekta i dinamici kretanja objekta usled manevara, od onih koje su nastale
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usled pogresnih merenja odnosno autlajera, te znati kako koje merenje tretirati i posti¢i balans izmedu
efikasnosti i robusnosti dizajniranog sistema za pracenje.

Prema razmatranju tehnika fuzije prediktora sa korelacionim filtrima u sekciji 4.2.4.5,
standardni Kalmanov filtar je najces¢e koriS¢eni prediktor u sistemima za pracenje. Medutim,
standardni Kalmanov filtar je optimalno resenje samo pod odredenim pretpostavkama. Jedna od ovih
pretpostavki je da merni Sum ima Gausovu raspodelu. U scenarijima pracenja u realnim aplikacijama,
usled prisustva autlajera, pokazuje se da Sum merenja predlozenog sistema za pra¢enje moze imati
raspodelu koja nije Gausova. Dakle, jedna od osnovnih pretpostavki standardnog Kalmanovog filtra
nije zadovoljena. Uzimajuéi u obzir da su stvarna merenja kontaminirana autlajerima i da je
standardni Kalmanov filtar osetljiv na podatke ¢ija raspodela nije Gausova, u narednom poglavlju su
prikazane robusne tehnike estimacije i dizajniran je robusni Kalmanov filtar koji se moze primeniti
kao prediktor u predlozenom sistemu za pracenje pokretnih objekata u SWIR video sekvenci.
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5 Robusna estimacija stanja stohastickih sistema

Estimacija stanja stohastickih sistema predstavlja procenu stanja sistema na osnovu dostupnih
merenja [185], [186]. Za posmatrane slu¢ajne promenljive X i Y koje imaju zajedni¢ku funkciju
gustine verovatnoce (FGV) fyy(x,y), gde X predstavlja stanje sistema, a promenljiva Y je merljiva
¢ija je izmerena vrednost u datom trenutku y, treba estimirati vrednost x sluc¢ajne promenljive X. Ako
se sa h(-) oznaci linearna ili nelinearna funkcija preslikavanja, tada se estimacija vrednosti sluc¢ajne
promenljive X na osnovu izmerene vrednosti y slucajne promenljive Y moze izraziti kao:

X =hQ) (5.1)

Stoga, estimator predstavlja funkciju koja merljivi podatak y preslikava u procenu X nemerljive
slucajne velicine x.

Kako bi se estimator evaluirao, odnosno odredio kvalitet estimacije, definiSe se greska
estimacije e kao:

e=x—X=x—h(y) (5.2)

gde x oznaCava tanu, a X estimiranu vrednost slu¢ajne promenljive X za izmerenu vrednost y
sluajne promenljive Y. Na osnovu definisane greske estimacije, a prema usvojenom Kriterijumu
kvaliteta, J, optimalni estimator stanja h,,, se moZe odrediti iz uslova minimalnog matematickog

ocekivanja funkcije gubitka ili rizika f(+):
k\opt = hopt()’) = arg}rlnin](e) = arg}?ﬂn E{f(e)} (5.3)

Posebno, ako je kriterijum J u (5.3) srednje kvadratni, gde je f kvadratna funkcija, reSenje
optimizacionog problema (5.3) dato je u formi uslovnog matematickog ocekivanja estimirane
varijable X kada je uzeto merenje y varijable Y.

k\opt = E{XIY = y} (5.4)

Neki od kriterijuma kvaliteta estimatora koji obezbeduju dobar rad estimatora su nepomerenost
(srednja vrednost greske u (5.2) jednaka je 0, E{e} = 0), kao i minimalna varijansa greske estimacije.

Jedan od najznacajnijih estimatora stanja stohastickih sistema, koji takode predstavlja i jedan
od najznacajnijih doprinosa teoriji estimacije, jeste estimator minimalne varijanse greSke estimacije
pod nazivom Kalmanov filtar [46], [47], [185], [186].
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5.1 Kalmanov filtar

Razmatra se linearni dinamicki stohasticki sistem koji je predstavljen modelom u prostoru
stanja:

Xi+1 = FXp + Gewy (5.5)

Vi = Hixy + vy (5.6)

U jednacinama (5.5) i (5.6), x; predstavlja slucajni n-dimenzionalni vektor stanja, y, je m-
dimenzionalni vektor merenja, wy je I-dimenzionalni vektor Suma stanja, a v, je aditivni m-
dimenzionalni vektor §uma merenja. Diskretni trenutak vremena je oznaéen indeksom k. Stavise, Fj,
predstavlja » xn dimenzionalnu matricu prelaza stanja, Gy, je n*/ dimenzionalna matrica Suma stanja
(poremecaja), a Hy, predstavlja m xn dimenzionalnu matricu merenja. Inicijalni slucajni vektor stanja,
Xo, je Gausovski sa poznatom srednjom vredno$c¢u my i pozitivnom semidefinitnom kovarijacionom
matricom P,, definisanim kao:

my = E{xo}; Py = E{[xo — mgl[xo —mo]"} (5.7)

gde E{-} predstavlja matemati¢ko oCekivanje, a T oznaCava transponovanje matrice. Takode,
pretpostavlja se da su sekvence wy, i v, beli Gausovi Sumovi nulte srednje vrednosti, nekorelisani sa
pocetnim stanjem X, za sve indekse diskretnog vremena, k:

E{[xo —m,] [‘;’:]T} —0 k=12,.. (5.8)

gde O u (5.8) predstavlja odgovaraju¢u nula-matricu. Dodatno, uzima se da su sekvence Suma wy i vy
medusobno nekorelisane:

E {[:::] [?,?]T} = diag{Qib;, RiSi;}; koj = 1,2, ... (5.9)

U (5.9) diag{-} predstavlja blok-dijagonalnu matricu, a &; oznacava Kronecker-ov delta simbol
(0xj =0 ako je k #j, i Ok, = 1). Takode, Qx i Ry predstavljaju date pozitivne semidefinitne
kovarijacione matrice Suma stanja, wj, i $uma merenja, v, respektivno. Stavise, vremenski
promenljive matrice F, Gy i Hy, su takode poznate unapred za svaki diskretni vremenski trenutak k.

AKO je %y k-1 linearna jednokora¢na optimalna predikcija trenutnog stanja, x,, U minimalnom
srednje kvadratnom smislu, a Py ,—; oznaCava odgovaraju¢u matricu kovarijanse greSke predikcije,
tada su jednacine standardnog Kalmanovog filtra izrazene kao [47], [187]:

o Korak predikcije

Repr—1 = EQe|yn, oo Y1} = EQ Y71} = FyoaRymq ks (5.10)
~ - T T T
Pyk-1 =E {[xk - xk|k—1][xk - xk|k—1] } = Fy—1Pyqjk-1Fi—1 + Gx—1Qx-1Gx—,  (5.11)
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e Korak estimacije (korekcije)

& = Vk — kak|k—1 (5.12)

Ki = Prji—1Hy; [HxPeje—1Hi + Rie] ™! (5.13)
Ripre = Xijre—1 + Ki€xe (5.14)

P = [I — Ky Hy ] Prji—1 (5.15)

U jedna¢inama (5.12) — (5.15), &, predstavlja rezidual merenja ili inovaciju, K, je Kalmanovo
pojacanje, Py, oznaCava matricu kovarijanse greSke estimacije, a I se odnosi na jedini¢nu matricu.
Pocetne pretpostavke za inicijalnu procenu stanja Xoo i matricu kovarijanse Py, su definisane

oc¢ekivanjem m, i matricom kovarijanse P, u (5.7). Rezidual merenja g, predstavlja nekorelisanu
stohasticku sekvencu (beli Sum) nulte srednje vrednosti sa kovarijacionom matricom Sy:

E{SkEJT} = Sk(skj; Sk = HkPk|k—1HI’£ + Rk (516)

Jednacine optimalnog Kalmanovog filtra (5.10) — (5.16) su izvedene primenom Bajesovog pravila
pod navedenim pretpostavkama da sve estimacije imaju nezavisne, Gausovski raspodeljene greske
[46], [47]. Medutim, jednacine optimalnog Kalmanovog filtra se takode mogu izvesti bez specifi¢nih
informacija o raspodeli greske, sa izuzetkom pretpostavki srednjih vrednosti i kovarijansi u (5.7) —
(5.9), [46], [47]. U tom smislu, Kalmanov filtar je optimalni estimator stanja minimalne varijanse
greske u familiji linearnih estimatora. Prema tome, moze postojati neki nelinearni estimator koji je
generalno optimalan, pri ¢emu ukupna asimptotska greska estimacije dostize Cramer-Rao-vu donju
granicu [47].

5.1.1 Osobine i ograni¢enja standardnog Kalmanovog filtra
Karakteristike Kalmanovog filtra se ogledaju u slede¢em [185]:

- Kalmanov filtar predstavlja linearnu funkciju trenutnog merenja y;.

- Predikcija  stanja  sistema,  Xyx-;, zavisi samo od prethodnih  merenja
Y1 = {yo,y1, ..., Vk_1}, dok estimacija stanja sistema Xk, eksplicitno zavisi samo od
trenutnog merenja yy,.

- U slucaju vremenski-invarijantnog modela sistema, kovarijacione matrice Pyx_1 | Py S€
mogu izracunati unapred pre implementacije samog filtra.

- Kalmanov filtar generiSe rekurzivno uslovno matemati¢ko ocekivanje, koje predstavlja
optimalnu procenu vektora stanja sistema u smislu minimalno moguce varijanse greske
estimacije. Kada su data merenja do tekuceg trenutka K, Y* = {y,,v1, ..., ¥k} i ukoliko
sluéajne velicine x,, wy, | v, imaju Gausovu (normalnu) raspodelu, tada je uslovna funkcija
gustine verovatnoce stanja x; normalna i ima o¢ekivanu (srednju) vrednost:

E{xk|Yk} = 2k|k (517)
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I kovarijacionu matricu, koja dostize Cramer-Rao-vu donju granicu:
E{[x, — E{|Y*H [ — E{Qx [YH[Y*} = Pri (5.18)

- Ukoliko veli¢ine x4, wy, 1 v, nemaju Gausovu raspodelu, tada je Kalmanov filtar optimalan
samo u klasi linearnih filtara, u smislu minimalne varijanse greske estimacije u okviru date
klase.

Optimalnost Kalmanovog filtra sadrzana je u pogodnom prediktor-korektor obliku i
prora¢unu matrice pojacanja K [46], [47]. Da bi se postigle optimalne performanse Kalmanovog
filtra, potrebno je obezbediti adekvatan opis dinamike stanja sistema i statistike slu¢ajnih poremecaja.
U tom smislu, ako dinamika stanja sistema i povezane opservacije imaju znacajne nelinearnosti koje
se ne mogu pravilno opisati linearizacijom ili ako osnovne stohasti¢ke sekvence nisu Gausove,
performanse Kalmanovog filtra mogu znacajno degradirati [30], [31]. Generalno, u sluc¢aju nelinearne
dinamike stanja ili kada opservacije nemaju Gausovu raspodelu, dizajn optimalnog estimatora stanja
moze biti veoma kompleksan [46] — [48], [188]. Posebno, uzevsi u obzir da je linearna funkcija
merenja, Kalmanov filtar je veoma osetljiv na iznenadne pojave veoma velikih realizacija mernog
signala. Takve realizacije mernog signala predstavljaju loSe podatke ili autlajere. U datom skupu
podataka, autlajeri predstavljaju one podatke Cije vrednosti znacajno odstupaju od vrednosti vecine
podataka u skupu. Uzro¢na priroda autlajera je raznolika, §to onemoguéava predvidivost njihovog
pojavljivanja. Mogu se javiti usled gresaka u merenju, usled iznenadnih poremecaja u sistemu, kao i
u sluéaju nedovoljno preciznog modelovanja sistema. Pojavom autlajera u mernom signalu, procene
standardnih statistika posmatranog sistema se mogu znac¢ajno promeniti. Stoga, znacajna promena
standardnih statistickih mera u zavisnosti od situacije ukazuje na pojavu merenja ¢ije vrednosti veoma
odstupaju od glavnine merne populacije, odnosno na pojavu autlajera.

Kako FGV mernog Suma ¢esto odstupa od Gausove FGV u realnim primenama usled pojave
autlajera, standardni Kalmanov filtar nije robusno resenje za pracenje objekata u ovim uslovima [45],
[189]. Konkretno, stvarna FGV Suma merenja u mnogim aplikacijama Se moze predstaviti kao
Gausova FGV sa takozvanim otezalim repovima. Naime, stvarna FGV je najpribliznija Gausovoj
FGV u centralnom delu, ali sa otezalim repovima u odnosu na Gausovu FGV, koja odgovara, na
primer, Laplasovoj FGV [40]. Ovo, posledi¢no, generise mali procenat autlajera koji kontaminiraju
uglavnom Gausovski raspodeljena merenja. Takva FGV se naziva i kontaminiranom Gausovom
FGV, pri ¢emu je kontaminirana FGV simetri¢na sa nultom srednjom vredno$¢u i ve¢om varijansom
od osnovne Gausove raspodele. Posmatraju¢i statisticku analizu brojnih merenja, stepen
kontaminacije je po pravilu od 0.05 do 0.1, $to odgovara prisustvu od 5 % do 10 % autlajera u
mernom $umu [23]. Cak i samo jedan autlajer u mernim podacima moZe imati ogroman uticaj na
performanse standardnog Kalmanovog filtra. Stoga, postoji dodatni prakti¢ni interes za dizajniranje
robusne tehnike filtriranja. Koriste¢i teoriju statisticke robusne estimacije, efekat odstupanja
(autlajera) u vecinski Gausovim opservacijama se moze minimizirati. Dakle, robusni Kalmanov filtar
treba da postigne pribliZzno iste rezultate kao 1 standardni, ako podaci ne sadrZe autlajere. S druge
strane, u situacijama sa malim ili umerenim procentom autlajera, robusni metod treba da postigne
znatno bolje performanse. Prvo svojstvo je poznato kao efikasna robusnost, dok se drugo naziva
rezistentna robusnost [40].

Polaze¢i od prakticnih ograni¢enja linearnog optimalnog Kalmanovog filtra, rekurzivni
robusni estimator se moze dalje primeniti kako bi optimalni Kalmanov filtar bio robusniji. Dakle,
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postoji interes za klasu procedura estimacije koje nisu optimalne, prema odredenoj statistickoj meri
performanse, ali imaju ograni¢enu ukupnu greSku estimacije. Familija procedura dinamicke
stohasticke aproksimacije nudi razuman izbor, postizu¢i dobre rezultate u mnogim aplikacijama,
ukljucujuéi estimaciju parametara, optimizaciju, klasifikaciju obeleZja i obradu signala [32] — [36].
Kao $to je ve¢ pomenuto, Kalmanov filtar ¢ije se pojacanje razlikuje od optimalnog zbog gresaka u
pretpostavljenoj statistici Suma ili zbog neadekvatnog predstavljanja dinamike stanja sistema, moze
se posmatrati kao algoritam dinamiCke stohasticke aproksimacije [46], [32] — [35]. Stoga, ovaj
algoritam moze predstavljati odgovaraju¢u zamenu za optimalnu tehniku estimacije kada u praksi
nisu ispunjene pretpostavke na kojima se optimalna tehnika estimacije zasniva.

5.2 Robusna estimacija stanja dinamickih sistema

Pojam robusnosti u kontekstu ove disertacije predstavlja neosetljivost estimacione procedure
na odstupanja od pretpostavki koje su usvojene prilikom dizajniranja estimatora. Od interesa je
prvenstveno neosetljivost, odnosno robusnost na iznenadne velike realizacije mernog signala koje
predstavljaju autlajere. Ova robusnost zapravo predstavlja neosetljivost na odstupanja od usvojene
raspodele, gde je za standardni Kalmanov filtar usvojena Gausova raspodela Suma merenja, a usled
prisustva autlajera u mernom signalu u realnim situacijama, stvarna raspodela Suma merenja odstupa
od Gausove, u smislu otezinjenih repova [23].

Kako prisustvo autlajera u mernim podacima moze da dovede do degradacije performansi
standardnog Kalmanovog filtra, prva je pomisao da se dizajnira metod i kriterijum za odbacivanje
autlajera iz mernih podataka, odnosno cenzurisanje opservacija. Zatim bi se standardni Kalmanov
filtar mogao primeniti na skupu cenzurisanih mernih podataka iz kojeg su eliminisani autlajeri.
Medutim, &esto nije lako jasno razdvojiti autlajere od ostatka merne populacije. Stavise, ako bi se
standardni Kalmanov filtar primenio na skupu podataka iz kog su eliminisani autlajeri
(pretpostavljaju¢i da originalni skup mernih podataka ima normalnu Gausovu raspodelu
kontaminiranu autlajerima), takav skup zapravo nece imati normalnu raspodelu. Razlog za to je §to
¢e uvek postojati statistiCkih greSaka usled pogreSnog odbacivanja korektnih podataka i pogresnog
zadrZavanja autlajera u mernom skupu [40]. Stoga, estimator poput standardnog Kalmanovog filtra
koji podrazumeva normalnu raspodelu mernih podataka nije uvek primenljiv na skup podataka iz kog
su nekom heuristikom odbaceni autlajeri. Performanse takve dvokora¢ne estimacione procedure
mogu biti znaajno manje od robusne estimacione procedure. Robusni estimator moze da napravi
finiju diskriminaciju izmedu potpunog prihvatanja i potpunog odbacivanja nekog podatka iz mernog
skupa.

Stoga, za usvojeni model procesa za koji se pretpostavlja da predstavlja dobru aproksimaciju
realnog sistema, ali svakako ne moze biti apsolutno tacan, robusni estimator bi trebalo da postigne
dobru efikasnost (blisku optimalnoj). Mala odstupanja od pretpostavki modela treba neznatno da
naruse performanse estimatora. Najvazniji zadatak koji robusni estimator treba da ispuni je da spreci
da veoma velika odstupanja od usvojenih pretpostavki modela degradiraju sistem u potpunosti.

U statistickoj literaturi postoje najmanje Cetiri definicije robusnosti: rezistentna, efikasna,
mini-maksna i kvalitativna robusnost [23], [37] — [40]. Rezistentna robusnost se odnosi na
neosetljivost estimatora na pojedinacne autlajere. Drugim recima, za estimator se moze reci da je
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rezistentno robusan ako velike promene u malom procentu populacije mernih podataka rezultuju
malim promenama u estimacijama koje se zasnivaju na ovim mernim podacima. Takode, u praksi se
postavlja i zahtev neosetljivosti estimatora na grupisane autlajere. Efikasna robusnost postavlja
zahtev da estimator ima veliku efikasnost u odnosu na minimalno mogucu gresku estimacije koja
odgovara Cramer-Rao-voj donjoj granici. Zahtev je postavljen u slu¢aju da realni Sum merenja ima
normalnu raspodelu, ali 1 u slu¢aju mernog Suma cija raspodela odstupa od normalne, odnosno ima
otezale repove. Mini-maksna robusnost pretpostavlja poznavanje familije funkcija raspodela kojoj
pripada stvarna raspodela Suma, ali i postojanje najnepovoljnije funkcije raspodele unutar date
familije koja o veli¢ini koja se estimira nosi minimalnu koli¢inu FiSerove informacije. U tom slucaju,
estimator koji zadovoljava mini-maksnu robusnost ima najmanju mogucéu varijansu greske za
najnepovoljniju raspodelu unutar date familije. Mini-maksni robusni estimator se projektuje tako da
ima optimalne performanse za najnepovoljniji mogudi slu¢aj u posmatranoj situaciji. Za svaku drugu
raspodelu unutar date familije, greSka estimacije ovog tipa robusnog estimatora nece biti veca od
grani¢ne vrednosti koja je postavljena u odnosu na najnepovoljniju raspodelu. Kvalitativna robusnost
postavlja zahtev da male promene u mernim podacima rezultuju malim promenama u estimacijama
koje se zasnivaju na ovim mernim podacima. Pod malim promenama se podrazumevaju velike
promene u malom delu populacije mernih podataka, ali i male promene u velikom delu populacije
mernih podataka. Kako kvalitativna robusnost sama po sebi nije dovoljna, potrebno je da se zahtevi
ovog tipa robusnosti prosire zahtevima efikasne robusnosti [185], [23]. Mini-maksna i kvalitativna
robusnost su u matematickom smislu veoma slozene, pa se u praksi najcesce projektuje estimator koji
je rezistentno i efikasno robusan.
Robusni estimatori stanja se mogu podeliti u tri glavne grupe [23], [37] — [40], [190]:

e M-estimatori: zasnovani na kriterijumu maksimalne verodostojnosti (eng. maximum
likelihood - ML). Predlozeni su od strane Hubera [40] i predstavljaju najcesc¢e koris¢ene
robusne estimatore.

e R-estimatori: izvedeni su na osnovu rang testova [23], [37], [190].

e L-estimatori: zasnovani su na linearnoj kombinaciji redne statistike [23], [37], [190].

Navedene tri glavne grupe estimatora su definisane na razliite nacine, ali imaju isti cilj - da
eliminiSu uticaj autlajera i smanje osetljivost estimatora na raspodele sa otezalim repovima. Takode,
pokazano je da ove tri klase estimatora asimptotski postaju ekvivalentne [39], [190].

Rezistentna 1 efikasna robusnost oznacavaju prakticnu robusnost. Projektovanje estimatora
koji zadovoljava i rezistentnu i efikasnu robusnost moze se posti¢i primenom Huberovog M-robusnog
pristupa buduci da poti¢e od koncepta optimalne maksimalne verodostojnosti, $to ga ¢ini prirodnijim
I jednostavnijim za implementaciju [23], [37], [40]. U tom smislu, estimator ne mora biti optimalni
ML estimator, ve¢ ima zadatak da ga aproksimira na nacin da se postignu ciljevi prakti¢ne robusnosti
estimacione procedure.
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5.3 Metod dinamicke stohasti¢ke aproksimacije

Metode stohasticke aproksimacije prvobitno su bile primenjene za procenu parametara u
regresionim modelima [32] — [35], [46]. U tom smislu, pretpostavimo da nepoznati parametar 6, treba
estimirati iz opservacija predstavljenih u formi linearne regresije:

Vi = hkgo + (9% (519)

gde je h; vremenski promenljiva varijabla, pri ¢emu je k indeks diskretnog vremena, dok je {e,}
slu¢ajna sekvenca nulte srednje vrednosti sa ograni¢enom varijansom. Definisanjem nove funkcije, u
svakom koraku, takozvane regresione funkcije u obliku:

problem odredivanja 6, se svodi na pronalazenje resenja sledece linearne algebarske jednacine:
9x(6) =0 (5.21)

Oduzimanjem ¢&lana h, 0, sa obe strane znaka jednakosti u jednadini (5.19), gde 8, predstavlja
estimaciju 6, u diskretnom trenutku k, uz koris¢enje jednacine (5.20) i definisanjem reziduala
merenja:

my =y — hiBy (5.22)
dobija se ekvivalentna relacija za jednacinu merenja u (5.19):

my = gk(ék) + (59% (523)

Regresiona funkcija u (5.20) je nepoznata, tako da nije moguce izracunati njenu vrednost za dati
argument 8. Medutim, dostupna je zaSumljena opservacija my, iz (5.22). Dakle, procena parametra
6, se svodi na problem aproksimacije reSenja (5.21) iz zaSumljenih podataka merenja, my, u (5.22).
Primenom iterativnog numerickog algoritma:

Ors1 = Ok +yiemy, = 6, + Yk(Yk - hkék) (5.24)

se rekurzivno moze estimirati nepoznati parametar, 6, gde je {y,} skalarna, pozitivna i opadajuca
sekvenca koja tezi nuli kada indeks vremena k tezi beskonacnosti. Ovaj pristup je sli¢an numerickom
zadatku trazenja reSenja za funkciju gy, (5.21), koji se moze resavati nekim od standardnih numerickih
algoritama [191]. Kako opservacije m; sadrze sluCajne greske, e, takozvani aditivni beli Sum,
algoritam (5.24) se naziva stohastickom aproksimacijom [32] — [35], [46]. Da bi se izvedeni rezultat
prosirio na problem procene skupa n konstantnih parametara uredenih u nx/ vektor 8,, skalarna
linearna jednacina merenja iz (5.19) se mora preformulisati u:

Y = h’]I;HO + €r (525)
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gde je h, poznati nx/ dimenzionalni vektor. Staviie, vektor merenja y, se moZe procesirati
razmatranjem pojedina¢nih komponenti, jednu po jednu, u formi (5.25). Po analogiji sa (5.24),
algoritam viSedimenzionalne stohasticke aproksimacije dobija oblik:

Br+1 = Ok + L (v — hi6y) (5.26)

gde tezinski faktor I}, predstavlja n <1 dimenzionalni vektor [32] — [35], [46]. Izbor vektora pojacanja
u (5.26) treba da obezbedi dobre performanse konvergencije i dat je kao:

hy
Lo = sy Ihill? =R by (5.27)
i=1llhll
gde ||-|| ozna¢ava Euklidsku normu. Forma (5.27) je preuzeta iz problema optimalne procene

parametara metodom najmanjih kvadrata [192].

Po analogiji sa sluajem konstantnih parametra u (5.19) i (5.25), metod stohasticke
aproksimacije iz (5.24) i (5.26) se moze proSiriti na procenu vremenski promenljivih varijabli, na
osnovu opservacija koje su date u nelinearnoj vektorskoj formi:

Vi = G(Ok) + ex (5.28)

gde nepoznati vektor parametra 6, koji treba estimirati varira od uzorka do uzorka, dok je ; (-) data
vektorska funkcija vektorskog argumenta, a stohasti¢ka sekvenca {e;} predstavlja beli Sum nulte
srednje vrednosti [32] — [35], [46]. Stavise, varijacije u sekvenci {6)} obi¢no su predstavljene
stohastickom nelinearnom vektorskom diferencnom jednac¢inom:

Or+1 = @(O) + wy (5.29)

gde je {¢x(-)} poznati skup vektorskih funkcija vektorskog argumenta, dok je stohasticka sekvenca
{wy} beli Sum nulte srednje vrednosti, koji nije u korelaciji sa Sumom merenja {e;} iz (5.28) [32],
[46]. Po analogiji sa (5.26), algoritam dinamicke stohasticke aproksimacije dat je u obliku:

ék+1 = §k+1 + L [yx — Ck(ékﬂ)]i H_k+1 = (P(ék) (5.30)

i primenjen je za procenu 6, u (5.29), koriste¢i merenja vy, iz (5.28). Sada je najnovija procena 8, iz
(5.26), zamenjena jednokora¢nom prediktovanom promenom, 0,1, U 6, u sadasnjem trenutku k,
koriste¢i pretpostavljeni model procesa (5.29). Generalno, nije moguce dokazati konvergenciju
sekvence {@k} iz (5.30), ali se u praksi moze ocekivati ograni¢ena greska estimacije u statistickom
smislu [193]. Rekurzivni algoritam (5.30) izgleda kao estimacija minimalne varijanse, (5.12) — (5.14),
u optimalnom Kalmanovom filtru, ali primetna razlika je u tome S§to matrica pojacanja [}, nije
optimalna u statistiCkom smislu, za razliku od Kalmanovog pojacanja u (5.13).

Jednacina (5.30) ima isti oblik kao optimalni Kalmanov filtar u (5.10) — (5.14), posto je
trenutna estimacija izracunata kao linearna kombinacija prethodne poznate estimacije (predikcije) 1
reziduala merenja [46] — [48], [187], [188]. Stoga, bilo koji Kalmanov filtar sa pogresnom sekvencom
pojacanja se moze posmatrati kao metoda dinamicke stohasti¢ke aproksimacije u (5.30). Ovo ukazuje
na mogucnost da se optimalni linearni Kalmanov filtar u€ini robusnijim, koriS¢enjem algoritma M-
robusne dinamicke stohasti¢ke aproksimacije, zasnovanog na dodatnoj proceduri optimizacije za
izraCunavanje matrice pojacanja, po analogiji sa optimalnim Kalmanovim filtrom (5.13) — (5.15).
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Posto je takav proces optimizacije nelinearan, tehnika statisticke linearizacije se moze iskoristiti za
izvodenje aproksimativne procedure estimacije tipa minimalne varijanse sa poboljSanom brzinom
konvergencije [194].

5.4 M-robusni Kalmanov filtar

Analogno slucaju sa vremenski promenljivim parametrima u (5.28) i (5.29), metod dinamicke
stohasticke aproksimacije se moze prosiriti na izracunavanje robusnih rekurzivnih estimacija stanja
dinamickog stohasti¢kog sistema predstavljenog sa (5.5), pod pretpostavkom da su merenja iz (5.6)
skalarna. Kao $to je ranije pomenuto, slucaj visedimenzionalnih merenja u (5.6) se moze razmatrati
na isti nacin procesiranjem pojedina¢nih komponenti, jednu po jednu. Ovaj pristup pretpostavlja da
se komponente vektora merenja u (5.6) mogu procesirati sekvencijalno, kao nekorelisane skalarne
opservacije. U tom smislu, potrebno je redefinisati vektor merenja u (5.6) tako da odgovarajuce
greSke merenja ili komponente vektora Suma, budu medusobno nekorelisane. Ovo, zauzvrat, rezultira
dijagonalnom formom kovarijacione matrice suma merenja R iz (5.9). Pogodan metod stabilne
numericke dekompozicije koji se Cesto koristi u praksi je Cholesky faktorizacija ili njena
modifikacija, takozvana UD-dekompozicija [47], [188].

Oslanjajuéi se na koncept M-robusne estimacije, robustifikacija Kalmanovog filtra se moze
zasnivati na minimizaciji nelinearne M-robusne kriterijumske funkcije (indeks performanse, faktor
cene, rizika ili gubitka), p. Da bi se primenio ovaj robusni pristup na rekurzivnu procenu dinamic¢kog
stanja sistema, uvodi se M-robusni indeks performanse u formi vremenski promenljivog funkcionala:

Ju(X) =E {p <€ks(2)>| X, Y"} (5.31)

k

pri demu je E{:|%, Y*} uslovno matemati¢ko oéekivanje kada su dati jednokora¢na predikcija stanja,
%, kao i raspolozivi merni skup do tekuéeg trenutka, Y* = {y,, y1, ..., V& }, 9de je y izlaz sistema u
(5.6) [34], [45], [194] — [196]. Polazeci od (5.31), moze se definisati porodica rekurzivnih estimatora
tipa dinamicke stohasticke aproksimacije, minimiziraju¢i M-robusni indeks performanse (5.31) u
svakom koraku:

R = Xk — Legn (Xi)s g (X)) = Vilie (%) (5.32)

gde je I, matricno pojacanje, X predstavlja jednokora¢nu predikciju vektora stanja x; Koji se
estimira, a X, predstavlja tekuéu estimaciju. Clan VgJ,(X;) oznaGava gradijentni vektor
deterministickog M-robusnog kriterijuma (5.31). Uzimajuci u obzir (5.31), dobija se:

Vi (%) = %) = —iE{"[’ (S_k>

ax Sk Sk

e yk} H,T (5.33)

pri ¢emu P (-) predstavlja prvi izvod nelinearne kriterijumske funkcije p(+) u indeksu performanse iz
(5.31), koji se u robusnoj statistici naziva funkcija uticaja jer predstavlja meru osetljivosti estimatora
na autlajere koji kontaminiraju mernu populaciju  [39], [185]. Stavise, 9(-)/dx =
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{0(-)/ 0x1 -+ 0(-)/ 0x,,}7 oznacava operator parcijalnog izvoda, gde je x vektor kolona dimenzija
nx1. Analogno sa (5.12), rezidual merenja definisan je kao:

e = (X)) = yr — HiXy, (5.34)

gde je y, izlaz sistema, a H;, matrica merenja iz (5.6). Pored toga, veli¢ina s; obezbeduje estimacije
invarijantne na skaliranje i predstavlja faktor normalizacije (skaliranja), kao procenu standardne
devijacije greske (reziduala) merenja iz (5.34).

Generalno, uslovno matematicko o¢ekivanje iz (5.33) se ne moze odrediti, pa se analogno sa
(5.23) moze aproksimirati trenutnim uzorkom. Dakle, nepoznato matematicko ocekivanje u (5.33) se
moze estimirati u svakom diskretnom trenutku, k, trenutnom realizacijom slu¢ajnog argumenta. Ovo
rezultira vektorom stohastickog gradijenta:

nw=—i¢G%HJ (5.35)

Sliéno (5.24), zamenom (5.35) u (5.32), porodica M-robusnih rekurzivnih estimatora stanja tipa
dinamicke stohasticke aproksimacije poprima oblik:

1 £
Rp = % + —LH Y (—") (5.36)
Sk Sk

Uloga kriterijumske funkcije p u (5.31) je da obezbedi praktiénu robusnost estimacione
procedure (5.36). Da bi se postigle takve performanse, M-robusna funkcija uticaja, ¥ = p’, mora biti
ogranicena i kontinualna funkcija [23], [37] — [40]. Ovo, posledi¢no, dovodi do toga da pojedinaéni,
ali 1 grupa autlajera nece imati znacajnog uticaja na estimaciju stanja (5.36), zadovoljavajuci zahtev
rezistentne robusnosti. Pored toga, da bi se zadovoljila efikasna robusnost, estimaciona procedura
(5.36) mora da radi dobro kada opservacije imaju Gausovu raspodelu, ali i u slu¢aju kada je Gausova
raspodela kontaminirana autlajerima. Polaze¢i od Gausove raspodele Suma merenja sa otezalim
repovima, Huber je predlozio da M-robusna p-funkcija bude kvadratna u sredini i da raste sporije od
kvadratne za vece apsolutne vrednosti argumenta i tako ispunjava oba zahteva prakti¢ne robusnosti
[40].

2

% Clzl < A
p(2) = . (5.37)

Alz| —— > A
|z| 5 |z|

Odgovaraju¢a M-robusna funkcija uticaja je monotono neopadajuca nelinearnost tipa zasi¢enja:

N z ozl <A
gde je A parametar koji kontrolise efikasnu robusnost. I1zbor A = 1.5 Cesto daje prihvatljive rezultate
u praksi, a takav postupak je poznat kao Huberov 1.5 M-robusni pristup [40]. Huberova M-robusna
funkcija uticaja je prikazana na slici 5.1. Nelinearna obrada podataka primenom saturacione funkcije

(5.38) poznata je u statistickoj literaturi kao vinzorizacija (eng. winsorization) [23], [37] — [40].
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w(z)

Slika 5.1 Huberova M-robusna funkcija uticaja (1 < A < 3).

Kao $to je ve¢ pomenuto, statistiCka analiza je pokazala da razli¢iti merni podaci sadrze, po
pravilu, od 5 do 10 procenata autlajera [23]. U tom smislu, Cesto se pretpostavlja da su merenja
generisana miksom Gausovih raspodela:

ps() = (1 =8)N([0,62) +8N(-|0,62); 0< 5 <1, 02 =1, 02 >> d? (5.39)

gde je § stepen kontaminacije, o2 je varijansa veéinskih opservacija u skupu podataka generisanih
standardnom Gausovom raspodelom nulte srednje vrednosti i jedini¢ne varijanse, N(- |0,1), dok je
o2 varijansa autlajera generisanih normalnom raspodelom sa nultom srednjom vredno$éu,
N(-]0,02). Ovakva raspodela je takode poznata kao §-kontaminirana normalna raspodela [23], [37]
— [40], [195]. Posebno, za klasu raspodela (5.39), sa proizvoljnom simetri¢cnom raspodelom nulte
srednje vrednosti, umesto Gausove N(- |0,52), najnepovoljnija raspodela p,, u smislu minimalne
FiSerove informacije je Gausova raspodela u sredini i Laplasova, ili dvostruko eksponencijalna, na
repovima. Funkcija uticaja, Y = p', za datu funkciju verodostojnosti p(-) = — Inp, (-), je nelinearnost
tipa zasi¢enja prikazana u (5.38) [40]. Primeri klasa raspodela koje se obi¢no koriste u inzenjerskim
problemima, kao 1 izvodenje najnepovoljnijeg slucaja raspodele u okviru unapred odredene klase,
mogu se naci u literaturi [195].

Uloga matrice pojacanja [} u (5.36) je da kontroliSe brzinu konvergencije. Stoga, analogno
optimalnom Kalmanovom filtru, uvodi se dodatni kriterijum aproksimativne minimalne varijanse:

J1(I) = TracePy; Py = E{Z(Hx (D)} (4 = x5 — %y, (5.40)

gde je P, matrica kovarijanse greske estimacije, a Trace oznacava trag matrice. Minimizacija
kriterijjuma (5.40) po matrici pojacanja [}, predstavlja sloZzen nelinearni problem, pa se
aproksimativno optimalno reSenje moze dobiti primenom tehnike statisticke linearizacije [46] — [48].
Polaze¢i od -funkcije iz (5.38), €iji je argument uzorak sekvence skaliranih reziduala merenja
{er/sk} prema (5.36) sa simetricnom FGV koja pripada klasi (5.39), primenom metoda statisticke

linearizacije dobija se sledeca aproksimacija funkcije uticaja:

/ (8—") ~ak o= aizzE{ub(z)z} (5.41)

Sk
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pri ¢éemu je a optimalni koeficijent statisticke linearizacije, u srednje kvadratnom smislu, dok je o2
varijansa argumenta z (vise detalja je dato u sekciji 5.4.2) [194].

Posebno, ako je u (5.41) saturaciona funkcija ¥ (-) definisana kao (5.38), tada koeficijent a
zavisi od linearnog segmenta funkcije ¥ (), praga saturacije A i varijanse ¢;2. Generalno, za male
vrednosti o, u poredenju sa A-vrednostima, verovatnoca pojave zasi¢enja je mala, $to dovodi do
vrednosti koeficijenta a bliskim jedinici. Stavie, za vec¢e vrednosti g, vrednost koeficijenta a je
znatno manja od jedan, zbog vece verovatnoce pojave zasi¢enja. Dakle, za unapred odredenu funkciju
Y i razlicite vrednosti o, dobija se skup koeficijenata a iz intervala [0, 1]. Dodatno, posto
normalizovani rezidual u (5.41) ima jedini¢nu standardnu devijaciju koja je manja od praga A,
vrednost odgovarajuceg koeficijenta a je bliska jedinici. Zamenom (5.41) u (5.36) dobija se sledeca
relacija za estimaciju stanja statisti¢ki linearizovanim M-robusnim Kalmanovim filtrom:

R = Xy + Kpe; Ky = si?al HY (5.42)
Standardna devijacija s; reziduala merenja & iz (5.34) moze biti definisana iz varijanse (5.16),
dajuci:
s = Sp/% = (HgMHE + Ry)Y? (5.43)
pri ¢emu je M, matrica kovarijanse greske predikcije definisana u (5.11), odnosno:
My = E{Z (D)X ()} %(=) = xp — % (5.44)
Konkretno, za model Suma merenja u (5.39), varijansa Suma izrazena je kao:
R, = (1 —8)a% + 62 (5.45)

Generalno, stepen kontaminacije § u praksi nije taéno poznat i ne moze se adekvatno odrediti iz
reziduala merenja [23], [37] — [40], [195]. Kao §to je ranije pomenuto, razuman izbor u praksi je
usvajanje vrednosti stepena kontaminacije § u intervalu od 0.05 do 0.1, $to odgovara prisustvu
autlajera u mernim podacima u meri od 5 do 10 procenata. Stavise, standardna devijacija autlajera o,
takode nije poznata, ali je znacajno veca od jedini¢ne nominalne standardne devijacije a,,. Uzimajuci
u obzir (5.5), (5.6), (5.34), (5.42) — (5.44), zajedno sa pogodnim upro$cenjima, dobija se
aproksimativno optimalno reSenje, minimiziranjem usvojenog kriterijuma u (5.40) (viSe detalja je
dato u sekciji 5.4.1):

Fk == Mk! Pk == (I - Kka)Mk (546)

Dodatno, polazeci od (5.36) — (5.46), statisticki linearizovan M-robusni rekurzivni estimator stanja
tipa dinamicCke stohasticke aproksimacije se moze definisati na slede¢i nacin:

fk = J_Ck + Kkskll)H (j_:), Kk = S,:ZC(MkH,Z‘ (547)

Rezidual ¢, faktor skaliranja s;, Huberova funkcija uticaja v i koeficijent a su definisani u (5.34),
(5.43), (5.38) 1 (5.41), respektivno, dok je kovarijaciona matrica greske estimacije P), data u (5.46).
Relacije (5.46) i (5.47) su sli¢ne rekurzijama azuriranja merenja (5.12) — (5.15) u koracima estimacije
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optimalnog linearnog Kalmanovog filtra. Kako su koraci predikcije i estimacije u optimalnom
Kalmanovom filtru nezavisni, korak estimacije se moze robustifikovati kombinovanjem rekurzivnog
procesa robusne estimacije (5.46) i (5.47), umesto rekurzija azuriranja merenja (5.12) — (5.15), sa
jednokora¢nom predikcijom iz (5.10) — (5.11), u cilju izvodenja nove M-robusne verzije optimalnog
Kalmanovog filtra. U tom smislu, relacije (5.10) i (5.11) iz koraka predikcije linearnog optimalnog
Kalmanovog filtra definiSu 1 korak predikcije u M-robusnom statisticki linearizovanom Kalmanovom
filtru, dajuci jednokora¢nu predikciju x; 1 odgovarajucu kovarijacionu matricu M,:

X = Feo1Ri—1; My = FeoaPi—1F_q + G1Qi—1Gi—y (5.48)

gde su F,_, i G, matrica prelaza stanja sistema i matrica Suma stanja iz (5.5), dok je kovarijaciona
matrica Suma stanja Qj_, definisana u (5.9).

Nazalost, u veéini slu¢ajeva statistika Suma merenja nije taéno poznata i u takvim okolnostima
optimalni koeficijent linearizacije «a iz (5.41) se ne moze odrediti. Stoga, koeficijent @ se moze
aproksimirati fiksnim koeficijentom a koji je definisan relacijom:

(2) (2) '
ap = E{£2} 22 <y (z) (5.49)
gde je ¥'(+) prvi izvod ili nagib funkcije ¥ (-).

Posebno, za slucaj Huberove ¥y funkcije iz (5.38), relacija (5.49) se moze iskoristiti za
objasnjenje fizickog znacenja fiksnog koeficijenta ay, kao i za estimaciju njegove vrednosti. Polaze¢i

od (5.38) i (5.49), dobija se:

ar = E{yy(2)} = f p(z)dz=1-6 (5.50)

|z|=A

gde je p(-) nepoznata FGV Suma merenja iz (5.39). Ovde se pretpostavlja da realna FGV skaliranog
reziduala g, /sy, iz (5.47) takode pripada datoj klasi FGV iz (5.39) (viSe detalja je dato u sekciji 5.4.2).
Integral u (5.50) jednak je verovatnoéi da su opservacije generisane nominalnom standardnom
Gausovom FGV, koja odgovara linearnom delu ¢, funkcije iz (5.38), sa nagibom vy jednakim
jedinici. U skladu sa (5.39), ova verovatnota se moze proceniti pomoc¢u (5.50), Koristeci
pretpostavljeni stepen kontaminacije §. Treba napomenuti da se izraCunavanje fiksnog koeficijenta
ar u (5.50) moZe zasnivati i na najgorem sluCaju FGV, p,, u okviru date klase (5.39), Sto rezultira u:

o = EWH@) = | po(dz =201~ 8)ers ) (5.5)
Z|<

gde je erf funkcija greske [40], [195]. Ovo resenje je asimptotski jednako (5.50), posto je vrednost

erf funkcije blizu 0.5 za dovoljno veliki argument.

Dakle, relacije (5.50) 1 (5.51) definiSu fiksne i izvodljive aproksimacije optimalnog
koeficijenta statistiCke linearizacije iz (5.41), predstavljaju¢i aproksimaciju srednjeg nagiba
Huberove M-robusne funkcije uticaja v, koja je definisana u (5.38).

Dakle, u odsustvu autlajera, $to odgovara stepenu kontaminacije § = 0, vrednost koeficijenta
a u (5.50)1li (5.51) jednaka je jedinici, pri ¢emu se robusno pojacanje Kj, iz (5.47) svodi na optimalno
Kalmanovo pojacanje u (5.13). Posto je robusna funkcija uticaja ¥y U (5.38) u svom linearnom

91



rezimu, koji odgovara linearnoj funkciji uticaja optimalnog Kalmanovog filtra, robusni rekurzivni
estimator (5.47) se ponasa kao optimalni Kalmanov filtar. Medutim, u prisustvu autlajera, koeficijent
ar u (5.50) ili (5.51) opada sa povecanjem vrednosti stepena kontaminacije, dodatno smanjujuci
vrednosti matrice robusnog pojacanja K. Posto funkcija uticaja 1y sada radi u svom rezimu
saturacije, kombinacija ova dva efekta potiskuje uticaj autlajera na robusne rekurzivne estimacije u
(5.47).

S druge strane, varijabilna aproksimacija optimalnog koeficijenta statisticke linearizacije iz
(5.41) data je kao:

Vu(er/sk)
—_— 0 and 0
a(ee/sk) = ax = Ex/Sk b # U and s # (5.52)
1 ;€ =00rs, =0

gde je matematicko ocekivanje iz (5.50) zamenjeno trenutnim uzorkom. Ova aproksimacija
predstavlja trenutni nagib Huberove M-robusne funkcije uticaja iz (5.38) koji je aproksimativno
jednak nuli ili jedinici.

Dakle, u odsustvu autlajera promenljivi koeficijent a;, iz (5.52) ima jedini¢nu vrednost, tako
da se matrica robusnog pojacanja Kj u (5.47) svodi na optimalno Kalmanovo pojacanje iz (5.13).
Posto Huberova funkcija uticaja iz (5.38) radi u linearnom rezimu, robusni rekurzivni estimator u
(5.47) se ponaSa kao optimalni linearni Kalmanov filtar. S druge strane, u prisustvu autlajera,
promenljivi koeficijent a; ima vrednost blisku nuli, znacajno smanjujuéi robusno pojacanje K U
(5.47), dok je funkcija uticaja 1y sada ograni¢ena na svoj rezim saturacije, ¢ime se efikasnije
potiskuje uticaj autlajera u poredenju sa primenom fiksnog koeficijenta u (5.50) ili (5.51).

5.4.1 Statisticki linearizovan M-robusni Kalmanov filtar
Polazec¢i od (5.5) — (5.9), za gresku predikcije iz (5.44) dobija se relacija:
X (=) = Fr_1 %1 (+) + Gr_qawi—y (5.53)

gde je greska estimacije X, (+) definisana u (5.40), a varijabla w;, predstavlja uzorak belog Suma
stanja iz (5.5). Uzimajuéi u obzir (5.5) — (5.6), (5.34) i (5.42), greska estimacije iz (5.40) je data kao:

X (+) = X (=) — K Hi %y () — Ky vy (5.54)

gde je varijabla v, uzorak belog Suma merenja iz (5.6). Analogno linearnom optimalnom
Kalmanovom filtru, pocetni uslov u (5.9) garantuje da su greske predikcije i estimacije nepomerene
Sto rezultira u:

E{f (=)} =0; E{Z ()} =0; k=1,2,.. (5.55)

Dokaz je zasnovan na matematickoj indukciji [46] — [48], [187], [188]. Pored toga, prema hipotezama
(5.7) — (5.8), slucajne greske X, (+) i X, (—) nisu u korelaciji sa Sumom stanja i merenja, §to se
formalno moZe zapisati u matematickoj formi kao:

E{Z (H)wi} =0, E{%(5)vg} =0 (5.56)
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gde 0 u (5.56) oznacava nula-matricu. Usled (5.54) 1 (5.56), kovarijansa greske predikcije u (5.40) se
moze izracunati u svakom koraku rekurzivnom relacijom:

P, = My — K, H M,, — Mi, HEKT + R, K, KT (5.57)

gde je Ry varijansa Suma merenja iz (5.9). Zamenom pojacanja K}, iz (5.42) u (5.57) i izraGunavanjem
traga matrice, za aproksimativni kriterijum minimalne varijanse (5.40) dobija se sledec¢i izraz:

J1(I,) = TraceM,, — 2si2aTracel, HL H M, + s *a?R,Tracel, HL H, T, (5.58)

gde je s, faktor skaliranja definisan u (5.43). U izvodenju (5.58) koristi se ¢injenica da tre¢i matri¢ni
¢lan u (5.57) predstavlja transponovani drugi matri¢ni ¢lan, odakle poti¢e i faktor 2 u drugom sabirku
u (5.58), posto matrica i njena transponovana matrica imaju isti trag. Naredni korak u izvodenju se
zasniva na primeni pravila za parcijalni izvod traga proizvoda matrica [46] — [48], [187], [188].

ZTraceBAC = B'CT; = TraceABAT = 2AB za B = BT (5.59)

Poredenjem (5.59) sa (5.58), zakljucuje sedaje B = I, A = I}, i C = HI H, M, za drugi ¢lan u (5.58),
dok je A=T;, i B=HlIH; za treéi ¢lan. Uzimajuéi u obzir ove ekvivalencije, parcijalnim
diferenciranjem (5.58) i izjednacavanjem rezultuju¢e matri¢ne jednacine sa nula-matricom, dobija se
sledeca algebarska jednacina:

()
oL,

—ZS];ZC(MRHIZH]( + 25];4a2erkH]’€Hk =0 (560)

Matri¢na jednacina (5.60) zahteva dalja upros¢avanja kako bi se doslo do izvodljivog suboptimalnog
reSenja za [},. Prvo, posto je vrednost optimalnog koeficijenta statisti¢ke linearizacije a u (5.41) blizu
jedinice, u drugom ¢&lanu (5.60) a? se moZe zameniti sa a. Stavise, koriséenjem (5.43) dalje sledi:

St2Ry = RP*H M HI + 1)1 =~ 1 (5.61)

Naime, prvi ¢lan u zagradi u (5.61) je proporcionalan ‘“nesigurnosti predikcije, izraZenoj
kovarijansom M, u (5.44) i (5.48), ali obrnuto proporcionalan srednjoj snazi Suma merenja Ry U
(5.9). Stavise, predlozeni nelinearni filtar, zasnovan na tehnici vinzorizacije iz (5.38) i (5.47),
ispunjava zahtev efikasne robusnosti. U tom smislu, on je skoro efikasan kao optimalni linearni
Kalmanov filtar u slucaju Cisto Gausovih opservacija, a zadrzava dobru efikasnost sa pojavom
autlajera unutar Gausovih opservacija. Prema tome, kovarijansa greske estimacije Py U (5.48) je mala,
tako da je nesigurnost predikcije, My, direktno proporcionalna totalnoj srednjoj snazi Suma stanja Qy,
iz (5.9). Stavise, srednja snaga $uma merenja Rj,, odredena na osnovu (5.45), zna¢ajno je veéa od
srednje snage Suma stanja Q. Kao posledica toga, jednacina (5.61) se svodi na jedinicnu vrednost.
Uz usvojene aproksimacije, relacija (5.60) poprima oblik:

aJ, (L
];; i) ~ —2s;%a(M, — G)HIH, =0 (5.62)
k

Imajuéi u vidu (5.42) i (5.62) sledi:

My, =T, K, = sp?aM,Hl (5.63)
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Konac¢no, zamenom (5.63) u (5.57), dobija se kovarijansa greSke estimacije izrazena kao:
P, = My, — asp *M HI H M, — asi>M HI H M, + a?s; *Ri M HE H, M), (5.64)

Primenom dve pomenute aproksimacije, a? ~ a i (5.61), kao i relacije za pojacanje K, iz (5.63),
relacija (5.64) se svodi na (5.46).

Kona¢no, pocevsi od aproksimiranja a sa a?, relacija (5.47) se dobija zamenom I}, iz (5.46)
u (5.42) i ukljucivanjem u tako dobijenu jednacinu y-funkcije iz (5.38) umesto njene statisticke
linearne aproksimacije iz (5.41). Dakle, ako se koristi varijabla « iz (5.52), koja ima vrednost blizu
nule ili jedan, razumno je primeniti navedenu aproksimaciju a? ~ a. S druge strane, fiksna
aproksimacija a u (5.50) ili (5.51) jednaka je verovatno¢i regularnih opservacija, a za mali ili umereni
stepen kontaminacije & iz (5.39), verovatnoca je blizu jedinice, §to opravdava prethodnu
aproksimaciju. Naravno, vrednost @ opada sa poveéanjem vrednosti stepena kontaminacije,
smanjujuci vrednosti faktora pojacanja K, u (5.47) ¢ime se potiskuje uticaj autlajera.

5.4.2 Optimalni koeficijent statistiCke linearizacije

Statisticka linearizacija je tehnika statistiCke aproksimacije, €iji je osnovni princip da se data
vektorska funkcija ¥ (z) slu¢ajnog vektorskog argumenta z, aproksimira linearnom matri¢nom
formom:

Y(2)=az+p (5.65)

Parametri @ 1 8 su matri¢ni koeficijenti koji treba da se odrede. Analogno problemu estimacije,
definisanjem funkcije greske:

e=yYz)—p—az (5.66)

ovi koeficijenti se mogu izraCunati minimiziranjem kriterijuma srednje kvadratne greske:
J(a,B) = TraceE{ee™} = E{eTe} = E{||e||?} (5.67)
Ovde je Trace trag matrice, ||-|| oznaava Euklidsku normu, dok E{-} predstavlja matematicko

ocekivanje, [46] — [48], [187], [188]. Zamenom (5.66) u (5.67) i promenom redosleda linearnih
operatora, Trace i E{-}, zajedno sa primenom pravila iz (5.59), dobija se:

V@B o ptwn) - - az) (5.68)
B
Izjednacavanjem (5.68) sa nulom, dalje sledi:
B =E{Y(2)} — aE{z} (5.69)

Stavise, zamenom koeficijenta f iz (5.69) u (5.66) i (5.67), i ponovnim diferenciranjem tako dobijene
jednacine po matri¢cnom koeficijentu a, koristeci pravila (5.59), dobija se:

d](a)

e = 2E{azzT + [E{(2)} =Y (2)]2T}; Z=E{z}—z (5.70)

Izjednacavanjem (5.70) sa nulom i reSavanjem rezultujuce jednacine, dalje sledi:
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a = [E{y(2)z"} — E{Y(D}EZ"}P Y, B, = E{22"} (5.71)

Ako je Y(z) vektorska funkcija visedimenzionalnog argumenta z, onda statistiki linearizovana
resenja za (5.69) 1 (5.71) zahtevaju reSavanje viSedimenzionalnih integrala, Sto sledi iz definicija
odgovarajucih visedimenzionalnih matematickih ocekivanja. Ovo pretpostavlja da je zajednicka FGV
za komponente slu¢ajnog vektora z data unapred. Stavise, najée$ée usvajana zajednicka FGV je
multidimenzionalna Gausova FGV. Proracun moze biti mnogo pojednostavljen za nelinearnosti sa
malim brojem promenljivih argumenata. Konkretno, ako su i funkcija 1(z) slu¢ajnog argumenta z i
slu¢ajna promenljiva z skalarni, sa nultim srednjim vrednostima, onda se £ iz (5.69) i a iz (5.71)
svode na skalarne deterministi¢ke veli¢ine, date kao:

a=2020 p=0 (572)
pri ¢emu je o2 varijansa slucajnog argumenta z. Tacnije, jednacina (5.72) pretpostavlja da je
argument z sluc¢ajna promenljiva nulte srednje vrednosti sa simetricnom FGV, dok je i neparna
realna funkcija skalarnog argumenta z.

Konkretno, druga pretpostavka je ispunjena za Huberovu robusnu funkciju uticaja ¥ (+) iz
(5.38). Stavise, sluajni argument z u (5.72) odgovara normalizovanom skaliranom rezidualu merenja
&, = & /s iz (5.41), gde je rezidual g, dat sa (5.34), pri ¢emu je njegova standardna devijacija sy
izraCunata u (5.43). Dakle, zamenom trenutnog merenja vy, iz (5.6) u (5.34), dobija se:

& = &/sk = HZ (=) + vi) /s s = (HMHE + R)Y? R =1 (5.73)

gde je greska predikcije X, (—) slucajna promenljiva nulte srednje vrednosti sa kovarijansom M,
izracunatom u (5.48). Analogno optimalnom Kalmanovom filtru, greska %, (—) u (5.73) je GausovskKi
raspodeljena ako oba bela Gausova Suma wy, i vy, kao i vektor pocetnog stanja x, zadovoljavaju
pretpostavke (5.6) — (5.9). Stoga, mozZe se pisati:

Xk (=) ~ N( [0, M) (5.74)

Posmatrajuci (5.74), slu¢ajna promenljiva Hy X; (=) /sy u (5.73) takode ima Gausovu FGV definisanu
Sa:

Hy X (=) /s ~ N( |0, HkMkHE/SIE) (5.75)

StaviSe, sum merenja v, je ogranien na familiju meSovitih Gausovih FGV iz (5.39), $to daje
jedini¢énu nominalnu varijansu Ry u (5.73). Ovo, posledi¢no, rezultira time da skalirana slucajna
promenljiva v, /s; u (5.73) ima slede¢u FGV:

ve/Sk ~ (1 —=8)N(-10,1/s2) + SN(- |0,02/s2) (5.76)

Dakle, normalizovani rezidual &, u (5.73) je definisan zbirom Gausovih slucajnih promenljivih sa
nultom srednjom vredno$éu, tako da je njegova uslovna FGV p(&,|Y*~1) definisana konvolucijom
izmedu osnovnih Gausovih FGV. Pored toga, posto konvolucija izmedu Gausovih FGV takode daje
Gausovu FGV, sa odgovaraju¢om srednjom vredno$¢u i kovarijansom, iz (5.73), (5.75) 1 (5.76) se
dobija uslovna FGV skaliranog reziduala za data prethodna merenja:
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